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RESUMEN

Las reglas de clasificacion son un método clasico para la construccion de modelos que
reproducen el comportamiento de cierto tipo de sistemas a partir de conjuntos de datos
procedentes de dichos entornos. Estos modelos, con frecuencia, estan formados por un
namero muy elevado de reglas, lo que los hace dificiles de gestionar por parte de
analistas que pretendan comprenderlos y poder tomar decisiones sobre los sistemas
modelados.

En el campo de la Mineria de Datos son bien conocidos los métodos de generacién de
reglas de clasificacion (ID3, C4.5, CART, etc...) asi como los mecanismos para
reduccién de dichos conjuntos de reglas (pre-poda o post-poda) para generar modelos
mas manejables. Todos estos métodos han funcionado correctamente para resolver muy
diversos tipos de problemas, pero en el ambito de la toma de decisiones estratégicas en
los negocios, la tendencia actual es poder disponer de informacion atil con la mayor
rapidez para que el proceso de tomas de decisiones sea también lo mas agil posible.
Ademas, con la cada vez mayor implantacion de nuevas fuentes de informacion como
son los portales de comercio electronico, o las redes sociales, el caudal de datos a
considerar es cada vez mayor. Esta nueva problematica hace necesaria la busqueda de
nuevos métodos que, sin pérdida de eficacia en los analisis resultantes, mejoren la
eficiencia de los mismos. En otras palabras, se requiere de nuevos mecanismos capaces
de proporcionar modelos de calidad y ademas, que lo hagan en menos tiempo.

En el presente trabajo se presenta un nuevo método para la extraccion de reglas de
clasificacion, al que se ha denominado CREA (‘Classification Rules Extraction
Algorithm’). Este método integra en un unico procedimiento la tarea de generacion de
reglas de clasificacion siguiendo el criterio de ganancia de informacion de ID3 (Quinlan
1979), junto con el método RBS (Rabasa 2009) de reduccion de sistemas de reglas por
regiones de significancia (post-poda). EI metodo desarrollado no es una mera conexion
en serie de los procesos ID3 y RBS, sino que para su implementacion se han disefiado
ciertas estructuras de datos y algoritmos con objeto de conseguir mejorar la eficiencia
con respecto a otras implementaciones de métodos analogos.

La presente memoria incluye un estudio exhaustivo de la complejidad computacional
del método CREA, tanto a nivel tedrico como a nivel empirico, este segundo, basado en
la ejecucion del método con 450 conjuntos de datos simulados que han permitido
estudiar la evolucion del tiempo de ejecucion del método bajo diferentes condiciones de
carga. Se ha comprobado como el nimero de ejemplos de un conjunto de datos (‘N’), el
numero de atributos o columnas de los mismos (‘C’) y el nimero de diferentes valores
que estos atributos pueden tomar (“V’) afectan de diferente manera en los tiempos de
procesamiento observados, siendo estas observaciones compatibles con el estudio
teorico realizado.

Para comprobar, no solo la eficiencia del método, sino también su eficacia, se ha
probado con un conjunto de datos empresariales proporcionados por la empresa MTNG
Global Experience S.L. (MUSTANG) para generar modelos de reglas cuya validez ha
sido corroborada por expertos de la propia empresa.
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Capitulo 1
Estado del arte

1.1. Introduccidn a las técnicas de Data Mining

A medida que las organizaciones van recopilando més y mas informacion fruto de las
operaciones que realizan cotidianamente (y en gran medida, a causa de la incorporacién
de Internet en sus modelos de negocio), el proceso de extraer informacion relevante
empieza a necesitar de automatismos que preparen, manipulen y sondeen los datos, y
extraigan de ellos la informacién maés interesante en cada caso. Hallar soluciones a esta
problematica es la razon de ser de la Mineria de Datos (Data Mining), una disciplina
entre la Estadistica y la Informatica que proporciona una serie de métodos analiticos
orientados para realizar dichas tareas prospectivas sobre grandes conjuntos de datos.

Los analisis de datos se pueden realizar con dos finalidades diferentes (véase tabla 1.1):
finalidad descriptiva, con intencion de mostrar el comportamiento que tienen ciertas
variables hasta el instante actual; y finalidad predictiva, con el objetivo de anticiparse a
la evolucion futura de alguno de los parametros clave del problema en funcion de los
datos historicos que hubiera disponibles hasta la fecha. Dentro de los analisis de tipo
descriptivo se pueden distinguir dos tipos de procesos o tareas, las de agrupamiento y
las de asociacion. Las primeras persiguen crear grupos de items en torno a uno de ellos,
el representativo del grupo; mientras que las de asociacion identifican patrones
importantes dentro del conjunto global de datos. Asimismo, los anélisis de tipo



predictivo también engloban dos tipos de tareas, las de clasificacion y las de regresion.
Un proceso de clasificacion busca asignar una etiqueta (clase) a un determinado item en
funcién de los valores de los pardmetros que lo describen; por otra parte, en un proceso
de regresion se busca hacer algo parecido, pero asignando al item no una etiqueta o
valor de clase sino un valor numérico. Podria decirse entonces que un proceso de
clasificacion realiza predicciones cualitativas, mientras que uno de regresion las hace
cuantitativas.

Tabla 1.1: Clasificacion de métodos de Mineria de Datos (fuente: Rabasa 2009)

TIPOS DE ANALISIS
Descriptivo Predictivo
TAREAS Agrupamiento| Asociacion | Clasificacion| Regresion
RR.NN. Back . Back . Back .
Propagation Propagation | Propagation
S. Rggresmn Lineal /
Lineal / No Lineal
No Lineal
Logistica Regr’es_|on Regr,es.lon
Logistica Logistica
Redes Redes Redes
Bayesianas Bayesianas Bayesianas
S
a Algoritmos Algoritmos Algoritmos Algoritmos Algoritmos
9 Genéticos Genéticos Genéticos Genéticos Genéticos
|
= Kmeans
Clustering Kmedoids
CLARA
Conteo de Apriori
frecuencias AprioriTid
A Clasific D3 D3
Arboles ' C4.5 C4.5
de
decision Rearesion CART CART
E M5 M5

Originalmente, para realizar cada tipo de analisis, descriptivo o predictivo, se ha
utilizado un determinado método que en su momento fue ideado y disefiado para tal fin.
Tendencias mas actuales sostienen que la frontera que delimita ambos tipos de analisis
no es todo lo estricta que en un principio parecia (p.e.: un agrupamiento puede verse
como un tipo particular de clasificacion); por lo que muchos métodos de analisis que en
su momento se idearon con una finalidad predictiva, se ha visto que pueden dar también
buenos resultados en procesos descriptivos. El caso contrario, aunque menos comdn,
también se puede dar.



Asi, por ejemplo, y en el &mbito que concierne a esta Tesis, los algoritmos generadores
de arboles de decision, del tipo ID3 (Quinlan 1979) o C4.5 (Quinlan 2006), que
implementan meétodos de clasificacion, pueden ser utilizados con finalidad tanto
descriptiva como predictiva. Es decir, se puede aplicar un método de generacion de un
arbol de decision para crear un modelo que permita predecir a qué clase pertenece un
determinado item, o bien, se puede aplicar ese mismo método para tratar de agrupar los
items existentes en torno a la variable de clase que el método les asigne en cada caso.

1.2. Técnicas predictivas de Data Mining: Arboles de
decision y sistemas de reglas

Esta Tesis se centra en las Reglas de Clasificacion (metodo de finalidad basicamente
predictiva), pero antes de entrar en detalle, y con el Unico objeto de contextualizar este
trabajo, es conveniente introducir algunas generalidades sobre las técnicas predictivas
mas utilizadas en el ambito cientifico y empresarial.

Uno de los modelos predictivos mas empleados en Mineria de Datos son los arboles de
decision, que dependiendo de la naturaleza de la variable objetivo pueden ser: arboles
de clasificacion (variable objetivo de naturaleza nominal o discreta) y arboles de
regresion (variable objetivo de naturaleza numérica o continua). Existen algunos arboles
capaces de llevar a cabo tanto tareas de clasificacion como de regresion, por ejemplo
CART (Breiman et al. 1984) o M5 (Yang et al. 2002).

¢ Weka Classifier Tree Visualizer: 11:30:57 - trees, J48 (weather) g@|ﬁ|
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Figura. 1.1: Ejemplo de arbol de clasificaciéon (WEKA)



La figura 1.1 muestra una ventana de la aplicacion WEKA en la que se representa la
salida gréfica correspondiente a un arbol de clasificacion J48 (implementacion Java del
arbol C4.5), capaz de procesar informacion discreta y también numerica en sus atributos
de entrada. Sobre el arbol, se puede interpretar cada rama, desde la raiz (nodo superior)
hasta cada hoja (nodos terminales), como una regla de clasificacion, donde los
diferentes atributos se van instanciando a posibles valores. Cada nodo hoja viene
acompafiado del numero total de ocurrencias que corresponde a tal regla (o de su
porcentaje de aparicion sobre el total de tuplas de entrada).

Existen mdltiples implementaciones tanto para arboles de clasificacion como para
arboles de regresion. Tales implementaciones se diferencian, fundamentalmente, en los
heuristicos de poda que emplean, los criterios de expansion que utilizan y formas de
recorrido. Pero, en general, la mayor diferencia desde el punto de vista del
usuario/analista radica en la naturaleza de las variables (en este caso de las ramas). Asi,
hay arboles como el ID3 (Quinlan 1979) que trabajan Unicamente con variables
nominales (tanto en los nodos internos como en las hojas), mientras que otros, como el
C4.5 (Quinlan 2006) también manejan variables numéricas en sus nodos internos.

Centrandonos en problemas de clasificacion (tal y como nos ocupa en esta Tesis), el
recorrido en profundidad de cada rama de un arbol, desde el nodo raiz hasta una de sus
hojas, produce una regla de clasificacion. Ademas, existen métodos de generacion de
reglas, derivados del clasico conteo de frecuencias, en los que se van generando reglas
que cumplen un determinado soporte de ocurrencia.

1.3. Seleccidén automatica de caracteristicas

La seleccion automatica de caracteristicas (FS, ‘Feature Selection’) es un conjunto de
técnicas analiticas que descubren las combinaciones de atributos que tienen una mayor
incidencia en el comportamiento de una determinada variable objetivo. La extraccion de
caracteristicas resulta especialmente importante en problemas donde intervienen
muchos atributos y las muestras de datos no son demasiado grandes, es decir, problemas
“anchos” (Dernoncourt et al. 2014) y (Hall, P., Xue, J. 2014). La extraccion de
caracteristicas relevantes puede ser llevada a cabo aplicando diferentes metodologias
como el SVM (Support Vector Machine) y técnicas de Andlisis de Componentes
Principales (Martinez-Murcia et al. 2014), con un enfoque incremental donde los
algoritmos empleados buscan ir mejorando una determinada métrica de significancia
(Lu et al. 2014). Centrandonos en el ambito empresarial, la extraccion automatica de
caracteristicas se ha relevado critica en diferentes situaciones como en CRM’s
(‘Customer Relationship Management” o ‘Gestién de Relaciones con Clientes’) de
compafiias aéreas (Ismail and Husnayati 2013), en prediccion de quiebra en sistemas
financieros (Tsai 2009), o en prediccién de rotura de stock (Tsai and Hsiao 2010).



1.4. Introduccion a la Inteligencia de Negocio

El primer autor de que se tiene constancia que hiciera uso del término Business
Intelligence (0 ‘B.l.”) fue Hans Peter Luhn (Luhn 1958). En su trabajo habla de los
‘sistemas automaticos’ (entiéndase, ‘sistemas informaticos’ o ‘sistemas de
informacion’) como herramientas para difundir informacion entre las diferentes
secciones de cualquier organizacion y califica a los mismos como ‘sistemas de
inteligencia’ que realizan estos tres tipos de tareas: auto-abstraccion de documentos,
auto-codificacion de documentos y creacion y actualizacion de perfiles de puntos de
accion. Con ello hace referencia al proceso por el cual la informacion es capturada,
codificada y distribuida alli donde es necesaria. Un sistema de estas caracteristicas
siempre debe ofrecer una especial flexibilidad para identificar la informacion conocida,
buscar la que se necesita y difundirla de forma eficiente. El propio Luhn reconocia, hace
mas de medio siglo, algunos de los problemas que hoy dia siguen siendo discutidos en
el &mbito de la Inteligencia de Negocios como el “aumento del ritmo de generacion y
utilizacion de la informacion”, “el crecimiento de las organizaciones y la mayor
especializacién como creadores de nuevas barreras para la difusion de informacién”, “la
necesidad de los 6rganos de responsabilidad de tomar cada vez mas decisiones y en
menos tiempo” o “la rapida distribucion de la informacién en los lugares apropiados
cuando se demande (Luhn ya usé el término ‘on demand’)”; en definitiva, la finalidad
de estos sistemas debe ser, en sus propias palabras, “permitir al usuario acceder
rapidamente a toda la informacion que necesite alli donde la necesite”.

Mas tarde, en 1989, Howard Dresner popularizé el término Business Intelligence (lo
que erroneamente ha hecho que muchos le consideren como la primera persona en
acufiarlo); este autor definié® la Inteligencia de Negocios del siguiente modo:

“Es el conjunto de conceptos y métodos para mejorar la toma de decisiones en
los negocios utilizando sistemas de apoyo basados en hechos”

En la definicidn anterior, se entiende por ‘hecho’ toda transaccién susceptible de ser
registrada (una compra, una venta, una orden de produccion, una factura, etc...). En este
punto entran en juego los Sistemas de Procesamiento de Transacciones, o TPS
(‘Transaction Processing Systems’) y su posterior evolucion a los sistemas de
Procesamiento de Transacciones en Linea o0 OLTP (‘On-Line Transaction Processing’).
Estos son el primer sistema de informacion que se suele implantar en cualquier
organizacion; estan pensados precisamente para registrar cualquier transaccion que
ocurra en el negocio con el fin de tener una vista completa y actualizada del mismo. La
finalidad principal de los sistemas OLTP es agilizar al maximo el registro de todas las

! Curiosamente, no se ha encontrado ningun articulo de Dresner donde desarrolle su idea, aunque si
muchos documentos donde se le cita como autor de esta definicidén (por ejemplo: Gibson et al 2004).



transacciones que ocurran en la organizacion, es decir agilizar las operaciones de alta,
baja y modificacion de registros en la base de datos. Para cumplir con esta finalidad
estos sistemas deben contar con una base de datos debidamente normalizada para que
no haya informacién redundante ni inconsistencias. Un sistema asi disefiado es muy
eficiente para la realizacion de actualizaciones sobre la base de datos, pero no lo es tanto
a la hora de ejecutar consultas, especialmente si estas son algo sofisticadas y el nimero
de registros a considerar es elevado. Esta carencia viene a ser cubierta por los sistemas
de Procesamiento Analitico en Linea o OLAP (‘On-Line Analytical Processing’). Estos
sistemas distribuyen los datos histdricos de una organizacion en cubos de informacién
(o cubos OLAP) que pueden ser explorados facilmente de forma que un usuario/analista
puede estudiar la evolucion de una determinada variable (p.e. ‘volumen de ventas’), en
funcién de diversos parametros y diversos niveles de agregacion, como pueden ser: en
funcién del tiempo, por semanas, meses o temporadas; en funcion del producto, por
tipos de productos, familias o gamas; en funcién de los lugares de venta, por punto de
venta, localidades, regiones o paises; etc. También seria posible hacer analisis mas
elaborados combinando varios pardmetros e incluso obtener resultados comparativos
(p.e. de distintos afos o distintos productos).

Tradicionalmente, hablar de Inteligencia de Negocios a nivel practico ha consistido en
hablar de herramientas OLAP, y de como facilitar el uso de dichas herramientas a
ejecutivos sin conocimientos técnicos sobre administracion de bases de datos, asi es
como surgen los denominados Sistemas de Informacion para Ejecutivos o EIS
(‘Executive Information Systems’). Estos sistemas proporcionan una vista mas amigable
que permite explotar, sin usar tecnicismos, una herramienta de analisis de datos mas
sofisticada. Tipicamente, dicha herramienta ha consistido en una herramienta OLAP.

Fuente Gartner (febrero 2013)
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Figura 1.2: Clasificacién de empresas desarrolladoras de software de B.I.


http://decisionesytecnologia.wordpress.com/2013/02/15/analisis-de-gartner-bi-comparativa-soluciones-lideres-de-business-intelligence/

Las herramientas comerciales de Inteligencia de Negocio existentes ofrecen muy
distintas posibilidades de analisis de datos, bien desde el enfoque OLTP, bien mediante
OLAP. La figura 1.2 presenta un esquema de las empresas lideres en desarrollo de
soluciones de B.I. El eje de las X representa el grado de completitud de su vision de la
realidad del B.l., mientras que el eje de las Y representa la capacidad de ejecucion de
funcionalidades propias de esta disciplina.

Algunas de las herramientas de estas compafias incorporan técnicas de Mineria de
Datos que facilitan el analisis descriptivo de los mismos. Entre ellas, las més extendidas
en nuestro &mbito empresarial mas proximo son Pentaho y QlikView (de QlikTech),
especialmente potentes en el desarrollo y mantenimiento de cuadros de mando
integrales (figura 1.3).

Fuente: www.dataprix.com (diciembre 2011)
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Figura 1.3: Ejemplo de Cuadro de Mando con QlikView

Sin embargo, desde el punto de vista puramente analitico, la principal carencia que las
caracteriza es su limitada capacidad predictiva, asi como la escasez de automatismos a
la hora de seleccionar los atributos estadisticamente mas relevantes, de cara al modelado
de una variable objetivo. Dicha carencia es perfectamente subsanable con la
incorporacion de técnicas de Mineria de Datos (‘Automatic Feature Selection”) que son
perfectamente complementarias y aportan gran valor a las herramientas existentes de
Inteligencia de Negocio desde el punto de vista de la automatizacién y optimizacion de
los analisis. Con la incorporacion de dichas técnicas, la seleccion de variables a
considerar en cada escenario ya no dependera exclusivamente de la experiencia y
costumbres del analista al cargo de la herramienta.


http://www.dataprix.com/business-information-visualization-representacion-informacion-empresarial

Recientemente, ha aumentado considerablemente la cantidad de publicaciones
cientificas que ponen de manifiesto que el desarrollo de este tipo de aplicaciones y el
desarrollo formal previo que las posibilita, es un area de investigacion de muchisima
proyeccion, desde las universidades de todo el mundo. Asi pues, hay trabajos en que se
pone el foco de atencion en el desarrollo de una metodologia capaz de analizar flujos
continuos de datos desestructurados que provienen del exterior de la empresa y que,
debidamente correlacionados, pueden aportar un gran valor para la organizacion
(Castellanos et al. 2012). En definitiva, la repentina aparicion de herramientas de B.l. en
la Gltima década, ha sido tan abrumadora, que algunos investigadores (Seng and Chiu
2011) se han planteado la necesidad de disefiar herramientas de benchmarking capaces
de medir las capacidades de tales productos, asi como sus requerimientos hardware y
software que les permitan ser realmente operativos.

1.5. Técnicas de Data Mining aplicadas a la
Inteligencia de Negocio

Son varias las disciplinas que han ofrecido algunas de sus técnicas méas caracteristicas
para la resolucion de problemas de diferente naturaleza dentro del B.1. Asi por ejemplo,
es frecuente encontrar la aplicacion de técnicas estadisticas. Algunos autores (Awad et
al. 2012) aplican Légica Temporal Lineal para resolver problemas tipicos del proceso
general de negocio. En otros trabajos (Pan 2012) se apuesta por el uso de Analisis
Multivariante y Regresion Logistica en el ambito de las finanzas, aplicando técnicas
mas proximas ya a la Inteligencia Artificial como las Redes Neuronales y el Clustering.
Tanto una como la otra se han utilizado asiduamente en problemas de segmentacion de
clientes (Romdhane et al. 2010) y también para caracterizar escenarios en problemas de
e-commerce (Chou et al. 2010) y (Qu and Liang 2009).

Pero es la Mineria de Datos la disciplina cientifica que ofrece un abanico mas amplio,
tanto de técnicas como de tipologia de problemas a resolver dentro del ambito que nos
ocupa. Empezando por una perspectiva mas general, una gran variedad de trabajos
analizan el uso de Mineria al servicio del proceso general de negocio. Asi pues, hay
trabajos (Sharma et al. 2012) que presentan los resultados de una comprobacion del
proceso de integracion de Mineria de Datos dentro del proceso genérico de Knowledge
Discovery vigente en cualquier modelo de negocio. Dentro de este mismo marco, (Seng
and Chen 2010) también se ahonda en un enfoque analitico de como orientar el proceso
de Mineria de Datos dentro del contexto de negocio, y presenta un modelo para la
seleccion de los métodos de Mineria de Datos mas adecuados en cada caso. En otros
trabajos (Pugna et al. 2011) se resalta el salto cualitativo que favorece la Mineria de
Datos en el contexto de negocio, al permitir pasar de sistemas descriptivos (mas o
menos complejos) a modelos predictivos que aportan mucho mas valor estratégico a los
directivos.



Otros estudios contemplan la Mineria de Datos (en general) para resolver problemas en
facetas concretas de la empresa. Asi, unos trabajos abordan la mejora en el manejo de
las bases de datos de las compariias (Aggarwal et al. 2012). Otros trabajos se centran en
explicar como la Mineria supone una ventaja para la explotacion de herramientas OLAP
(Ali and Mouakket 2010). Otra aportacion genérica muy interesante, en este caso
orientada al e-commerce, es la ofrecida en (Liu et al 2011).

Una de las técnicas de Mineria que mas se ha empleado en el &mbito empresarial son las
Reglas de Asociacion, que descubren patrones de comportamiento entre los datos.
Existen trabajos que aplican esta técnica también al proceso general de negocio de la
compafiia (Huang et al. 2011), (Kuosa 2011) y (Lim and Lee 2010), pero existen
muchos otros estudios que tratan de descubrir patrones en dominios mucho mas
especificos. También se extraen patrones dentro de los llamados valores intangibles de
la compafiia (Shih et al. 2010) o dentro de extensas bases de datos de gestion (Lee et al.
2012). Otros autores se centran en la extraccion de patrones en portales de comercio
electronico (Huang 2012) y (Chang and Chen 2012). Otro tipo de reglas, las de
clasificacion, normalmente obtenidas a partir de la construccion de arboles de decision,
se utilizan como una herramienta fundamental en el proceso general de negocio (Folino
et al. 2011), (Li et al. 2010), (Lee 2010) y (Lim and Lee 2010). Méas concretamente, las
reglas de clasificacion y arboles de decision se han aplicado con éxito para predecir el
comportamiento de valores intangibles de las compafiias (Tsai et al. 2012), en las
finanzas (Lin et al. 2011), en el pronostico del comportamiento de clientes desde
diferentes perspectivas (Romdhane et al. 2010), (Liou et al. 2011) y (Peng and Xu
2011); y por supuesto, en el pronostico de tendencias y preferencias en portales de
comercio electronico (Cheung and Li 2012) y (Jun 2012).

Muy frecuentemente, la gran cantidad de variables de entrada en los problemas de
Inteligencia de Negocio, hace necesario recurrir a la extraccion de caracteristicas mas
relevantes en cada problema. En este sentido, algunos autores incorporan este tipo de
técnicas sobre los valores intangibles del negocio (Tsai et al. 2012), otros lo hacen en el
terreno de las finanzas (Lin et al. 2011), sobre las variables concernientes a los clientes
(Goedertier et al. 2011) y (Romdhane et al. 2010), o para mejorar la explotacion de las
herramientas OLAP (Zhang et al. 2011).

Una de las técnicas de Mineria de Datos mas prometedoras, en lo que a contextos de
optimizacion se refiere, son los Algoritmos Genéticos. EI empleo de esta técnica
permite, entre otras cosas, reducir también el nimero de variables a tener en cuenta en
un problema, filtrar las reglas y patrones generados para seleccionar inicamente los mas
importantes en cada caso o determinar los grupos mas significativos con objeto de
realizar agrupamientos optimos de cualquier ente del problema de negocio. Asi, algunos
autores (Goedertier et al. 2011) aplican Algoritmos Genéticos en problemas de
comercio electronico para descubrir eventos importantes en el log del servidor de
comercio, como por ejemplo trazas incompletas, comportamientos duplicados de los
usuarios, etc.
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Como conclusién de la investigacion realizada en este estado del arte se podrian resaltar
los siguientes aspectos:

El uso de técnicas de Mineria de Datos esta aportando un gran valor afiadido a
las técnicas clasicas de explotacion de la informacion en problemas de Business
Intelligence, de muy diversa naturaleza.

Debido al enorme auge del comercio electronico y los grandes volimenes de
datos que es necesario explotar en esos escenarios, uno de los problemas mas
estudiados en los ultimos afios es la busqueda de reglas y patrones en dichos
portales; asi como sobre las bases de datos de historicos de pedidos, sea cual sea
el medio.

Dado el gran nimero de variables (o atributos) que intervienen en la mayoria de
problemas de Inteligencia de Negocio, una importante linea de investigacion, en
la actualidad, es el desarrollo de diferentes técnicas de extraccion automatica de
caracteristicas para seleccionar los atributos méas importantes en cada caso, y a
partir de ellos obtener sistemas de reglas mas precisos que modelen el
comportamiento de alguna de las variables intervinientes.

Por ultimo, la tabla 1.2 contiene de forma esquematica un cuadro/resumen de los
trabajos mas significativos comentados en el presente epigrafe, clasificandolos segin la
técnica empleada y el &mbito de aplicacion.
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Tabla 1.2: Cuadro resumen — aplicacion de técnicas de analisis de datos al ambito empresarial
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Capitulo 2

Problema a resolver:
Hipotesis de partiday
objetivos

2.1. Justificacion e hipotesis de partida

La dificultad de extraer automaticamente las variable mas incidentes en cualquier
proceso de Inteligencia de Negocio (justificado anteriormente en el epigrafe 1.3)
desvela que el desarrollo de técnicas especialmente agiles (bajo consumo de tiempo y
memoria) para la extraccidn automatica de caracteristicas es, cada vez mas, una
necesidad para el descubrimiento y manejo de informacion en este campo. Este tipo de
técnicas permitiria extraer reglas de comportamiento de los datos y ofrecerlas en poco
tiempo, para ser estudiadas por el usuario interesado. Deben tenerse presentes las
caracteristicas especiales de dichos usuarios, a los que estan dirigidas las aplicaciones
de Inteligencia de Negocio. Normalmente, se trata de ejecutivos, gerentes y/o directores
de empresas de un cierto tamafio, en general, personas que son responsables de la toma
de decisiones estratégicas en sus respectivas organizaciones y que necesitan disponer de
la informacion adecuada de forma rapida. Ademas, el nivel de penetracion de las
tecnologias de la informacion en este grupo de usuarios es cada vez mayor, por lo que
es frecuente que dispongan de algin tipo de dispositivo movil y que lo usen
habitualmente como herramienta de trabajo. Algunas de las limitaciones mas
importantes que tienen estos dispositivos son la cantidad de memoria de que disponen,
su reducida capacidad de célculo (comparada con la de un PC por ejemplo), su
autonomia (al funcionar con baterias que necesitan ser recargadas periédicamente) y su
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conectividad (ya que no siempre se dispone de una conexion de calidad suficiente). Un
sistema de informacion disefiado para satisfacer las necesidades de este colectivo podria
constar de un servidor de -calculo encargado de realizar las operaciones
computacionalmente mas costosas, y posteriormente podria mandar la salida del
procesamiento efectuado a un dispositivo mévil para que el usuario final pueda ver los
resultados del andlisis realizado. Con unos algoritmos eficientes que proporcionen
modelos de tamafio reducido, la informacién (también reducida) proporcionada por
dichos algoritmos, puede mandarse telematicamente en menos tiempo a un dispositivo
movil, y esté, con una aplicacion adecuada, podrd renderizar los resultados.
Obviamente, cualquier innovacion que permita satisfacer mejor las necesidades dentro
del ambito de la Inteligencia de Negocios es automaticamente aplicable a otros campos
0 tipos de problema, es decir, una solucién que hace viable, de manera agil, la
explotacion de datos y su posterior estudio en dispositivos con capacidades reducidas,
también mejorara los resultados en otro tipo de entornos.

En esta Tesis se presenta el algoritmo de Mineria de Datos denominado CREA
(‘Classification Rules Extraction Algorithm’) que genera y reduce sistemas de reglas de
clasificacion y consigue predicciones tan precisas como los métodos existentes hasta la
fecha, pero con un coste temporal y de consumo de memoria sustancialmente menor. Si
bien el planteamiento de partida se circunscribe al &mbito de la Inteligencia de Negocio,
dado que es un claro exponente de ambas restricciones, la aplicabilidad del método
propuesto, tal y como se ha comentado, no queda reducida, exclusivamente, a dicho
ambito. No obstante, el método propuesto, como cualquier método de Mineria de Datos
y con independencia del ambito final de aplicacion, sera absolutamente dependiente de
las muestras de datos que recibe a su entrada: no solo de un tamafio minimo exigible
para poder inferir comportamientos, sino también de la “calidad” de los mismos.

2.1.1. Induccion de arboles de decision

Como ya se indicé en el epigrafe 1.2, el método de Mineria de Datos més conocido para
la generacidon de reglas de clasificacion, donde tanto los atributos que forman parte del
antecedente como la variable consecuente son de tipo nominal (no-numérico), es el
arbol de clasificacion ID3 de Ross Quinlan (Quinlan 1979). En un trabajo posterior
(Quinlan 1986), el autor identifica su algoritmo como perteneciente a la familia de
sistemas de aprendizaje TDIDT (“Top-Down Induction Decision Trees’, algoritmo 2.1).
Estos métodos reciben como entrada un conjunto de ejemplos ‘E’ (items, ver figura 2.1)
caracterizados por una serie de atributos que toman unos determinados valores y que
tienen, cada uno de ellos, asignada una variable de clase (consecuente). El objetivo de
estos métodos es inducir un arbol de decision a partir del conjunto de datos de entrada
aplicando los pasos del algoritmo TDIDT. En dicho algoritmo se va construyendo un
arbol de forma recursiva en el que cada nodo del arbol es etiquetado con un atributo ‘A’
del conjunto de ejemplos ‘E’ y cada rama con uno de los posibles valores “V;’ del
atributo del nodo padre. Se define como caso base de la recursién la condicion de si
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todos los ejemplos de un determinado nodo pertenecen a la misma clase ‘C’, si es el
caso, el nodo generado se etiqueta como nodo final u hoja. Si no es el caso, se
selecciona el ‘mejor atributo’ ‘A’ del conjunto de ejemplos y entonces ‘E’ se divide en
tantos subconjuntos ‘Ej’ como posibles valores ‘V;’ pueda tomar el atributo ‘A’ y se
repite el proceso recursivamente para cada uno de los subconjuntos ‘E;’.

Algoritmo 2.1: TDIDT (E: Conjunto de ejemplos)

N < nuevo NODO

Si todos los ejemplos de E pertenecen a la misma clase C Entonces
N.clase =C

N.esHoja = TRUE

Seleccionar el mejor atributo A del conjunto E
Nodo.atributo = A
Para cada valor Vi de A

Ei « Subconjunto de E donde A = Vi

1
2
3
4,
5. Sino
6
7
8
9.
10. Nodo.valorRamai = Vi

11. Nodo.ramai = TDIDT ( Ei)
12. Fin Para
13. Fin Si

14. Devolver N

Atributos
N® 7 f \ ] | CLASE
:';::2 Temperatura | Humedad  Viento
1 Soleado Calor Alta Mo No Jugar ‘-*Ei
|2 Soleado Calor Alta Si Mo Jugarl) (i=2)
3 Mublado Calor Alta Mo Jugar
4 Lluvia Intermedia Alta Mo Jugar
& Lluvia Frio Marmal Ma Jugar
B Lluvia Frio Mormal =) Mo Jugar
E < 7 Nublado Frio MNormal S Jugar
o soleado Intermedia Alta Ma Mo Jugar
9 Soleado Mormal Mo Jugar
10 Lluvia ntermedia MNormal Mo Jugar
1 ooleado MNormal =] Jugar
12 Mublado niermedia Alta =) Jugar
13 Nublado Normal No Jugar
L 14 Lluvia Intermedia Alta =) Mo Jugar

{V }— A c

Figura 2.1: Conjunto de ejemplos (‘E’) para generar arbol de decisién (clasico)

La clave del algoritmo 2.1 se encuentra en el paso 6 ‘Seleccionar el mejor atributo A’.
En este punto hay que plantear cuél es el criterio por el que se identifica un atributo
como ‘mejor’ que el resto. Se considerara mejor aquella eleccion de atributos que
acaben generando un arbol que cumpla las siguientes dos condiciones: que clasifique
correctamente todos los ejemplos del conjunto de datos ‘E’, y que el arbol sea lo mas
reducido posible, entendiendo por reducido, que tenga el menor nimero de nodos y
ramas posible. Inducir arboles que cumplan la primera condicion es una tarea
relativamente sencilla. En la figura 2.2, se muestra un arbol demasiado complejo,
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ejemplo de la situacion que se acaba de describir, inducido a partir de los ejemplos del
conjunto ‘E’ (figura 2.1).

Temperatura

Frio Calor

Intermedia

Vista cielo Vista cielo Viento

Humedad Humedad

ormal
Alta ormal
Alta
Viento Vista cielo
Soleado Lluvia

Mublad

[o]
Mo
Jugar @ 0

Figura 2.2: Arbol de decisién complejo (muy extenso)

Una solucidn éptima a este problema pasaria por generar todos los arboles que cumplan
la primera de las condiciones (fuerza bruta) y de entre ellos seleccionar como resultado
final el mas reducido, pero esta alternativa tendria un coste computacional
excesivamente alto, inviable para proporcionar una respuesta en un tiempo razonable
cuando se analizan grandes volimenes de datos.

El algoritmo TDIDT sigue un esquema voraz (greedy) segun el cual, se debe disponer
de algun mecanismo para decidir de forma automatica cuél debe ser el atributo por el
que seguir expandiendo el arbol en cada momento. Quinlan propone, para su método
ID3, utilizar como criterio el concepto de ‘ganancia de la informacion’, basado en la
teoria de la informacion de Claude E. Shannon (Shannon, 1948). Si los items de un
conjunto de ejemplos ‘E’ estan clasificados como ‘Clase;’, ‘Clase,’, ..., ‘Clase,’ de tal
forma que las probabilidades de que se encuentren elementos de cada una de las clases
son ‘py’, ‘p2’, ..., “‘Pn’ respectivamente, se define el concepto de entropia de informacién
‘I(E)’ como:

I(E) = —X-1p;log,(p,) (Expresion 2.1)

Para un atributo ‘A’ de dicho conjunto que puede tomar los valores ‘A;’, ‘A2, ..., ‘A/,
se definen las particiones ‘E;’, ‘E>’, ..., ‘E,’ del conjunto ‘E’ tal que cada particion ‘E;’
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contiene los ejemplos de ‘E’ con valor ‘A’ para el citado atributo ‘A’. Se define
entonces la ganancia de informacién del atributo *‘A’, ‘G(A)’ como:

G(A) = I(E) — Xi_,p(E) I(E) (Expresion 2.2)

Donde “p(E;)’ es la probabilidad de encontrar un item del conjunto ‘E;’ dentro de ‘E’.
Para seleccionar el ‘mejor’ atributo por el que expandir cada nodo del arbol de decision
(paso 6 del algoritmo 2.1) el método ID3 elige aquel que maximiza la ganancia de
informacion. Dado que para un mismo nodo del arbol la entropia de informacion
(‘I(E)’) permanece constante, maximizar la ganancia de informacion equivale a
minimizar el siguiente sumatorio.

i=1 P(E) I(E)) (Expresion 2.3)

Para ilustrar el funcionamiento del algoritmo 1D3, véase el siguiente desarrollo aplicado
al conjunto de datos de ejemplo ‘E’ de la figura 2.1:

Probabilidad de “‘Jugar’ = pl=9/14
Probabilidad de ‘No Jugar’ = p2=5/14

Entropia de informacion ~ =» 1(E)=- 9/14 l0g,(9/14) - 5/14 log,(5/14) = 0.940

G(Temperatura) = I(E) - p(Ecaor) 1(Ecaior) - P(Einterm) I(Einterm) = P(Errio) 1(EFrio)

I(Ecaior) = - 2/4 10g2(2/4) - 2/4 log,(2/4) = 1.0
I(Emnterm) = - 4/6 10g2(4/6) - 2/6 log,(2/6) = 0.918
I(Erio) = - 3/4 log,(3/4) - 1/4 loga(1/4) = 0.811

G(Temperatura) =0.94 -4/14x 1 -6/14x0.918 - 4/14 x 0.811 = 0.029
Repitiendo los célculos para el resto de atributos se tiene que:

G(Vistacielo) =0.246
G(Humedad) =0.151
G(Viento) =0.048

Se observa que el atributo “Vista cielo” es el que proporciona la mayor ganancia de
informacién, por tanto serd considerado como el ‘mejor’. Es decir, serd el primer
atributo por el que se empezara a expandir el arbol de decision. A continuacion se
generaran tres conjuntos de datos, ‘Esoleado’, ‘Enublado’ Y ‘EvLiwvia’ Y S€ repite el proceso de
forma recursiva como indica el algoritmo TDIDT. Finalmente se obtiene un arbol de
decision como el de la figura 2.3. Este arbol, al igual que el de la figura 2.2, clasifica
correctamente todos los ejemplos del conjunto de datos ‘E’ (figura 2.1), pero ademas,
como se puede observar, estd bastante méas simplificado que el anterior, por lo que se le
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considera una mejor solucion. No se puede asegurar que sea la mejor de entre todas las
posibles soluciones, pero con el algoritmo ID3 se ha proporcionado un heuristico que
alcanza, en un tiempo razonable, una solucién aceptablemente buena.

Vista cielo
Soleado Mublado Lluvia
Humedad Viento

Figura 2.3: Arbol de decision simplificado

El arbol de la figura 2.3 puede ser convertido facilmente en un modelo de reglas de
clasificacion, en el que cada uno de los posibles caminos desde el nodo raiz hasta cada
nodo hoja es una regla del tipo Sl ‘antecedente’ ENTONCES ‘consecuente’. En otras
palabras, el arbol de la figura 2.3 seria equivalente al sistema de reglas de la tabla 2.1.
Como se observa en dicha tabla, el modelo construido consta de 5 reglas, una por cada
nodo hoja del arbol. De haber construido un sistema de reglas con el arbol mas extenso
de la figura 2.2 habrian resultado un total de 15 reglas (tantas como nodos hoja), dando
lugar a un modelo mas complejo y costoso de manejar.

Tabla 2.1: Sistema de reglas

ANTECEDENTE CONSECUENTE
‘Vista Cielo’ = ‘Soleado’ Y ‘Humedad’ = ‘Alta’ > NO JUGAR
‘Vista Cielo’ = ‘Soleado’ Y ‘Humedad’ = ‘Normal’ | = JUGAR
‘Vista Cielo’ = ‘Nublado’ > JUGAR
‘Vista Cielo’ = ‘Lluvia’ Y ‘Viento’ = ‘ST’ > NO JUGAR
‘Vista Cielo’ = ‘Lluvia’ Y ‘Viento’ = ‘No’ > JUGAR

Para determinar la complejidad temporal del algoritmo 1D3 hay que tener en cuenta las
siguientes consideraciones: en cada nodo interno del arbol (nodo no-hoja) se debe
determinar la ganancia de cada uno de los atributos no testado anteriormente; si
[lamamos ‘N’ al namero de items del conjunto ‘E’ y siendo ‘C’ el nimero de atributos
(columnas), la ganancia en si misma dependera de la cantidad de ejemplos ‘N’ y del
numero de atributos ‘C’. En (Quinlan 1986), la complejidad temporal asintotica del
proceso en cada nodo viene dada por la expresion:

O(NxC) (Expresion 2.4)

Esta tarea se debe repetir en todos los nodos no-hoja del arbol, por lo que el factor de
complejidad final del algoritmo quedara afectado por el nimero de estos. Se hace ver



19

que en el trabajo de Quinlan, a efectos de calculo de la complejidad computacional del
algoritmo, no se concreta nada mas. No se considera cdmo afecta el hecho de que las
variables que definen los items del conjunto de ejemplos pueden tomar mas o menos
valores, influencia que queda patente en las expresiones 2.2 y 2.3. Tampoco dice nada
acerca de como implementar, y que coste computacional y de memoria tendria, la
segmentacion del conjunto ‘E’ en los subconjuntos “‘E;’ (paso 10 del algoritmo 2.1).

No obstante, el algoritmo ID3 se ha convertido en un estandar de facto en el &mbito de
la generacidn de arboles de decision o en la creacion de modelos basados en reglas de
clasificacion. Han sido muchos los trabajos en los que se han introducido
modificaciones en este algoritmo para dar lugar a otros con ciertas mejoras 0 mejor
adaptados a determinados d&mbitos. Asi, por ejemplo, tenemos el algoritmo RID3 (Pal et
al. 1997) que utiliza métodos genéticos para la generacion de sucesivos arboles con
umbral de rendimiento creciente. El ID3(+) (Xu et al. 2006) resuelve, entre otras cosas,
la incapacidad de ID3 de manejar atributos con valores desconocidos o nulos. Otros
estudios, proponen mejoras al método de poda original cuando los datos son deficientes
o0 inciertos (Zhang et al. 2005), o en circunstancias de ramas con escasa fiabilidad
(Zhang et al. 2008). Todos estos métodos para inducir arboles de decision y sistemas de
reglas de clasificacion han resultado ser muy utiles, proporcionando magnificos
resultados predictivos en &mbitos muy diversos, como por ejemplo en medicina
pediatrica para extraccion de sefiales predictivas de un catalogo de sindromes (Braaten
1996); en la deteccion de ataques web disminuyendo el ratio de falsos positivos (Folino
et al. 2011) que se obtenian con métodos anteriores; en sistemas de alerta temprana
‘anti-dumping’ (Zhao and Chang 2006) y muy a menudo, en problemas complejos de
clasificacion en el ambito del marketing en sectores muy diversos (Zhang 2009), (Zhang
2008-BIS) y (Ke et al. 2007).

2.1.2. Reduccidn de conjuntos de reglas de clasificacion

Los métodos generadores de sistemas de reglas de clasificacion suelen producir
conjuntos de reglas muy extensos. Cuando dichos conjuntos son empleados para
construir un sistema experto o ES (‘Expert System’), puede ser valido utilizar todas las
reglas disponibles para implementar dicho sistema. Por el contrario, si el objetivo de un
sistema de reglas es la construccion de un sistema de apoyo a la toma de decisiones o
DSS (‘Decision Support System’), se hace necesario reducir el nimero de reglas
disponibles para que el usuario de ese DSS pueda trabajar con ellas. Adicionalmente, si
se proporciona un mecanismo para ordenar las reglas, de forma que el usuario pueda
saber cuales de ellas son més confiables, en ese caso se estaria dando a dicho DSS un
valor afadido que facilitaria ain mas el trabajo del analista. Existen diferentes
procedimientos en base a los cuales se pueden reducir los conjuntos de reglas generados
por arboles de la familia de ID3. Algunos autores definen nuevas férmulas para medir la
Entropia de los atributos (Huang and Lin 1996); otros recalculan la importancia de los
atributos que deben intervenir en la generacion del arbol (Luo et al. 2010). Algunos
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estudios, incluso, emplean técnicas de Loégica Difusa para reducir la sensibilidad
original ante pequefios cambios en los valores de los atributos, y asi obtener &rboles de
decision mas pequefios (Abu-halaweh and Harrison 2009). Para la realizaciéon de la
presente Tesis se ha escogido como método de reduccion y ordenacion de reglas de
clasificacion el algoritmo RBS (Rabasa 2009). La figura 2.4 muestra como seria el
proceso general de generacion de un conjunto de reglas reducido empleando este
método.

Conjunto de datos
de ejemplo

A "5‘2 A Clase

it
it

Algoritmo
generacion

reglas de
clasificacidn

;\.-'I': Ant — Con [sop, conf, rs, REG]

Ant — Con [sop, conf]

2 Algoritmo

“ACH
- Ejes: EC, EC, ES,, ES,

mik

Conjunto de reglas
reducido
Figura 2.4: Proceso general de generacion de conjuntos de reglas reducidos

Conjunto de reglas

Se parte de un conjunto de datos con ‘N’ items o ejemplos, caracterizados por una serie
de ‘C’ atributos, donde cada item pertenece a una determinada ‘Clase’. A partir de dicho
conjunto de datos se genera un conjunto de reglas de clasificacion, cada una de las
cuales debe estar caracterizada por su soporte (‘sop’) y su confianza (‘conf’),
entendiendo por soporte de una regla la probabilidad de que se dé el antecedente de la
misma en el conjunto de datos original, y por confianza la probabilidad de que se dé el
consecuente dentro de los items del conjunto de datos original con el mismo
antecedente. Por ejemplo, para la primera regla (en adelante ‘r;”) de la tabla 2.1.

r1: Vista cielo = “‘Soleado’ Y Humedad = ‘Alta’ = NO JUGAR
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Si se realiza el correspondiente conteo de frecuencias con ayuda de la figura 2.1, que
contiene los datos del conjunto ‘E’ de entrenamiento que se ha utilizado para generar
dicha regla, se tiene que el antecedente de ‘r;” (Vista cielo = *Soleado’ Y Humedad =
‘Alta’) se repite 3 veces en todo el conjunto ‘E’; y en todos los ejemplos que cumplen
el antecedente de ‘r;’, el consecuente es siempre (las 3 veces) ‘NO JUGAR’, por tanto
los valores de soporte y confianza para esta regla seran:

sop(r;) =3/14 =0.214
conf(rp) =3/3 =1.0

Asi pues, laregla ‘rl’ quedard caracterizada tal que:

r1: Vista cielo = ‘Soleado’ Y Humedad = “‘Alta’ = NO JUGAR [sop=0.214 , conf=1.0]
Un conjunto de reglas ‘R’ asi construido es la entrada necesaria para poder aplicar el
algoritmo RBS. Notese que al asignar un par de valores numeéricos, soporte y confianza,

a cada regla, estas se pueden representar en un plano como el de la figura 2.5 utilizando
dichos valores de soporte y confianza como coordenadas.

sop 4
LTS | = = - = i i el -l A
r I
1 T,
* r'C.I r1 :
Iy |‘1|:|x :
x rx? I'12x !
]
]
1
My x ; ]
i 4 1
]
r.mx 1
" X :
r
5 x r14x 1
|
' .r;onf
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Figura 2.5: Representacion en el plano de un conjunto de reglas de clasificacion

El algoritmo RBS (ver algoritmo 2.2) empieza calculando, sobre dicho plano, los ejes
‘Ec’ y ‘ES’ (‘Eje Confianza’ y ‘Eje Soporte’ respectivamente) tal y como se indica en la
expresion 2.5.

Ec=1/|Clase| (Expresion 2.5)
Es=1/(|Ad|Asf ... |Acl)
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Estos ejes dividen el plano conflsop en dos areas, izquierda y derecha, tal que ‘conf <
Ec’ y ‘conf > Ec’ respectivamente; y otras dos &reas, inferior y superior, tal que ‘sop <
Es’ y ‘sop>Es’ respectivamente. Identificadas estas areas se definen los ejes ‘Eci’, ‘Ecs’,
‘Esi’ y ‘Ess’ como:

Eci = Promedio( { conf(r;) }) vV ri:conf(ri)<Ec
Ecs = Promedio( { conf(ri)}) Vv r:conf(ri)>Ec
Esi = Promedio( { sop(ri)}) Vri:sop(ri)<Es
Ess = Promedio( { sop(ri) }) vV ri:sop(ri)>Es

(Expresion 2.6)

Con esos ejes, se definen las regiones ‘REG-0’, ‘REG-1’, ‘REG-2’ y ‘REG-3’ como:

REG-1 < sop > Ess Y conf < Ec;
REG-2 < sop > Ess Y conf > Ec;
REG-3 < sop <Es;
REG-0 en otro caso

(Expresion 2.7)
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Figura 2.6: Representacion grafica de reglas de clasificacion, ejes y regiones

Una vez que se han identificado las regiones, se procede a realizar un desplazamiento de
los ejes ‘Eci’ y ‘Ecs’, ajustdndolos hacia la izquierda y hacia la derecha,
respectivamente, para hacerlos coincidir con la regla ‘ri’ més cercana que los aleje del
eje de partida ‘Ec’, de esta forma se consigue una reduccion de las areas de las regiones
‘REG-1" y ‘REG-2’. De forma analoga, los ejes originales ‘Es;’ y “‘ESs’ se ajustan hacia
abajo y hacia arriba, respectivamente, para hacerlos coincidir con la regla ‘r;’ mas
cercana que los aleje del eje de partida ‘Es’. El reajuste del eje “Es;” producira una
reduccion del area ‘REG-3’, mientras que el desplazamiento del eje ‘Ess” vuelve a
reducir las areas de ‘REG-1" y ‘REG-2" (ver figura 2.7).
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Figura 2.7: Ajuste de ejes y y reduccion de las regiones ‘REG-1’, ‘REG-2' y ‘REG-3’

La finalidad de estos reajustes en los ejes que delimitan las regiones es reducir el area de
las regiones ‘REG-1’, ‘REG-2’ y ‘REG-3’ conservando en todo momento el nimero de
reglas que contenian inicialmente. Segun las figuras 2.6 y 2.7, los mencionados ejes
quedarian del siguiente modo:

Eci =conf(ry)
Ecs=conf(ry)
Esi =sop(rs)
Ess = sop(r3)

(Expresion 2.8)

A continuacion, cada una de las reglas se etiqueta con el identificador de la region a la
que pertenece. Posteriormente, para poder ordenarlas, el algoritmo RBS define la
métrica ‘rs” (‘rule significance’) como muestra la expresion 2.9.

(-1- sop(ri)-conf(ri) < ri€e REG-1
1+sop(ri)-conf(ri) < rie REG-2

rs(ri) = -< (Expresion 2.9)
sop(r;)-conf(ri) & ri€ REG-3
\, 0 & i€ REG-0

En su trabajo, Rabasa llama a estas regiones ‘regiones de significancia’ por el
significado o interpretacion que debera darse a las reglas segin se encuentren en un area
u otra. Esa interpretacion es la siguiente:
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e Regidén 1 (REG-1): Reglas de descarte.
Estas reglas tienen un alto soporte y baja confianza, son por tanto reglas que
pueden ser empleadas para descartar ciertas situaciones debido a la baja
probabilidad de ocurrencia del consecuente; en otras palabras, en los datos de
entrenamiento, el consecuente inferido por estas reglas se da muy pocas veces
(para el antecedente considerado) por lo que se puede asegurar con alta
probabilidad de acierto que dicho consecuente no va a producirse.

e Region 2 (REG-2): Reglas directas.
En la regién ‘REG-2’ las reglas tienen tanto un alto soporte como una alta
confianza, es decir, son confiables y de aplicacion directa, asi pues, se trata de
reglas que proporcionan informacion fiable acerca del comportamiento de los
datos de entrenamiento con los que se ha generado el modelo.

e Region 3 (REG-3): Reglas a observar.

Las reglas de la region ‘REG-3’ son aquellas que tienen un soporte muy bajo, se
debe entender que cualquier conclusion que pudiera extraerse de ellas no debera
considerarse segura ya que no hay suficientes ejemplos en el conjunto de datos
inicial que cumplan el antecedente, por lo que no se podran extraer conclusiones
estadisticamente fiables. No obstante, en ciertos ambitos de estudio (como por
ejemplo, en medicina, las denominadas enfermedades ‘raras’) interesa conocer
la existencia de dichas reglas para hacer con ellas analisis mas pormenorizados
guiados por un experto (o grupo de expertos).

e Region 0 (REG-0): Reglas descartables.
Por ultimo, las reglas de la region ‘REG-0’ tienen niveles de soporte y confianza
intermedios. Son estas las que el algoritmo RBS elimina para reducir el conjunto
de reglas ‘R’ proporcionado como entrada del algoritmo, dando lugar al
conjunto reducido ‘Rr’.

Finalmente, el método define y calcula una métrica mas denominada *‘ACI’ (‘Attribute
Correlation Index’ o ‘Indice de Correlacion de Atributos’) que permite ponderar de
manera global como estan de correlacionados los atributos del antecedente del sistema
de reglas con el atributo consecuente, por tanto, el ‘ACI’ es una métrica aplicable al
conjunto total de reglas reducido ‘Rr’ (no a cada regla). Esta métrica ‘ACI’ se calcula
segun se indica en la expresion 2.10.

(|REG-1|+|REG-2 |+ |REG-3|) / |R|

(Expresion 2.10)

A modo de resumen, puede verse en el algoritmo 2.2 como quedarian los pasos del
método RBS de reduccion de reglas.
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Algoritmo 2.2: RBS ( R: Conjunto de reglas)

1. Inicializar ejes Ec y Es (expresion 2.5)
2. Calcular ejes Eci, Ecs, Esi, Ess (expresion 2.6)
3. Ajustar ejes Eci, Ecs, Esi, Ess para reducir regiones (expresioén 2.8)
4. Calcular region y ‘rs’ da cada regla (expresion 2.9)
5. Calcular ACI (expresion 2.10)
6. Rr=R-{REG-0}

7. Devolver Rr

De los 6 pasos que presenta el algoritmo RBS (sin considerar el ultimo, ‘Devolver’), los
mas costosos, desde el punto de vista de la complejidad computacional, Unicamente
implican realizar unas iteraciones sobre todas las reglas del conjunto de entrada ‘R’, por
lo que puede afirmarse que se trata de un algoritmo de complejidad lineal con respecto
al tamafio de ‘R’. Notese que en ningun momento el algoritmo hace célculo alguno con
los atributos o la clase de las reglas, solamente opera con sus valores de soporte y
confianza, por lo que el numero de atributos o la cantidad de valores asociados a los
mismos no influyen en absoluto en el coste computacional, por tanto, dicho coste
vendra dado por la expresion 2.11.

O(|R|) (Expresion 2.11)

El algoritmo RBS, ha sido aplicado con exito en marcos tan diferentes como los GIS y
la Ingenieria Agronoma o la Medicina. Asi, por ejemplo, en (Zaragozi et. al 2011) RBS
fue utilizado para modelar el cambio de uso de las parcelas, atendiendo a los patrones de
uso, caracteristicas demograficas y topograficas del terreno, a partir de los voluminosos
y heterogéneos datos recogidos por un GIS.

En el &mbito agrondmico, el algoritmo RBS se ha empleado para la deteccion de las
caracteristicas hidricas mas importantes para el disefio 6ptimo de planes de riego en el
cultivo de vifiedos (Rabasa et. al 2011). En el ambito de la Medicina, el algoritmo RBS
se empled en varios sistemas de apoyo al diagnostico: en el caso de enfermedades
tiroideas (Almifiana et. al 2008), o en la deteccion temprana de cancer de mama
(Almifiana et. al 2010), entre otros.

2.2. Introduccion al problemay objetivos

El algoritmo CREA, que se presenta en esta Tesis, surge a raiz de la pretension de
disponer de un Unico método que pudiera generar, en un solo paso, un conjunto de
reglas reducido aplicando el método RBS. Como se ha observado en la figura 2.4, para
que este algoritmo pueda funcionar, necesita de un conjunto de reglas de clasificacién
que estén debidamente caracterizadas con sus valores de soporte y confianza. En la
practica, de lo que se dispone normalmente es de un conjunto de datos (no del conjunto
de reglas) que, si se quiere procesar con el método RBS, se le debe aplicar en un paso
previo algin método de generacion de reglas que, ademas, proporcione también el
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soporte y la confianza de cada una de ellas. Dado que el estandar de facto para realizar
dicha tarea es el algoritmo ID3, se opt6 por desarrollar un sistema integrado capaz de
ejecutar en un Unico proceso ambos métodos, incorporando los céalculos necesarios para
que cada regla generada lleve asociado también sus valores de soporte y confianza.

Una de las caracteristicas fundamentales del algoritmo disefiado es la incorporacion de
un indice (vector) que facilita la division del conjunto de ejemplos ‘E’ en los sucesivos
subconjuntos ‘E;’. Esta caracteristica proporciona un ahorro muy significativo de tiempo
en el repetido célculo de las ganancias de informacion que se debe realizar varias veces
en cada nodo interno (no-hoja) del arbol. Como se demostrara en la seccion 3.2, la
complejidad computacional de este algoritmo para calcular la ganancia en un nodo
viene dada por la expresion 2.12.

Ocrea( G ) = Max ( NV V2) (Expresion 2.12)

Donde ‘N’ es el nimero de ejemplos del conjunto de datos de entrada, ‘V’ es el nUmero
de valores que pueden tomar los distintos atributos, y ‘h’ es la altura del nodo en el que
se estan haciendo los calculos dentro del arbol de decision. Como puede observarse,
esta complejidad es sensiblemente menor que la calculada en (Quinlan 1986) y que se
indicd en la expresion 2.4,

O(NxC) (Repeticion de la expresion 2.4)

Tengase en cuenta que en los problemas habituales de Mineria de Datos, el nUmero de
registros, ‘N’, es siempre mucho mayor que el de los posibles valores, “V’, que puede
tomar cada atributo. Con menor complejidad, CREA genera sistemas de reglas que,
ademas, reduce y clasifica por significancia (‘rs’). Para unos mismos indices de
precision en ambos algoritmos, ésta es una diferencia fundamental respecto de ID3
cuyos sistemas de reglas obedecen al estricto orden de creacion (y posterior recorrido en
profundidad) del propio arbol. Estas mejoras en el ordenamiento automatico de las
reglas generadas y reduccion del tiempo de computo, hacen que el algoritmo CREA sea
idoneo para aplicarlo en problemas predictivos donde haya fuertes restricciones
temporales que exijan llegar a obtener sistemas de reglas de clasificacion mas
manejables por el usuario final y de la forma mas agil posible.

A raiz de lo anteriormente expuesto, se plantea la hipétesis de que para determinar la
complejidad de un sistema generador de reglas de clasificacion, no sélo debe tenerse en
cuenta el nimero de registros (‘N’) y de atributos o columnas (‘C’), sino también, el
namero de posibles valores (‘V’) que puedan adquirir dichos atributos. Se comprueba
que este parametro es determinante en el tiempo empleado en la generacion del arbol.
La experiencia computacional presentada, pone de manifiesto la capacidad de respuesta
del algoritmo CREA bajo diferentes condiciones de carga y determina su complejidad
computacional mediante una funcién definida por tramos.
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Se quiere abordar también la cuestion del disefio de una estructura de datos optimizada
en la que almacenar el conjunto de datos inicial ‘E’ que facilite las operaciones de
recorrido conteo y verificacion de los diversos valores de dicho conjunto de datos para
reducir los tiempos de procesamiento, si bien no es frecuente que en un trabajo tedrico
sobre disefio de algoritmos se llegue al nivel de como implementar las estructuras de
datos de mas bajo nivel, lo cierto es que no todas las estructuras de datos son igualmente
eficientes y, aunque en muchas ocasiones elegir una u otra no proporciona mejoras
apreciables teodricamente (al realizar el estudio de la complejidad asintotica del
algoritmo), empiricamente se comprueba que los tiempos de proceso si pueden ser muy
diferentes segun las estructuras de datos que se implementen. Por ejemplo, obsérvese la
instruccion de la expresion 2.13.

Si (var-1 = var-2) Entonces ... (Expresion 2.13)

Se trata de una instruccion elemental, disponible en cualquier lenguaje de
programacion, cuyo coste computacional, en un estudio asintético de la complejidad
temporal, se considerard constante ( ©(1) ). En la préctica, si las variables ‘var-1’ y
‘var-2’ son de tipo numérico, efectivamente la comparacion se ejecutard siempre en un
tiempo fijo (idealmente un ciclo de reloj), independientemente del valor que puedan
tener, ya que, internamente, la unidad aritmético-légica del procesador de un
computador dispone de mecanismos para hacer rapidamente cualquier operacion
elemental con valores numéricos (sumas, restas, comparaciones, etc...). En cambio, si
esas mismas variables son de tipo cadena, la operacion de comparacion podra necesitar
mas o menos tiempo dependiendo del tamarfio y contenido de dichas cadenas. En el peor
de los casos, seran necesarias tantas iteraciones como caracteres tenga la menor de
ambas, ya que la comparacion, internamente, se realizara caracter a caracter (véase la
expresion 2.14).

O( ‘Sivar-1 = var-2 Entonces ...” ) = Min ( |var-1|, |var-2|)
(Expresion 2.14)

Empiricamente, la diferencia entre las operaciones de comparar dos variables de tipo
numérico o dos de tipo cadena de caracteres es totalmente inapreciable si se ejecuta una
unica comparacion (o un grupo de ellas), pero si esa operacion se encuentra dentro de
una serie de bucles anidados que iteran muchas veces (del orden de millones de veces),
entonces si se apreciara una diferencia notable en los tiempos de proceso observados.
Segun (Wirth 1978), para elaborar programas no basta con disefiar algoritmos, sino que
es igualmente importante disefiar adecuadamente las estructuras de datos que se van a
utilizar para almacenar tanto los datos de entrada al programa como la informacion
intermedia que se ha de procesar.

Asi pues, para poder abordar soluciones reales y rigurosas a los temas planteados
previamente, esta Tesis se ha marcado los objetivos generales que se describen a
continuacion:
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Objetivo 1:
Plasmar un estado del arte con clasificacion bibliografica formal del papel que

estd desempefiando la Mineria de Datos en la resolucion de problemas
predictivos de Inteligencia de Negocios.

Como ya se ha indicado, si bien el método propuesto es de aplicacion en diversos
ambitos de estudio, en esta Tesis se va a abordar el andlisis de un caso real de
Inteligencia de Negocios con datos de recepcion de pedidos de la empresa MTNG
GLOBAL EXPERIENCE, S.L., del sector del calzado. Por tanto es preceptivo realizar
un estudio previo del estado del arte sobre la aplicacion de técnicas de Mineria de Datos
en el dominio empresarial.

Obijetivo 2:
Disefiar e implementar un procedimiento, es decir, un algoritmo con sus

correspondientes estructuras de datos, de generacion y reduccion de reglas de
clasificacion que produzca, en tiempos minimos, sistemas de reglas precisas y
ordenadas.

En el epigrafe anterior 2.2 (y subapartados 2.2.1 y 2.2.2) ha quedado patente la principal
razon de ser de este estudio: el desarrollo de un método de generacion de modelos
basados en reglas de clasificacion aptos para alimentar sistemas de apoyo a la toma de
decisiones, bajo las restricciones de tiempo y espacio que ya se han mencionado. Este
algoritmo, como ya se ha descrito, entre otras cosas, integrara el método de Quinlan
para generacion de arboles de decision con el de Rabasa para reduccion de conjuntos de
reglas de clasificacion.

Objetivo 3:
Realizar un estudio formal de la complejidad computacional del algoritmo

propuesto y verificar que el resultado del mismo es coherente con las pruebas
empiricas realizadas.

Se ha generado una serie de conjuntos de datos simulados con diferentes valores de ‘N’
(ndmero de registros), ‘C’ (nimero de columnas) y “V’ (nimero de posibles valores)
para verificar que en cada caso, bajo diferentes condiciones de carga, el tiempo de
procesamiento empirico es compatible con el analisis tedrico de la complejidad
asintética del algoritmo CREA. Adicionalmente, también se verifica dicha
compatibilidad con los datos empresariales.

Objetivo 4:
Introducir un sistema de obtencion de caracteristicas mas relevantes de entre las

disponibles (‘feature selection’) utilizando la métrica ‘ACI’ proporcionada por
el algoritmo RBS.
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Dado que la métrica ‘ACI’ permite determinar el grado de correlacion entre los
atributos antecedentes de un conjunto de reglas y la clase consecuente, para dos
conjuntos de reglas “‘Rr-i’ y ‘Rr-j” generados a partir del mismo conjunto de datos ‘E’
tal que los atributos considerados para generar dichos conjuntos han sido ‘{A-i}’ y ‘{A-
i} (con ‘{A-i}’#{A-j}’), se puede afirmar que si ‘ACI(Rr-i)” > ‘ACI(Rr-j)’, la
combinacion de atributos ‘{A-i}’ contiene las caracteristicas mas relevantes para inferir
la clase consecuente. Utilizando técnicas de fuerza bruta (cuando el numero total de
atributos disponibles es pequefio) o técnicas genéticas (cuando dicho numero es grande),
se puede obtener un método de extraccion de caracteristicas relevantes.

Objetivo 5:
Comprobar si se cumple la siguiente hipotesis: Dados dos conjuntos de datos

con igual nimero de ejemplos, si se cumple que la potencia “V©’ coincide en
ambos casos, los tiempos de ejecucion del algoritmo CREA para dichas
muestras coinciden o son muy parecidos.

Sobre el tamafio total de un problema, independientemente del nimero de registros que
tenga el conjunto de datos a procesar, existe un nimero de reglas maximo tedrico que se
podrian generar, que se calcula como el nimero total de posibles combinaciones que
pueden hacerse con los diferentes valores que toman cada una de las columnas del
conjunto de datos. Es decir, el numero méximo de reglas tedricas posible que podria
llegar a generarse es “V’, que es la clave en la generacion de reglas de clasificacion.
Este hecho sugiere que dados dos conjuntos de datos ‘E;” y ‘E,’ caracterizados por los
valores ‘Ny’, ‘Cy’y “Vi” para ‘E1” y *Ny’, ‘C,’ y “V,’ para ‘E»’, si el numero de registros
de ambos conjuntos coincide, es decir, ‘N; = Ny, si ademas se cumple que ‘V;°! =
V,“?*| cabria esperar que el tiempo de célculo sea muy similar, incluso idéntico, para
ambos conjuntos de datos. Esta hipotesis se puede expresar mas formalmente mediante
la expresion 2.15, y esta Tesis se plantea como uno de sus objetivos verificar si se
cumple o no.

Ni=N; A Vi =V,"2 & O(CREA(E,) ) =O( CREA(E,))
(Expresion 2.15)
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Capitulo 3

Algoritmo propuesto y
estudio de la complejidad
computacional

3.1. Especificacion formal del algoritmo de generacion,
reduccion y ordenacion de sistemas de reglas: CREA

En este capitulo se presenta el algoritmo CREA (‘Classification Rules Extraction
Algorithm”) para generacion, reduccién y ordenacion de reglas de clasificacion, que
combina en un dnico proceso el método ID3 de generacion de reglas de clasificacion
(Quinlan 1979) y el método RBS de reduccion y ordenacion de reglas de clasificacion
(Rabasa 2009). EIl algoritmo desarrollado no es una mera conexion en serie de dos
procesos que se ejecutan consecutivamente uno tras otro, sino que incorpora ciertas
propiedades que mejoran notablemente el rendimiento computacional del proceso
global, como se vera al final del capitulo en el epigrafe 3.3. A continuacion, en este
apartado, se aclaran una serie de conceptos generales y definiciones, y se presenta la
notacion que se va a emplear, para posteriormente explicar las principales caracteristicas
del algoritmo y el disefio de las estructuras de datos que se han utilizado en su
implementacién. Posteriormente se presentara en detalle el algoritmo CREA y se
realizara un minucioso estudio de su complejidad computacional.

3.1.1. Conceptos generales y definiciones

La entrada del algoritmo es un conjunto de ejemplos, ‘E’, formado por datos discretos
(o discretizados) con ‘C’ atributos o columnas, cada uno de los cuales puede tomar uno
de entre *V’ posibles valores, y un total de ‘N’ registros o filas (los ‘ejemplos’), tal y
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como se muestra en figura 3.1. En principio, cada columna del conjunto de datos podria
tener asociado un ndmero diferente de valores posibles, pero para simplificar la
notacion del estudio, y sin pérdida de generalidad, se va a suponer que todos los
atributos pueden tomar el mismo namero de valores, ‘V’.

- C >
A
N
A

Figura 3.1: Conjunto de datos de entrada con ‘N’ tuplas, ‘C’ atributos y ‘V’ posibles valores

En principio, cualquiera de las columnas podria ser empleada como valor de clase o
consecuente, pero en cualquier momento, y sin perjuicio del resultado final, se pueden
reordenar las columnas del conjunto ‘E’ de forma que la variable de clase quede ubicada
a la derecha del conjunto de datos de entrada. En adelante se asumira que las columnas
1 a “‘C-1’ son las que constituyen el antecedente y la columna ‘C-ésima’ sera el atributo
consecuente de las reglas a generar.

Sea ‘R’ el conjunto total de las reglas presentes (al menos una vez) en la muestra, y que
se corresponden con un determinado registro ‘i’, bajo la forma: antecedente —
consecuente, cada una de las reglas ‘r;” tendra la forma:

ri: 1= Vi1, @&=Vi2,..., dca=Vic1=® ac=Vic (Expresion 3.1)
Notese que el nimero total de reglas presentes, ‘|R|’, nunca podra ser mayor que el
numero total de registros del conjunto de datos objeto de estudio, ‘N’; ni tampoco podra

ser mayor que el namero total de combinaciones posibles que se pueden realizar con los
“V” valores cada una de las ‘C” columnas de datos (“V*), por tanto:

IR| < Min (N, V) (Expresion 3.2)

Para problemas de gran tamafio en ‘V’ y sobre todo en ‘C’, la exponencial ‘V°* supera
rdpidamente a ‘N’ y por tanto resulta que:

Rl < N < V© (Expresion 3.3)
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Aunque para valores pequefios de ‘C’ y “V’, y dado que es habitual en problemas de
Mineria de Datos, que el volumen de ejemplos a considerar (‘N”) sea muy grande, se
cumpliré:

R < V¢ < N (Expresion 3.4)
La figura 3.2 muestra el tipo de arbol generado durante el proceso de obtencion de las
reglas, donde “V’ es el numero maximo de hijos de cada nodo del arbol, y *C’, que es el
numero de atributos, también representa la altura maxima del mismo arbol, por lo que
habra ‘C+1’ niveles que se numeran desde O (nivel del nodo raiz), hasta ‘C’, nivel
méaximo de los nodos finales de R (nodos hoja).

c
v
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Figura 3.2: Esquema de expansion del Arbol de Decision

Notese que no todos los nodos de ‘R’ se expandirdn completamente hasta llegar a un
nivel ‘C’ ya que, dependiendo del conjunto de datos que se esté analizando en cada
caso, puede ocurrir que una regla alcance el consecuente en un nivel inferior a ‘C’. Por
ejemplo, dentro de ‘R’ puede haber reglas como la regla ‘r;’, vista en la expresion 3.1,
en la que todos sus atributos toman algun valor, y otras reglas como “r;’:

fj: 1= Vj1, &7Vj2, ..., aca=X = ac=Vjc (Expresion 3.5)

Notese que la regla ‘r;” (expresion 3.1) esté totalmente expandida (todos los atributos de
la regla toman algun valor), en cambio, para la regla ‘r;’ no ha sido necesario determinar
el valor del atributo ‘ac.;’ para inferir el consecuente (entiéndase que la etiqueta ‘X’
significa que dicho atributo no tiene ningun valor asignado); por tanto, ‘r;’ es una regla
de ‘R’ que no ha necesitado expandir todos sus atributos. En otras palabras, todas las
reglas de ‘R’ totalmente expandidas tendran una profundidad igual a ‘C’ dentro del
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arbol de decision de la figura 3.2, mientras que las reglas no totalmente expandidas
tendran una profundidad menor que ‘C’. Se puede considerar como un caso pesimista
(més tiempo de proceso) aquel en el que todos los nodos de ‘R’ tienen profundidad ‘C’.

Por otra parte, cada nodo del arbol va a contener un indice con los registros del conjunto
de datos con los que es compatible. Dicho indice consiste en un vector de enteros
encargado de referenciar todos los items del conjunto ‘E’ asociados con el nodo en
cuestion (ver figura 3.3).

I
I
-

174

Figura 3.3: indice de un nodo genérico referenciando items del conjunto de datos

Inicialmente, el nodo raiz, “0’, que aun no ha sido expandido por ninguno de los ‘C’
atributos posibles, es compatible con los ‘N’ ejemplos del conjunto de datos “E’, por lo
que tendra asociado un indice (vector) de tamafio ‘N’ donde cada elemento de dicho
indice referenciara a cada una de las filas del conjunto ‘E’. Segln se van expandiendo
nuevos nodos, el indice se va fragmentando para cada uno de ellos (ver figura 3.4), y en
cada caso el indice del nodo padre deja de ser necesario, por lo que el tamafio total de
todos los indices de todos los nodos del arbol, pendientes de expandir, siempre sera ‘N’
(o menor que ‘N’ si alguno de los nodos ya es un nodo final perteneciente a ‘R’). Es
preciso notar que el mantenimiento de este indice tiene una complejidad temporal lineal
y unicamente se necesita disponer de un vector de ‘N’ enteros para todo el proceso.

Considérese ahora que se va a emplear el concepto de ganancia de informacién (en
adelante ‘ganancia’) como criterio para determinar, dado un nodo, cual es el atributo
(columna) por el que se debe seguir expandiendo (véase, paso 6 del algoritmo 2.1
“TDIDT’). Para su calculo se necesita determinar cuantas filas del conjunto original de
datos son compatibles con el nodo a expandir. El citado indice agiliza dicho célculo ya
que gracias a él se conoce el numero de registros que son compatibles con un nodo en
concreto, por lo que se reduce el nimero de iteraciones. De no utilizar este indice, u otro
mecanismo similar, habria que calcular cada ganancia recorriendo siempre los ‘N’
registros del conjunto de datos (en todos los nodos). Por tanto, con este indice, tan solo
hay que recorrer en cada nodo las filas que le son compatibles. Como se puede observar
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en la figura 3.4, esa cantidad de filas se va reduciendo con la profundidad del arbol.
Suponiendo que cada vez que se expande un nodo en sus ‘V’ hijos, estos reducen en
‘1/V’ el tamafio del indice que heredan de su nodo padre, en tal caso, cada nodo tendria
un indice de tamafio ‘N/V", siendo ‘h’ el nivel del &rbol en el que se encuentra el nodo.
En cualquier caso, sea cual sea la particion que se haga cada vez que un nodo se
expande, el tamafio acumulado de todos los nodos de un mismo nivel (expansion en
anchura), serd ‘N’ (0 menor que ‘N’ si alguno de los nodos ya es nodo-hoja
perteneciente a ‘R’). La incorporacion de este indice supone una notable mejora en el
tiempo computacional de la ganancia, respecto al disefio clasico del algoritmo ID3.

indice
(Vector de ‘N’ enteros)

!
11
1.2
!
0 21
13 22
3.1
2.3 3.2
B 3.3

Figura 3.4: Arbol de Decision e indice de nodos asociado

En este caso, el algoritmo CREA incorpora el método RBS para reduccién y ordenacion
de reglas, cuyo objetivo es la clasificacion Optima de las mismas por regiones de
significancia, y que los propios autores sometieron a un riguroso analisis en (Almifiana
et al. 2012), donde la métrica propuesta, ‘rs’ (‘rule significance’), es comparada
cualitativa y cuantitativamente con las medidas mas utilizadas expuestas y evaluadas en
profundidad en (Tan et al. 2004). Por tanto, se asume que el conjunto resultante de
reglas, tras aplicar el algoritmo CREA, ya estd debidamente clasificado, en el mismo
momento en que se genera, a diferencia de lo que ocurre con otros arboles tipo ID3, que
necesitan un post-procesado ad-hoc para ello.

3.1.2. Principales caracteristicas del algoritmo CREA

CREA es un algoritmo de generacién y ordenacidon de reglas de clasificacion para datos
discretos que incorpora un conjunto de mejoras sobre otros algoritmos del mismo tipo,
que lo hacen sensiblemente mas rapido. Una primera caracteristica de este algoritmo es
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que se trata de un proceso iterativo en vez de recursivo (como suele ser habitual en este
tipo de problemas, véase algoritmo 2.2, TDIDT). Este planteamiento ya supone una
cierta ventaja, debido a que las soluciones recursivas consumen mas recursos al requerir
reservar nueva memoria para las variables del proceso que se llama a si mismo de forma
recurrente. Ademas, estas llamadas recursivas requieren mas tiempo de procesamiento
que el disefio iterativo equivalente. Aunque los algoritmos recursivos normalmente son
mas faciles de entender e implementar (suelen tener un disefio méas elegante), por
razones de eficiencia, se ha optado por un disefio e implementacion iterativos.

Otra peculiaridad del método CREA es que no construye fisicamente en memoria un
arbol de decision propiamente dicho, donde cada regla seria un recorrido desde el nodo
raiz hasta alguna de sus hojas (aunque conceptualmente dicho arbol se utilizara para
explicar detalles del algoritmo). Por el contrario, se van construyendo las reglas
iterativamente a partir del conjunto de datos de entrada y se van almacenando en una
lista de ‘nodos vivos’; seleccionado un nodo de esa lista para expandir. Sus posibles
nodos hijos copian la informacion contenida en el nodo padre e incorporan la nueva
informacién generada en la expansion. Dicha informacion consistira en un par
‘<atributo,valor>" donde ‘atributo’ serd el campo seleccionado como mejor segun el
criterio de ganancia, y ‘valor’ serd alguno de los valores que dicho atributo puede
tomar. En ese punto, el nodo padre es eliminado de la lista de ‘nodos vivos’ y los nodos
hijos, con esa nueva informacion, se insertan en ella para volver a ser expandidos en una
iteracion posterior. Cuando un nodo es expandido por Ultima vez por el atributo
consecuente, los nodos hijos resultantes ya son reglas definitivas y pasan a almacenarse
en el conjunto de reglas ‘R’.

También es una caracteristica propia del método CREA que para un mismo antecedente,
el algoritmo puede generar todas las reglas posibles (una por cada posible valor de la
variable consecuente) determinando cual de ellas es la mejor categorizacion, e incluso
permite hacer un ‘ranking’ con dichas reglas para el antecedente considerado. Notese
que para esas reglas, el valor de ‘soporte’ (probabilidad del antecedente) sera
exactamente el mismo, variando Unicamente la ‘confianza’ de cada una de ellas en
funcién del consecuente que en cada caso corresponda. Como curiosidad, comentar que
cuando estas reglas se representan graficamente en un plano ‘conf|sop’ (ver figuras 2.4
y 2.5) aparecen distribuidas en una misma linea horizontal.

Por otra parte, la principal aportacion del algoritmo CREA es que mantiene en cada
nodo de la lista de ‘nodos vivos’, un indice de forma que cada regla en construccion
apunta en todo momento a todos aquellos registros (items) del conjunto inicial de datos
compatibles con la propia regla. Como se ha explicado en el epigrafe 3.1.1, la
construccién y mantenimiento de este indice, permite optimizar sensiblemente el
calculo de la ganancia, ya que cada vez que se hace esta operacion (y se hace muchas
veces) no hay que recorrer todo el conjunto de datos inicial, sino solamente aquella
parte de los datos referenciados por el indice de la regla considerada en cada caso.
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Otra caracteristica importante del método CREA es que incorpora un mecanismo de
reduccién y clasificacion de las reglas generadas que permite eliminar las menos
importantes (estadisticamente) y clasificar las consideradas mas relevantes segin los
criterios de significancia del método RBS (Rabasa 2009) que ya se explico
detalladamente en el epigrafe 2.1.2.

3.2. Estructuras de datos

Como se introdujo en el epigrafe 2.2, las estructuras de datos subyacentes en todo
algoritmo, asi como los métodos de actualizacion y consulta que las manipulan, pueden
ser determinantes a la hora de conseguir mejoras en los tiempos de ejecucion. En esta
Tesis se ha dado especial importancia a la forma en que los datos son manipulados vy,
por tanto, a las estructuras en los que han de ser almacenados. Por un lado, se ha
disefiado una estructura ‘Columna’ para guardar los datos de los ejemplos de
entrenamiento, en la que se almacenaran los valores de cada uno de los atributos del
conjunto de datos de entrada ‘E’. Por otra parte, se ha disefiado una estructura ‘Regla’
sobre la que ir construyendo las reglas en sucesivas iteraciones, a la vez que se mantiene
el indice que hace referencia a los items del conjunto de datos de entrada que son
compatibles con la regla que en cada caso se esté considerando.

3.2.1. La estructura ‘Columna’

La estructura ‘Columna’ representa uno de los atributos del conjunto de datos de
entrada ‘E’ (véase figura 3.5). Esta estructura contiene tanto los datos como los
metadatos del atributo ‘A’ que almacena. Es decir, si el conjunto ‘E’ tiene ‘N’ items y el
atributo ‘A’ puede tomar ‘V’ valores, la estructura ‘Columna’ contendra una cadena
para guardar el nombre, ‘A’, del atributo, un vector de “V’ cadenas de caracteres para
guardar los valores posibles del atributo y un entero para guardar el dato ‘N’ (numero de
datos almacenados). Hasta aqui, toda esa informacion constituye los metadatos del
atributo.

Para almacenar los datos propiamente dichos se crea un vector de nimeros de tamafio
‘N’. En cada posicién de este vector se almacenara un valor entero que, en la practica,
representa una posicion del vector de los “‘V’ valores de los metadatos. En otras
palabras, si la posicion i-ésima del vector de datos toma el valor 1’, el valor nominal
correspondiente a dicha posicion es el que hay almacenado en la posicion ‘1’ en el
vector de ‘V’ valores de los metadatos. Se ha optado por esta forma de almacenar la
informacién porque, como se justificO en el epigrafe 2.2, las operaciones de
comparacion, que se realizan de forma intensiva en el algoritmo CREA (y en muchos
otros algoritmos de Mineria de Datos), son computacionalmente mas agiles si se
realizan con variables numéricas en lugar de cadenas de caracteres.
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Figura 3.5: Ejemplo de columna que puede tomar 5 valores posibles (V')

Vista la representacién en memoria de una columna de datos, el conjunto total ‘E’ estar
formado por un grupo de ‘C’ columnas dispuestas en un vector como el de la figura 3.6.
Se opta por trabajar con referencias (punteros) para agilizar el paso de pardmetros entre
funciones, por tanto, ese conjunto de columnas se implementa en realidad como un
vector de punteros a columnas. Esta forma de representar el conjunto de datos ‘E’ tiene
una segunda ventaja, y es que con los datos dispuestos de esta forma en memoria,
resulta sencillo crear subconjuntos de datos (por ejemplo ‘E”” 0 “‘E™"”) con un niumero de
columnas (‘C”” 0 “C”"") menor que las del conjunto de datos inicial. Este hecho permite
programar con relativa facilidad algoritmos en los que hacer mdltiples ejecuciones del
algoritmo CREA (o cualquier otro algoritmo que trabaje con matrices de datos
discretos) considerando en cada caso un subconjunto de columnas del conjunto original
‘E’. Este mecanismo resulta muy préactico para disefiar procesos, bien de fuerza bruta o
bien geneéticos, que busquen optimizar la métrica ‘ACI’ (véase método RBS en el
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epigrafe 2.1.2) para diferentes combinaciones de atributos antecedentes. También
resulta practico para, una vez cargados los datos en memoria, cambiar la columna
consecuente en diferentes ejecuciones del proceso CREA (u otro método de
clasificacion).
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Figura 3.6: Almacenamiento de datos en memoria con vectores de ‘Columnas’

3.2.2. Laestructura ‘Regla’

La estructura ‘Regla’ se emplea para construir las reglas de clasificacion. Como ya se ha
mencionado, cada estructura ‘Regla’, no solamente debe almacenar la informacion
relativa a la regla que iterativamente se va formando, sino que ademas debe disponer de
un indice que registre los ejemplos del conjunto de entrenamiento, ‘E’, que en cada
momento son compatibles con dicha regla. En el epigrafe 3.1.1 (véase figura 3.3) ya se
introdujo este hecho para justificar la mejora computacional que supone disponer de ese
indice; ahora se va a explicar con mayor detalle como se ha disefiado la estructura
‘Regla’ para su implementacion y uso dentro del algoritmo CREA. Notese que, al
tratarse de una estructura que debe funcionar de forma genérica con cualquier conjunto
de datos (independientemente del numero de filas y columnas que tenga o del nimero
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de posibles valores que pueda tomar cada atributo) todos los vectores que contiene la
estructura son vectores dinamicos, es decir, no se crean inicialmente como vectores con
un tamafio fijo, sino que al ejecutarse el proceso se determina cudnta memoria es
necesaria y se reserva en ese momento. En el algoritmo 3.1 se muestra el pseudocddigo
con el disefio de la estructura ‘Regla’ que, como puede verse, contiene informacién
diversa que puede agruparse en varias categorias.

Algoritmo 3.1: Estructura REGLA

Estructura REGLA

// INDICE PARA EL CALCULO DE LA GANANCIA

1. Entero: nindice /l Tamafio del indice

2. Vector Entero: INDICE // Identifica los registros compatibles con la regla

//REFERENCIA AL ORIGEN DE DATOS: PARTE ESTATICA Y DE SOLO LECTURA

3. Entero: N /I n° de ejemplos (filas) del origen de datos

4, Entero: C // n° de atributos (columnas) del origen de datos

5. Matriz Entero:&ANT  // Referencia a los atributos antecedentes, matriz[C-1 x N]
6. Vector Entero:&CON // Referencia al atributo consecuente, vector[N]

// INFORMACION DE LA REGLA

7. Entero: nivel /I Nivel del nodo — n° de atributos ya expandidos

8. Bool: esHoja /I ldentifica si el nodo se ha terminado de expandir

9. Vector Entero: ATR  // Contiene IDs de los atributos seleccionados

10. Vector Entero: VAL  // Contiene los valores de los atributos seleccionados

// ATRIBUTOS PARA EL METODO RBS

11. Real: conf /I Confianza de la regla

12. Real: sop I/l Soporte de la regla

13. Entero: reg I/l Regién de laregla (0, 1, 2, 3)

14. Real: rs /I Métrica ‘rule significance’ (importancia de la regla)

Fin Estructura

En la parte ‘indice para calcular la ganancia’ (algoritmo 3.1, lineas 1-2), la variable
‘INDICE’ es el vector que permitird hacer referencia a los registros del conjunto de
datos compatibles con la regla y, ‘nindice’ indicara el tamafio de dicho vector.

La categoria ‘Referencia al origen de datos’ (algoritmo 3.1, lineas 3-6) sirve para poder
acceder a los datos de entrada del algoritmo CREA. Notese que esta parte de la
estructura se declara explicitamente como ‘estatica’, eso quiere decir que inicializando
estos valores una Unica vez en la estructura ‘Regla’ al arrancar el proceso, cualquier
instancia que se haga de dicha estructura durante la ejecucion del algoritmo dispondra
automaticamente de la misma informacion para poder acceder a los datos. El caracter
‘&’ quiere expresar que la matriz ‘ANT” es una referencia (puntero) a los datos de los
atributos antecedentes, por tanto se trata de una matriz de ‘N’ filas y *C-1" columnas.
Del mismo modo ‘CON’ es una referencia al vector de datos del atributo consecuente de
tamafno ‘N’. Otra caracteristica importante de esta parte de la estructura es que es
solamente de lectura, es decir, se empleara para consultar los datos de entrada, nunca
para modificarlos. La forma de acceder a las filas del conjunto de datos que son
compatibles con una regla se hace a través de ‘ANT’ y ‘CON’ utilizando el vector
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‘INDICE’ como indireccién. En el algoritmo 3.2 se muestra un ejemplo de como hacer
uso de estos elementos para acceder a los registros deseados.

Algoritmo 3.2: Ejemplo del uso de ‘INDICE’ como indireccién para ‘ANT’ y ‘CON’

REGLA: r1 /I 'r1’ es una estructura de tipo ‘Regla’
Entero: fila, columna

Para fila = 1 Hasta rl.nindice
Para columna =1 Hastari.C- 1
Procesar_Valor_Antecedente( r1.ANT[ columna ][ INDICE[ fila]])
Fin Para
Procesas_Valor_Consecuente( r1.CON[ INDICE[ fila]])
Fin Para

©CoNOUMWNE

Notese como en las lineas 6 y 8 del algoritmo 3.2 (resaltado en rojo) se utilizan los
valores del vector ‘INDICE’ (indexados por la variable “fila’) para indexar los registros
de datos con ‘ANT’ y ‘CON’ respectivamente.

La ‘Informacion de la regla’ (algoritmo 3.1, lineas 7-10) contiene los datos de la regla
de clasificacion propiamente dicha. A medida que esta se va construyendo, los vectores
‘ATR’ y ‘VAL’ (de tamafio ‘C’) contendran los pares ‘<atributo,valor>" conforme se
calculen, ‘nivel’ determinara el nimero de atributos que ya se han expandido (se
corresponde con el nivel del arbol de decision), y ‘esHoja’ es un dato booleano que
determina cuando la regla ha terminado de expandirse. En otras palabras, cuando el
parametro ‘esHoja’ toma el valor ‘verdadero’ se entendera que la regla ya es una regla
final y por tanto, forma parte del conjunto ‘R’.

Finalmente, los “Atributos para el método RBS’ (algoritmo 3.1, lineas 11-14) se utilizan
para caracterizar la regla con los parametros del método RBS. Cuando la regla ha
expandido el ultimo atributo antecedente, la variable ‘nindice’ contiene el nimero de
items que son compatibles con ella en ese momento, por tanto, en ese punto se puede
calcular el soporte de la regla trivialmente segun la expresion 3.1.

nindice

PN

(Expresion 3.1)
De igual forma, cuando una regla ha expandido también su atributo consecuente y ya se
encuentra totalmente formada (pertenece al conjunto ‘R’), el atributo ‘nindice’ estara
actualizado con el numero de registros del conjunto de datos que coinciden con la regla.
Su confianza se calcula entonces con la expresion 3.2.

. nindice c 61 3.2
cont=— — Xpresion o.
sop N (Exp )
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3.3. Pseudocddigo

A continuacion se va a detallar el disefio del algoritmo CREA que se presenta en esta
Tesis. Primeramente se muestra el esquema general del proceso iterativo de
construccion de las reglas de clasificacion y seguidamente se especifican los calculos
necesarios para aplicar el método RBS de reduccién y ordenacion de reglas, asi como el
detalle de varias funciones a las que se llama desde el procedimiento general. El
algoritmo 3.3 muestra el pseudocddigo de dicho proceso principal (el algoritmo CREA
propiamente dicho). Se observa que en él aparecen ciertas lineas sombreadas; se han
representado con sombreado naranja los trozos de codigo correspondiente a los célculos
del método RBS que se detallan més adelante. Se han sombreado de amarillo las
Ilamadas a las funciones que se usan en el procedimiento principal y cuyo pseudocodigo
también se detalla méas adelante, en este mismo apartado.

Notese que las variables ‘r’ y ‘rAux’ que se utilizan en el algoritmo son estructuras de
tipo ‘Regla’, que incluyen toda la informacion que se especifica en el algoritmo 3.1. Por
tanto, la primera linea del algoritmo CREA (‘r « Regla vacia’), crea una estructura de
tipo ‘Regla’, ‘r’, sin ningun atributo expandido y con un indice de tamafio ‘N’
(‘nIndice=N’) que referenciara a todas las filas de los datos de entrada ‘E’. El resto de
atributos de la estructura no requieren inicializarse con ningun valor en concreto, salvo
los atributos de referencia al origen de datos (estaticos y de solo lectura) que se supone
previamente inicializados y referenciando convenientemente al origen de datos.
Inicialmente esta regla es la unica contenida en la lista ‘LNV’ (‘lista de nodos vivos’,
linea 2). La lista ‘LR’ (‘lista de Reglas’, linea 3) es también una lista para almacenar
estructuras de tipo ‘Regla’ que se usara mas adelante para guardar dichas reglas cuando
estén completamente formadas.

El bucle principal del algoritmo (lineas 5-24) itera indefinidamente hasta que la lista
‘LNV’ queda vacia. El propdsito general de este bucle es sacar nodos de ‘LNV’ (linea
6), identificar el mejor atributo, ‘Atr’, por el que expandir el nodo extraido (linea 7),
realizar dicha expansion afiadiendo el atributo ‘Atr’ elegido al nodo (linea 8), duplicar
dicho nodo una vez por cada posible valor V1’ de ‘Atr’ (bucle de las linea 9-23) y
almacenar los nodos expandidos, bien otra vez en la lista ‘LNV’ (linea 21) (si ain no
son nodos finales) o bien en la lista ‘LR’ si ya se ha expandido el atributo consecuente
(linea 13 o linea 17).

Se observa que hay dos puntos en el algoritmo CREA (lineas 11 y 15) donde se verifica
si el nodo es o no final (atributo ‘esHoja = TRUE’), ya que hay dos formas en que un
nodo puede convertirse en una regla final y hay que tratarlas de forma diferente. La
condicion 'Final-1' (linea 15) ocurre cuando todos los ejemplos apuntados por el indice
de la regla pertenecen a la misma clase; en este caso se genera una Unica regla final
cuyo consecuente sera dicha clase. La condicién 'Final-2' (linea 15) se da cuando un
nodo ya ha expandido los 'C-1' primeros atributos (el antecedente completo de la regla)
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y Unicamente queda tratar el atributo consecuente (la variable de clase); en este caso se
generan tantas reglas como posibles valores pueda tomar el consecuente, dichos valores
seran los consecuentes de las reglas generadas.

Algoritmo 3.3: CREA

Entrada:

E [C-1 x N]: Matriz de datos con ‘C-1’ columnas (atributos) y ‘N’ filas (registros)
CAtr: Atributo/Columna consecuente

Salida:

LR: Lista de reglas (reducida y ordenada segun criterio RBS)

ACI: indice de correlacion de atributos

Utiliza:

LNV: Lista de reglas (lista de nodos vivos, contiene reglas no completadas)
r, FAux: estructuras de tipo ‘Regla’

Atr, AtrAux: Entero (atributos/columna)

V1, V2: Entero (posibles valores de alguna de las columna)

INICIO

1. r < Regla vacia // inicializa la regla del nodo raiz
2. INV < r // insertar “R” en “LNV~

3. LR « Lista vacia

4. [INICIALIZACION VARIABLES RBS]

5. Mientras (LNV no Vacia) Hacer

6. r « SacarNodo (LNV) // elimina de “LNV” el nodo extraido
7. Atr ~ GetBestAtr(r)

8. r <« R'f Atr // incluye el “R” el nuevo atributo
9. Para V1 = 0 Hasta |Atr]|

10. rAux ~ GetNextRule(r, Atr, V1)

11. Si (rAux es regla Final-1) Entonces

12. V2 « Valor € CAtr : rAux es Final-1
13. LR — GetNextRule(rAux, CAtr, V2)

14. [CALCULOS-1 PARA EJES RBS]

15. Sino-Si (rAux es regla Final-2) Entonces

16. Para V2 = 0 Hasta |CAtr]|

17. LR — GetNextRule(rAux, CAtr, V2)
18. [CALCULOS-1 PARA EJES RBS]

19. Fin Para

20. Sino

21. LNV « rAux

22 . Fin Si

23. Fin Para

24 . Fin Mientras

25. [CALCULOS-2 PARA EJES RBS]

26 . Para cada r ¢ LR

27 . Determinar la regién y “rs’ de r y calcular ACI segun RBS
28. Si (Regibn de r es “REG-07) Entonces

29. Eliminar r de LR

30. Fin Si

31. Fin para
FIN
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Finalizado el bucle principal del algoritmo CREA, se dispone del conjunto completo de
reglas de clasificacion caracterizadas cada una de ellas con un valor de soporte y
confianza. En este punto se deben concretar los calculos para los ejes del método RBS
que delimitan las regiones ‘REG-0’, ‘REG-1’, ‘REG-2’ y ‘REG-3’. Definidas estas
areas, para todas las reglas generadas, se identifica la region a la que pertenece cada una
de ellas y se calcula su valor de ‘rs” (métrica ‘rule significance’) que permite crear un
ranking con dichas reglas por orden de importancia. Finalmente, queda eliminar las
reglas pertenecientes a la region ‘REG-0’ y calcular la métrica *‘ACI’ del conjunto de
reglas final, ‘LR’ (lineas 26 a 31). A continuacion se pasa a describir con mas detalle
cada una de las operaciones que han quedado resaltadas en el algoritmo 3.3 (sombreadas
en naranja y amarillo).

El algoritmo 3.4, ‘Inicializacion de variables RBS’ (se corresponde con la linea 4 del
algoritmo 3.3), establece los valores de los ejes ‘Ec’ y “ES’. Se inicializan a cero cuatro
variables de tipo entero que realizaran el recuento de las reglas finales segun se ubiquen,
bien a la izquierda o a la derecha del eje ‘Ec’, o bien por encima o por debajo del eje
‘Es’. También se inicializan a cero otras cuatro variables de tipo real que se utilizaran
para hacer los sumatorios de soporte y confianza de las reglas, dependiendo, como en el
caso anterior, de en qué lado de los ejes ‘Ec’ o0 ‘ES’ queden dichas reglas. Mas adelante
(ver algoritmo 3.6) se utilizaran estas ocho variables para determinar, calculando
promedios, los ejes que delimitan las regiones del método RBS.

Algoritmo 3.4: Inicializacion variables RBS

// Ejes iniciales del método RBS
Ec = 1.0 / |Vc]// N°© valores del consecuente
Es = 1.0 7 (IVil-1V2l-..-IVcil) /7 N° combinaciones antecedente

// Variables de tipo entero para conteo de reglas
EciCont = 0 // n°© de reglas a la izquierda de “Ec’
EcsCont = 0 // n°© de reglas a la derecha de “Ec’
EsiCont = 0 // n°© de reglas por debajo de “Es’
EssCont = 0 // n°© de reglas por encima de “Es”’

// Variables de tipo real para calcular los ejes que delimitan
// las regiones del método RBS

Eci = 0.0 // Eje “conf” inferior
Ecs = 0.0 // Eje “conf’ superior
Esi = 0.0 // Eje “sop” inferior
Ess = 0.0 // Eje “sop’ superior

El algoritmo 3.5, “‘Célculos-1 para ejes RBS’, se ejecuta cada vez que se genera una
regla final (lineas 14 y 18 del algoritmo 3.3: CREA). En ese punto, se verifica el soporte
y la confianza de la regla generada, y segln corresponda, se actualizan las variables para
los sumatorios y contadores del método RBS inicializadas en el algoritmo 3.4.
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Algoritmo 3.5: Calculos-1 para ejes RBS

// Recuento de las reglas que estan por debajo o por
// encima del eje “Es”’, y sumatorio de “conf’ y “sop’
Si (Soporte(rAux)<Es) Entonces

Esi = Esi + Soporte(rAux)

EsiCont = EsiCont + 1
Sino

Ess = Ess + Soporte(rAux)

EssCont = EssCont + 1
Fin si

// Recuento de las reglas que estan a la izquierda o a la
// derecha del eje “Ec”’, y sumatorio de “conf” y “sop”
Si (Confianza(rAux)<Ec) Entonces
Eci = Eci + Confianza(rAux)
EciCont = EciCont + 1
Sino
Ecs = Ecs + Confianza(rAux)
EcsCont = EcsCont + 1
Fin si

En el algoritmo 3.6, ‘Calculos-2 para ejes RBS’, se corresponde con la linea 25 del
algoritmo 3.3 (CREA). Ahora simplemente se calculan los ejes ‘Eci’, ‘Ecs’, ‘Esi’ y
‘Ess’ como promedio de las confianzas y soportes inferiores y superiores de las reglas
finales generadas.

Algoritmo 3.6: Calculos-2 para ejes RBS

Si EciCont > 0 Entonces// Se verifica que los contadores

Eci = Eci/EciCont // sean mayores que cero para
Sino// evitar una divisién por cero

Eci =0
Fin si

Si EcsCont > 0 Entonces
Ecs = Ecs/EcsCont
Sino
Ecs = Ec
Fin si
Si EsiCont > 0 Entonces
Esi = Esi/EsiCont
Sino

Fin si
Si EssCont > O Entonces
Ess = Ess/EssCont

Notese, que estos tres ultimos algoritmos (3.4, 3.5 y 3.6) no introducen ningun bucle o
iteracion adicional en el algoritmo principal. Se trata de operaciones secuenciales,
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integradas en el algoritmo CREA, bien al principio (algoritmo 3.4), o bien dentro del
bucle principal (algoritmos 3.5 y 3.6). Por lo tanto, desde un punto de vista asintético,
no afectan a la complejidad computacional del proceso.

Para terminar con las operaciones relativas al método RBS, solamente queda identificar
la region a la que pertenece cada regla final contenida en la lista ‘LR’, asi como su valor
de ‘rs’. Clasificadas las reglas por regiones, se recalculan los ejes “Eci’, ‘Ecs’, ‘Esi’ y
‘Ess’, y se calcula la métrica ‘ACI’. Estas operaciones son las descritas en el algoritmo
3.7.

Algoritmo 3.7: Determinar regiones, significancia de cada regla y ACI segin RBS

numReglasTotal = |LR] //LR: Lista de Reglas finales

confMax
confMin =
sopMax
sopMin

|
= OPFr O

Para cada r ¢ LR
Segun método RBS:
- ldentificar regioén de r: REG-0, REG-1, REG-2 o REG-3
- Calcular la métrica “rs’ de r segun region

Si (r € REG-0) Entonces
Eliminar r de LR

Fin si

=<

Si (r € REG-1 confMax < r.conf) Entonces
confMax = r.conf

Fin si

Si (r € REG-2 Y confMin > r.conf) Entonces
confMin = r.conf

Fin si

Si (r € REG-3 Y sopMax < r.sop) Entonces
sopMax = r.sop

Fin si
Si (r € {REG-1 LPIREGsopMin > r.sop) Entonces
sopMin = r.sop
Fin si
Eci = confMax
Ecs = confMin
Esi = sopMax
Ess = sopMin
Fin Para

ACI = (JREG-1]+]|REG-2]+|REG-3])/ numReglasTotal /
(Area(REG-1)+Area(REG-2)+Area(REG-3))
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En esta ocasion, el algoritmo 3.7 si es otro bucle, pero se encuentra fuera del bucle
principal de CREA por lo que su coste computacional se sumaria al coste
computacional de dicho bucle principal. Desde la perspectiva del calculo asintético de
la complejidad, el coste computacional de este segundo bucle sera despreciable frente al
primero, ya que este segundo bucle es lineal con respecto al nimero de reglas
generadas, ‘|R|’. Es decir, tendra un peso mucho menor que el bucle principal.

La funcion ‘GetBestAtr’ (algoritmo 3.8, llamada en la linea 7 del algoritmo 3.3)
identifica, para una regla no final dada, el atributo que maximiza la ganancia de
informacién de entre los que aun estan pendientes de ser expandidos. Por tanto, esta
estableciendo el atributo por el que se debera seguir expandiendo la regla considerada.
Esta funcion, a su vez, llama a la funcién ‘Gain’ cuyo funcionamiento se describe en el
algoritmo 3.9.

Algoritmo 3.8: Funcion GetBestAtr (obtener mejor atributo)

Entrada:
r: Regla no final

Salida:
bestAtr: mejor atributo para expandir la regla r

Usa:
atr: entero (atributo de la regla)
gain: real (ganancia de informacion)
bestGain: real (ganancia de informacion)
INICIO
1. Si (r.nivel 2 r.C-2) Entonces
2. Devolver [el Unico “atr’ que queda por expandir]
3. Fin si
4.

5. bestAtr = -1
6. bestGain = -«

7.

8. Para atr = 0 Hasta C-1.

9. Si (atr no ha sido seleccionado previamente) Entonces
10. gain = Gain(r, atr)

11. Si (gain > bestGain) Entonces

12. bestGain = gain

13. bestAtr = atr

14. Fin si

15. Fin si

16. Fin para
17. Devolver bestAtr
FIN

Notese, que en la primera linea de ‘GetBestAtr’ se verifica si el nivel actual de la regla
es igual (o mayor) que el nimero total de atributos menos 2 (‘C-2’). Es decir, se
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comprueba si la regla ha llegado a su nivel antepenultimo. En tal caso no es necesario
calcular la ganancia, ya que en ese nivel queda un unico atributo por ser expandido, por
lo que no se hace necesario determinar si hay otro mejor (pues no hay otro candidato
disponible).

El célculo de la ganancia viene dado por la funcion “Gain’ descrita en el algoritmo 3.9.
Es conveniente tener presentes las expresiones 2.1y 2.2 que definen dicho calculo y que
se introdujeron en el epigrafe 2.1.1.

I(E) = —Xi_1pilog.(p;) (Repeticion expresion 2.1)
G(A) = I(E) — Xi_p(E) I(E;) (Repeticion expresion 2.2)

Para el calculo de las probabilidades y los sumatorios de las expresiones 2.1y 2.2 se
necesita una serie de contadores que son inicializados en las lineas 1-6 del algoritmo
3.9. En las lineas 7-13 se hace el recuento de los valores que toma el atributo
considerado ‘atr’, para el cual se esta calculando la ganancia (vector ‘contadorVA’); asi
como los valores que toma el atributo consecuente ‘CAtr’ globalmente (vector
‘contadorVC’), y desglosados por valores del antecedente (matriz ‘contadorVC2’). El
bucle de las lineas 15-20 realiza el sumatorio que calcula el primer término de la
ganancia (‘I1(E)’, ver expresion 2.1). Finalmente, el bucle de las lineas 21-30 completa el
calculo afiadiendo el sumatorio de los términos “I(E;)’ (ver expresion 2.2).

Algoritmo 3.9:Funcion Gain (ganancia de informacion)

Entrada:
r: Regla no final
atr: Entero (atributo considerado para calcular su ganancia de informacion)
E [C-1 x N]: Matriz Entero (datos con ‘C-1’ columnas y ‘N’ filas)
CAtr: Entero (atributo consecuente)

Salida:
gain: Real (ganancia de informacion)

Usa:
VALtr: entero (valor del atributo ‘atr’ del antecedente)
VCALtr: entero (valor del atributo/columna consecuente ‘CAtr’)
contVA[ |atr| ]: Vector Entero (conteo de valores de ‘atr’)
contVCJ |CAtr| ]: Vector Entero (conteo de valores de ‘CAtr)
contVC2: Array [ |atr| x |CAtr| ] : Matriz Entero (conteo de valores de ‘CAtr’)
pr: real (auxiliar para calculo de probabilidad)
ent: real (auxiliares para célculo de entropia)

( Sigue =)
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Algoritmo 3.9:Funcion Gain (ganancia de informacion) (Continuacion)
INICIO
1. Para i=0 Hasta |CAtr]| // INICIALIZAR CONTADORES
2. contVA[i] = contVC[i] = O
3. Para j=0 Hasta |atr]|
4. contV[i][j] =0
5. Fin para
6. Fin para
7. Para i=0 Hasta r.nlndice // CONTEO DE VALORES
8. VAtr = E[atr][ r-INDICE[i] 1]
9. VCAtr = CAtr[ r.INDICE[i] ]
10. contVA [ VAtr ] = contVA [ VAtr ] + 1
11. contVC [ VCAtr ] = contCC [ VCAtr ] + 1
12. contVC2[ VAtr ][VCAtr] = contVC2[ VAtr ][VCAtr] + 1
13. Fin para
14. gain = 0
15. Para i=0 Hasta |CAtr| // Calculo 1° ganancia: expresion 2.1
16. Si (contVC[i]>0) Entonces// se considera que: 0*log(0) =0
17. pr = contVC[i] / r.niIndice
18. gain = gain - ( pr * log2(pr) )
19. Fin si
20. Fin para
21. Para j=0 Hasta |atr]| // Calculo 2° ganancia: expresion 2.2
22 . ent = 0
23. Para i=0 Hasta |CAtr|
24 . Si (contV[j][i] > 0) Entonces// 0*log(0) =0
25. pr = contV[j][i]/contVA[j]
26 . ent = ent - ( pr /7 log2(pr) )
27 . Fin si
28. Fin para
29. gain = gain - ( ent * contVA[j] 7/ r.nilndice )
30. Fin para
31. Devolver gain
FIN

Por ultimo, la funcion ‘GetNextRule’ (lineas 10, 13 y 17 del algoritmo 3.3), se encarga
de expandir las reglas que se van extrayendo de la ‘lista de nodos vivos’, actualizando el
indice que apunta al subconjunto de ejemplos compatibles con la regla de que se trate en
cada caso (ver algoritmo 3.10). En esta funcion, primero se calcula el tamafio que
deberé tener el nuevo indice de la regla expandida ‘r2’ (lineas 2-6), se reserva memoria
para dicho indice (lineas 8 y 9), y se actualiza con los datos correspondientes de la regla
‘r’ original cuyos valores para el atributo de entrada, ‘atr’, coinciden con el valor ‘val’
para ese atributo (lineas 10-18). Se aprovecha ese mismo bucle para determinar si el
atributo consecuente de los items de ‘r2’ toma el mismo valor en todos los casos
(necesario para saber si la regla ya es final segun la condicion ‘Final-1" que se describid
en el algoritmo 3.3, linea 11). Una vez actualizado el indice de la nueva regla ‘r2’, se
copian en ella los valores que tenia la regla original ‘r’ (lineas 19-22), se actualiza la
nueva regla con su nuevo nivel y con el nuevo atributo considerado y su valor (lineas
23-25).
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Algoritmo 3.10: funcién GetNextRule (obtener siguiente regla)

Entrada:

r: Regla no final

atr: Atributo por el que expandir la regla

val: Valor asignado al atributo ‘atr’

E [C x N]: Matriz de datos con ‘C’ columnas (atributos) y ‘N’ filas (registros)
Salida:

r2: Regla expandida

Usa:
cont: entero (contador)
i, j: entero (indice)
mismoV: Booleano (determinar si los valores del consecuente son iguales)
VC1: entero (valor del consecuente para la primera regla indexada)
INICIO
1. cont = 0, j = 0, mismoV = TRUE
2. Para 1 = 0 Hasta r.nlndice
3. Si (E[atr][ r-INDICE[i] ] = val) Entonces
4. cont = cont + 1
5. Si (cont=1) Entonces VC1 = E[ C ][ r-INDICE[i] ]
6. Fin si
7. Fin para
8. r2.INDICE ~ Vector de tamafio “cont” // reservar memoria
9. r2_nlndice = cont
10. Para i = Hasta r.nlIndice
11. Si (E[atr][ r-INDICE[i] ] = val) Entonces
12. r2.INDICE[j] = r.INDICE[i]
13. SI(E[C][r2.INDICE[j]] # VC1) Entonces
14. mismoV = FALSO
15. Fin si
16. j=j+1
17. Fin si
18. Fin para
19. Para i = 0 Hasta r.nivel
20. r2_ATR[i] = r.ATR[i]
21. r2_VAL[i] = r.VAL[i]
22 . Fin para
23. r2_nivel = r._nivel + 1

24 . r2_ATR[ r2.nivel ] = atr
25. r2_.VAL[ r2.nivel ] = val
26 . Si (r2.esHoja) Entonces

27 . r2.conf = r2.nIndex / (r2.sop * N)

28. Sino - Si (mismoV O r2.nivel = C-1) Entonces
29. r2_esHoja = TRUE

30. r2.sop = r2.nlndex / N

31. Si (mismoV) Entonces

32. r2.conf = 1 // confianza del 100%
33. Fin si

34. Fin si

35. Devolver r2

FIN
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Si el nodo ya es un ‘nodo hoja’ (‘esHoja = TRUE?’), es decir, si se identificé como hoja
en una iteracion anterior, solamente queda calcular su confianza segun la expresion 3.2
(lineas 27-28). Si la regla no es ‘nodo hoja’ aun (esto es, no fue caracterizada como tal
en una iteracion anterior), hay que comprobar si en este punto debe pasar a ser marcada
como ‘nodo hoja’. En caso de que el indice del nodo apunte a items, todos ellos con
idéntico valor para el atributo consecuente (‘mismoV = TRUE’), o si ya se ha
expandido el altimo atributo antecedente (‘nivel = C-1"), se caracteriza el nodo como
‘nodo hoja’ y se calcula su soporte segun la expresion 3.1 (lineas 30 y 31). Si ademas,
se da la condicion de que todos los items apuntados con el indice tienen el mismo valor,
entonces también se puede determinar que la confianza de la regla es 1.0 (lineas 32-34).

Recuérdese la condicion denominada ‘Final-1’ de la funcion CREA (algoritmo 3.3,
linea 11) para identificar un nodo hoja cuyo indice apunta a ejemplos del conjunto de
datos con idéntico consecuente. Dado que la funcion ‘GetNextRule’ devuelve la regla
expandida ‘r2’, para identificar en la funcion CREA si la regla es final, se verificara si
se cumple la condicion ‘r2.esHoja = TRUE’. Adicionalmente, la regla ‘r2’ cumplira la
condicion ‘Final-1’ si ademas tiene una confianza del cien por cien (‘r2.conf =1").

3.4. Complejidad computacional

Como ya se indico al principio de este capitulo, en el epigrafe 3.1.1, para el estudio
teorico de la complejidad computacional del método CREA, se va a suponer que todas
las columnas del conjunto de datos de ejemplo ‘E’ toman el mismo numero de valores
‘V’. Esta asuncion permite simplificar la notacion y sistematizar mejor el estudio. En un
caso hipotético (mas realista) en el que hubiera diferentes valores de ‘V’ para cada
columna del conjunto ‘E’, tal que ‘Vmax’ y ‘Vmin’ sean las cantidades de valores
méaxima y minima que toman los atributos de ‘E’, los resultados de los estudios tedricos
para ‘V=Vmax’ y ‘V=Vmin’ seran, respectivamente, cotas superior e inferior de la
complejidad del caso hipotético planteado. También se va a asumir que cada vez que un
nodo se expande, sus “V’ nodos hijos se reparten equitativamente los ejemplos que les
son compatibles. En otras palabras, si el indice del nodo padre tiene tamafio ‘n’, los
indices de los nodos hijos tendrén tamafio ‘n/V’, por tanto, en el nivel ‘h’ del &rbol, el
nimero de ejemplos para un nodo dado sera ‘N/V™. Como se justifica mas adelante,
esta suposicion no afectard al calculo global de la complejidad computacional.

Primeramente, se va a abordar el estudio de la funcion para el calculo de la ganancia de
informacién (‘Gain’) descrita en el algoritmo 3.8, que presenta 4 bucles principales
consecutivos, algunos con otro bucle anidado. Asintoticamente, el coste computacional
de esta funcion estard determinado por el mas complejo de dichos bucles. Del anélisis
de estos bucles se desprende que esta funcion depende fundamentalmente del nimero de
filas a recorrer ‘“N/V™ (‘nindex’) y del producto ‘|CAtr| x |atr|", es decir, de “V?** (ya que
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se asumié que ‘|CAtr|” = “|atr]” = “V’). De lo anterior se desprende que la complejidad
asintotica de esta funcion es la indicada en la expresion 3.3.

O(Gain) = Max(N/V" , V%) (Expresion 3.3)

Expresada como funcion por partes, en la expresion 3.4.
: NV & NV Vie N > V™ ”
O(Gain) = <||: V2 o NV < Vies N < V2 (Expresion 3.4)

En un problema habitual de Mineria de Datos, el nimero de ejemplos a considerar (*‘N’)
suele ser bastante mayor que “V?’. De este hecho y de las expresiones anteriores se
desprende que para el nodo raiz y los nodos pertenecientes a los primeros niveles del
arbol, la complejidad computacional de la ganancia vendra dada por ‘©(Gain)=N/V"",
mientras que para los nodos de los niveles medios y bajos del arbol la complejidad sera
‘O(Gain)=V?>.

Para ilustrar este hecho considérese el siguiente ejemplo: Sea ‘E’ un conjunto de datos
con 2 millones de registros (‘N’), 30 columnas (‘C’) y 5 valores por columna (*V’); la
complejidad de la ganancia en cada nivel del arbol es la siguiente:

e Nivel 00: ©(Gain)= N/NV° = 2x10°

e Nivel 01: ©(Gain)= N/NV' = 4x10°

e Nivel 02: ©(Gain)= N/NV? = 8x10°

e Nivel 03: ©(Gain)= N/V® = 16 x10°

e Nivel 04: ©(Gain)= N/V* = 32x10°

e Nivel 05: ©(Gain) = N/V° =640

e Nivel 06: ©(Gain)= N/V°® =128

e Nivel 07: ©(Gain)= N/V' = 25,6 (~ V) = (punto de estabilizacion)

e Nivel 08: ©(Gain)= V? = 25
Nivel 19: ©(Gain)=  V? = 25
Nivel 30: ©(Gain)= V? = 25

A lo largo del resto del estudio, se denotara como ‘O(Gy)’ la complejidad de la ganancia
en un nodo de nivel ‘h’ en el arbol.

La ganancia debe calcularse varias veces en cada nodo (funcion ‘GetBestAtr’, algoritmo
3.8), una por cada posible atributo por el que se podria expandir dicho nodo. En el nivel
0 (nodo raiz) los atributos candidatos son ‘C-1" (la columna ‘C-ésima’ seria la columna
consecuente que no es considerada a efectos de expansion de un nodo hasta el final,
para determinar las reglas de ‘R’). Por tanto, la complejidad en el nivel 0 sera ‘(C-1) x
O(Gop)’. En el segundo nivel hay “V’ nodos en los que la ganancia se calcula ‘C-2’
veces, es decir ‘V x (C-2) x ©(Gy)’. En general, la complejidad en cada nivel del arbol
puede ser expresada de la siguiente manera:
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e O(nivel 0) = (C-1) x ©O(Gyp)
e O(nivell) = V x(C-2) x O(Gy)
e O(nivel2) = V> x(C-3) x O(Gy)
e O(nivel3) = V¥ x(C-4) x O(Gs)

. 6('nivel hy = V' x(C-h-1) x O(Gh)

Notese que las expresiones anteriores se derivan del hecho de haber asumido que el
nGmero de registros compatibles de un nodo viene dado por la divisién ‘N/V". En la
practica no suele ser asi, ya que dependera en cada caso de los datos de entrada. En
realidad, el coste computacional real del calculo de la ganancia para un nodo dado
podria variar con respecto al que se esta considerado tedricamente, pero ocurre que,
globalmente, para todos los nodos de un mismo nivel del arbol, las iteraciones
necesarias para calcular la ganancia son siempre proporcionales a ‘N’ (en un caso
pesimista, ya que algin nodo puede haberse convertido en regla final antes del nivel
‘C’). Si denotamos por ‘O(Gu(i))’ el coste computacional de procesar la ganancia del
nodo “i-ésimo’ del nivel *h’, se cumplira que:

O(Gh(1)) + ... + O(GL(V") = V"x O(Gy) (Expresion 3.5)

Es decir, en el caso pesimista, la suma de los costes reales de procesar todos los nodos
de un nivel se aproximara mucho al valor tedrico que se ha calculado asumiendo que el
niimero de items compatibles con cada nodo es ‘N/V™.

El nivel maximo del arbol esta determinado por el nimero de columnas, el nivel ‘C’ es
el de los nodos finales, cada uno de los cuales es una regla de ‘R’. En ese nivel no hay
que expandir més el arbol. En el nivel ‘C-1’ ya est4 expandido el ultimo atributo del
antecedente de la regla, y nada mas queda generar una regla por cada posible
consecuente. Por ello tampoco procede calcular la ganancia. Tampoco es necesario este
calculo en el nivel ‘C-2” porque esos nodos tienen pendiente de expandir un unico
atributo del antecedente, es decir, al haber s6lo una opcién no hay que determinar cual
es la mejor (no hay varias alternativas). En consecuencia, el calculo de la ganancia debe
hacerse en todos los nodos de los niveles 0 a “‘C-3°, por lo que la complejidad del
algoritmo CREA queda como indica la expresion 3.6:

O(CREA) =Y 2V x (C—h—-1)x0(Gy,)  (Expresion 3.6)
Donde ‘V" es el nimero maximo de nodos que puede haber en el nivel ‘h’ del arbol.
Ahora bien, teniendo en cuenta que esa cantidad de nodos esta acotada superiormente

por la expresion 3.2.

IRl < Min (N, V°) (Repeticion expresion 3.2)
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Por otra parte, en un determinado nivel ‘h’ no puede haber mas nodos que en el *C-
ésimo’ nivel de los nodos finales (reglas), ‘|R|’, ni puede haber mas reglas que ejemplos,
“‘N’, o posibles combinaciones de los diferentes valores de los atributos, ‘V*, por tanto:

V" < Rl < Min(N, V° (Expresién 3.7)

Por lo que al calcular esta complejidad, para aquellos valores de ‘h’ para los que ‘V">
N’, habria que sustituir ‘vV"™ por ‘N’. De esta condicién y de la formula para la
complejidad de la ganancia ‘O(Gy)’ (expresion 3.6 ) resulta la siguiente expresion para
el célculo de la complejidad:

S N X (C-h-1) x V2 e N<V©
O(CREA) = > V' x (C-h-1) x V2 & VE<N<V®  (Expresion 3.8)
Sh VX (C-h-1) x NV" & N> V&2

De donde se concluye que la complejidad temporal del algoritmo CREA definida por
intervalos es:

NxV2x¥h(C-h-1) & N<V©
O(CREA) = Yh V™2 x (C-h-1) & VE<N<V (Expresion 3.9)
N x ¥ (C-h-1) & N>V

Segun proponen los autores Gilles Brassard y Paul Bratley (Brassard and Bratley 2000),
el estudio de la complejidad temporal de un algoritmo debe abordarse desde un punto de
vista asintético y asi se ha considerado en todo el analisis realizado en este epigrafe. A
partir de la expresion 3.9, es posible obtener otra mas simplificada pero igualmente
coherente con el planteamiento asintotico del analisis.

En primer lugar debe tenerse en cuenta que el subindice ‘h’ que aparece en los
sumatorios de la expresion 3.9 (>y’) varia entre 0 y ‘C-3’ (véase expresion 3.6), por
tanto, atendiendo a la expresidn para calcular sumas de series aritméticas, se tiene que:

c?i-c-2

2n(C-h-1) =

(Expresion 3.10)

Notese que ahora, en los tramos primero y tercero de la expresion 3.9, puede sustituirse
todo el sumatorio por ‘C%, asintéticamente, el término mas influyente de la expresion
3.10. Por otra parte, el segundo tramo de la expresion 3.9 consiste en un sumatorio de
exponenciales:
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Th V"2 X (C-h-1) = (C-1)-V2 + (C-2)- V3 + ... + 2.VE! (Expresion 3.11)

Desde un punto de vista asintético, el término més influyente de este sumatorio es el
Gltimo “V™. Con estas consideraciones, la expresion 3.9 se puede reformular,
finalmente, del siguiente modo:

CVxC’xN o N<V©

O(CREA) = < \/C1 o V<N < Ve (Expresion 3.12)

L C*x N & N>V

Notese que en un problema real de Mineria de Datos, lo habitual es que ‘N’ sea mucho
mayor que ‘C** y que “V?’, por lo que se puede concluir que el coste computacional del
algoritmo CREA queda definido en tres tramos, en el primero de ellos la complejidad
sera lineal con respecto a ‘N’ y con pendiente ‘C* - V. En el segundo tramo la
complejidad es exponencial de orden V", Y en el tercer tramo vuelve a ser lineal con
pendiente ‘C*’, menor que en el primer tramo.

Finalmente, queda puntualizar que para el calculo asintotico de la complejidad se ha
obviado el coste computacional que tiene la funcién *‘GetNextRule’ (algoritmo 3.10). El
coste de esta funcién es proporcional al nimero de items de un nodo (atributo ‘nindex’
de la estructura ‘Regla’) y con respecto al nivel en que se encuentre la regla. A medida
que el nodo se va expandiendo, su valor para el atributo ‘nindex’ es cada vez mas
pequefio, mientras que el nivel sera cada vez mayor, por lo que se cumplira que:

O( GetNextRule(r) ) ~ MAX (r.nIndex , r.nivel) (Expresion 3.13)
En cualquier caso se trata de un coste lineal que, en comparacion del coste de procesar

la ganancia, es despreciable y por ello no afecta al calculo global de la complejidad del
método.
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Capitulo 4
Descripcion de los conjuntos
de datos utilizados

4.1. Vision general sobre los datos

Para probar de manera rigurosa el método propuesto en la Tesis, se han realizado dos
tipos diferentes de estudios. EI primero de ellos estd basado en la utilizacion de varios
conjuntos de datos simulados, con diferentes cantidades de registros (diferentes valores
de ‘N’), diferentes nimero de columnas (diferentes valores de ‘C’) y diferentes
cantidades de posibles valores que podria tomar cada variable (diferentes valores de
‘V’). El objetivo que se persigue con este primer andlisis es obtener los tiempos de
procesamiento del algoritmo propuesto en la Tesis bajo diferentes condiciones de carga
y comprobar que, en todos los casos, dichos tiempos son coherentes con el estudio
tedrico de la complejidad temporal realizado en el capitulo anterior.

Para el segundo estudio se ha utilizado un conjunto de datos obtenidos a partir del
registro de las transacciones de una organizacién empresarial real. ElI proveedor de
dichos datos ha sido la empresa MTNG GLOBAL EXPERIENCE, S.L., mas conocida
por uno de sus nombres comerciales: “MUSTANG’. Esta empresa se dedica al disefio,
fabricacion y venta de calzado. Con este segundo estudio se pretende confirmar la
validez de los sistemas de reglas proporcionados por el método desde un punto de vista
practico para la empresa, sobre todo desde la perspectiva de que los sistemas de reglas
proporcionados sean coherentes con el conocimiento del negocio y también desde el
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prisma del valor estratégico afiadido derivado de la incorporacion de este tipo de
modelos predictivos al proceso de toma de decisiones empresariales.

En este capitulo, se van a presentar los detalles de los conjuntos de datos empleados
para las pruebas del algoritmo. En primer lugar se abordara el proceso de generacion de
los datos simulados y en segundo lugar, se comentara el origen y preprocesamiento de
los datos reales provistos por la empresa MUSTANG.

4.2. Conjuntos de datos simulados

Las muestras de datos simulados se presentan como varias estructuras en forma de tabla
de datos donde las filas representan los ejemplos del conjunto de entrenamiento
(también Illamados items o registros), y las columnas representan las variables o
atributos que caracterizan dichos ejemplos, es decir, contienen los valores que toman las
variables de los distintos ejemplos. A continuacion se describe formalmente la
construccidn de estos conjuntos de datos, a partir de las siguientes definiciones:

e Sea el conjunto de datos “‘E’ que contiene ‘N’ ejemplos (tamafio de la muestra) y
‘C’ variables (columnas).

e Sea ‘A lavariable ‘i-ésima’ del conjunto ‘E’, coni=1, 2, ..., C.

e Se divide el conjunto de variables en dos subconjuntos ‘E;” y ‘E,’ de tamafios
‘Cly ‘Cy, tal que C=Cy + Cs.

e Sea ‘ay’ el valor que toma la variable ‘i’ en el ejemplo ‘j’.

e Sea ‘V’ el nimero de los posibles valores (distintos) que puede tomar cada una
de las variables *A;’.

e Sea ‘X’ el vector que contiene todas las variables del conjunto ‘E;’, tal que
X=(A1, Az, ..., Ac1). El nimero de posibles valores que puede tomar el vector
“X” viene dado por ‘V* (se simplifica la notacién definiendo ‘Q’ <> Q = V).

e Sea ‘Xi’, ‘X2’, ..., ‘Xg’ los “V°!* valores que puede tomar el vector “X’.

Los valores para las variables ‘A;’, ‘A’, ..., ‘Aci’, del conjunto ‘E;’, se simulan
conjuntamente. Para ello se generan ‘N’ instancias del vector ‘X’ siguiendo los
siguientes pasos:

1. Generar un vector de probabilidades ‘p’, definido como p = (p1, p2, ..., pg)
verificando que V k e{1, 2, ..., Q} secumple que pk>0y Dk px =1

2. Generar un vector multinomial ‘n’, definido como n = (ny, ny, ..., Ng) ~
Multinom(N , p) verificando que Yk nk =N
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3. Generar sucesivamente ‘n;’ valores ‘x;’, ‘ny’” valores ‘x2’, ..., ‘ng’ valores ‘Xq’ y
asignarlos a las filas de la muestra, de modo que se rellenen, para las ‘N’ filas de
la muestra ‘E’, los datos de las “‘C;’ primeras columnas.

Los valores para las variables ‘Aci+1’, ‘Aci+2’, ..., “Ac’, del conjunto ‘E,’, se simulan
independientemente. Vie {C;+1, C1+2, ..., C} realizar los siguientes pasos:

1. Extraer una muestra con reemplazamiento, probabilidades iguales y tamafio ‘N’
del conjunto de los “V’ valores distintos que puede tomar la variable ‘Ay’

2. Asignar sucesivamente los valores obtenidos a la columna ‘i’ de la muestra,
construyéndose la columna “i-ésima’ conteniendo los valores (aj1, aiz, ain)

Notese que las columnas del subconjunto ‘E;” (‘A:’, ‘A2’, ..., ‘Aci’) se simulan
utilizando una distribucion de probabilidad preestablecida, ‘p’, en el propio proceso de
generacion de valores, mientras que para simular las columnas del subconjunto ‘E;’
(‘Aci+1’, ‘Aci+2’, ..., “Ac’) se ha optado por un proceso aleatorio de generacion de
valores. La finalidad de este sistema es, por un lado, tener unos atributos en el conjunto
de datos que sigan una cierta correlacion, para luego poder verificar que los valores de
soporte y confianza de las reglas generadas son coherentes con dichas probabilidades.
Por otra parte, se tiene un conjunto de variables con una distribucion aleatoria que
fuerza a la generacion de un namero alto de reglas distintas para conseguir un arbol de
decision mas extenso y, por tanto, computacionalmente mas costoso de generar, €s
decir, se busca que el conjunto de reglas finales (‘R’), antes de ser reducido, contenga
un alto namero de reglas. Asi se esta forzando que los datos simulados se correspondan
con un caso pesimista. Por esta razon el conjunto “E;’ de variables correlacionadas va a
ser siempre pequefio, de dos columnas solamente en todos los casos (C; = 2), siendo
siempre una de ellas la columna consecuente.

Finalmente, se han generado 450 conjuntos de datos para diferentes valores de ‘N’, ‘C’
y ‘V’ utilizando el método descrito, concretamente, para los siguientes 10 valores de
EN1:

N e {2x10°, 4x10°, 6x10°, 8x10°, 10x10°, 12x10°, 14x10°, 16x10°, 18x10°, 20x10°}
(Expresion 4.1)

Para 5 valores de ‘C’:
Ce{24,8,16,32} (Expresion 4.2)
Y para 9 valores de “V’:

Ve {2 3,46 8,10, 12, 14, 16} (Expresion 4.3)
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Para generar los ficheros de datos segun el método descrito se desarrollaron unos
sencillos scripts en lenguaje R. El algoritmo 4.1 muestra un ejemplo de uno de esos
scripts para N=200000, C={2, 4, 8} y V=4.

Algoritmo 4.1: Script en R para generacion de datos simulados

# Definicidon de atributos y sus posibles valores

01. A0l <- factor(c(i,2,3,4), labels=c("al_1","al 2","al 3","al _4'"))
02. A02 <- factor(c(1,2,3,4), labels=c("a2_1","a2_2","a2 _3","a2_4"))
03. AO03 <- factor(c(1,2,3,4), labels=c("a3_1","a3 _2","a3 3","a3_4"))
04. A04 <- factor(c(i,2,3,4), labels=c("a4_1","ad4 2" ,"a4 3","ad_4"))
05. AO05 <- factor(c(1,2,3,4), labels=c("a5_1","a5 2","a5 3","a5 4'"))
06. A06 <- factor(c(i,2,3,4), labels=c("a6_1","a6 _2'","a6 3" ,"a6_4'"))
07. AQ07 <- factor(c(1,2,3,4), labels=c("a7_1","a7_2","a7_3","a7_4"))
08. A08 <- factor(c(1,2,3,4), labels=c('CL_1","CL_2","CL_3","CL_4"))

# Generacion de las columnas dependientes
09. dat <- expand.grid(A07, A08)

10. set.seed(l)

11. p <- c(7344, ...)

12. N <- 200000

13. repet <- rmultinom(l, N, p)

14. cumrep <- cumsum(repet)

15. cumrep <- c(0,cumrep)

16. E <- dat[1,]

17. k <- 1

18. for( in l:nrow(dat)) {

19. print(repet[j])

20. if(repet[j]!=0) {

21. for(i in 1l:repet[j]) {
22. E[k,] <- dat[j.]
23. k <- k+1

24 . }

25. }

26. }

# Generacion de las columnas independientes

27. A 01 <- sample(AO01, N, replace = TRUE)
28. A 02 <- sample(A02, N, replace = TRUE)
29. A 03 <- sample(A03, N, replace = TRUE)
30. A 04 <- sample(A04, N, replace = TRUE)
31. A 05 <- sample(A05, N, replace = TRUE)
32. A 06 <- sample(A06, N, replace = TRUE)

# Generacion de los ficheros de datos

33. write.table(E,file="EOl.txt",row.names=FALSE,sep="\t",quote=FALSE)
34. E <- cbind(A 06, E)

35. E <- cbind(A _05, E)

36. write.table(E,file="E02.txt",row.names=FALSE,sep="\t",quote=FALSE)
37. E <- cbind(A_04, E)

38. E <- cbind(A 03, E)

39. E <- cbind(A 02, E)

40. E <- cbind(A 01, E)

41. write._table(E,file="EO03.txt",row.names=FALSE,sep=""\t",quote=FALSE)
42_. rm(list=1s(all=TRUE))

Segun se desprende del algoritmo de ejemplo 4.1, se generan tres ficheros de datos,
‘EO0L.txt’, ‘EO02.txt” y ‘E03.txt” de 2, 4 y 8 columnas respectivamente. Esas columnas
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(‘A01’, “‘A02’, ..., “A08’) se definen al principio del cddigo, todas con 4 posibles
valores, identificando las etiquetas de dichos valores. La ultima de esas columnas se
usard como variable de clase o consecuente (valores ‘CL 1’, ‘CL_2’, ‘CL 3’ y
‘CL_4’). Con dichas columnas se genera una matriz de datos Unicamente con las dos
ultimas a las que se van asignando valores segin una determinada distribucion de
probabilidad “p’. Posteriormente se generan los valores aleatorios de los seis primeros
atributos. EI primero de los ficheros de datos (‘EO01.txt’) se generan a partir de la matriz
de datos original, Unicamente con 2 columnas; se afiaden a dicha matriz los atributos
‘A06’ y “‘A05’ y se genera el segundo fichero de datos (‘E02.txt”). Por Gltimo, se afiaden
a la matriz de datos las columnas restantes, ‘A04’, “‘A03’, ‘A02°, y ‘A01’ y se genera el
ultimo fichero (‘E03.txt”) de 8 columnas.

4.3. Datos de venta B2B

Los datos proporcionados por la empresa MUSTANG son los correspondientes a los
pedidos realizados por sus clientes minoristas (consumidores no finales). Es decir se
trata de datos de ‘retail’ o B2B (‘Business-to-Business’). Se dispone de todos los
pedidos recibidos desde octubre de 2011 hasta junio de 2013 para los diversos
productos comercializados, tanto nacionales como internacionales, que en total suman
423085 registros.

El objetivo, desde el punto de vista empresarial, es poder predecir el nimero de
unidades pedidas de los diversos productos en funcion de de las caracteristicas de los
mismos. En la tabla 4.1 se muestra una descripcion de los campos o variables del
conjunto de datos original suministrado por la empresa, antes de determinar cuéles de
ellos debian ser considerados para el andlisis y cuales obviados. A continuacion se
indica cuales, de entre las variables disponibles fueron descartadas tras consensuarlo
con los expertos de la empresa.

El algoritmo CREA trabaja con variables discretas o discretizadas para generar
conjuntos de reglas de clasificacion (ver mas adelante el tratamiento realizado con los
campos ‘Fecha pedido’, ‘Unidades’ y ‘Precio par’). Los modelos basados en este tipo
de reglas son de dificil interpretacion cuando las variables utilizadas tienen un elevado
namero de valores (varios centenares o miles) con una alta dispersion, o que no pueden
ser agrupados mediante un criterio claro. También ocurre que entre dichas variables hay
algunas (como ‘Pedido’ o ‘ID linea’) que no aportan informacion importante desde el
punto de vista de la toma de decisiones, por lo que se optd por eliminarlas del estudio
(sombreadas en rojo en la tabla 4.1). ElI campo ‘Familia articulo’ contiene el valor
combinado de ‘Marca’, ‘Temporada’ y ‘Estrategia’, por lo que se decide eliminarlo
también del estudio ya que aportaria informacion redundante (sombreado en naranja en
la tabla 4.1).
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Tabla 4.1: Variables disponibles en el conjunto de datos de MUSTANG

Campo

N° valores

Comentario

Empresa

4

Tipo Documento 9
Fecha Pedido 554 Valor de tipo DATE (casi un valor diario)
Agentes 64

Estilo articulo 4
Tipo articulo 14
Corte articulo 25
Rasgo articulo 29
Marca articulo 7
Familia articulo 219 Combinacion de “Marca” + “Temporada” + “Estrategia”
Categoria artic. 3

Unidades 303 Valor de tipo INTEGER
Precio par 593 Valor de tipo REAL
Divisas 2

Cambio 4 Valor de tipo REAL
Departamento 12

Temporada 14 Combinacion de “afio” + {1,2} (donde {1,2} = campafia)
Estrategias 42

Secciones 4

Linea articulo 6

Pais 50

Provincia 89 Para pedidos en Espafia
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Otros atributos como ‘Empresa’, ‘Tipo Documento’, ‘Departamento’, ‘Estrategia’,
‘Seccion’ o ‘Linea articulo’ (marcados en amarillo en la tabla 4.1), se caracterizan
porque pudiendo tomar varios valores, hay uno de ellos que predomina en exceso sobre
los demas, por lo que incluirlas producira un sesgo en los resultados, asi que también se
opta por eliminarlas del estudio. En la tabla 4.2 se muestra un ejemplo de dichos
valores.

Tabla 4.2: Ejemplo de variables con un valor predominante
Variable ‘Empresa’ Variable ‘Tipo Documento’

Empresa N° valores Tipo Doc N° valores
EUROPE 421356 PINA 324585
GLOBAL LTD 1179 PEDI 26964
PASCO 326 PEXD 23585
USA 224 PEXS 19146
PVEN 15587
PEDR 12273
PEXP 692
PUSA 224
PEPC 29

Las variables ‘Estilo’, ‘Marca’, ‘Categoria’ y ‘Rasgo’ presentan una problematica
idéntica a la descrita, pero por ser consideradas por la empresa cliente como
especialmente relevantes para determinar caracteristicas del producto, se decide
explicitamente no descartarlas en el estudio.

Existen otras variables ‘Agente’, ‘Divisa’, ‘Cambio’, ‘Pais’ y ‘Provincia’ (marcadas en
azul en la tabla 4.1) que también se descartan a criterio del proveedor por diversos
motivos. En general se considera que es informacion no relevante para caracterizar los
productos, por lo tanto se pueden descartar del analisis.

Adicionalmente, existen tres variables ‘Fecha pedido’, ‘Precio par’ y ‘Unidades’ de
naturaleza numérica (o pseudo-numerica en el caso de ‘Fecha pedido’) que se deben
discretizar. En el caso de la fecha, a sugerencia del proveedor de los datos, se considera
segmentar los valores de dicha variable por semanas, como se puede observar en la
tabla 4.3 se dispone de un valor por cada semana (sin considerar el afio), se opté por
este método de discretizacion ya que el afio estd incluido en la informacién
proporcionada por el campo ‘Temporada’. Para la empresa hay dos camparias de ventas
al afo etiquetadas con los valores “1’ y “2’, ese valor junto con los dos ultimos digitos
del afio forman los valores de la variable ‘Temporada’, de tal forma que, por ejemplo,
los valores ‘121’ y 122’ se refieren respectivamente a la primera y segunda campafia
del afio 2012.
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Tabla 4.3: Segmentacion del campo ‘Fecha pedido’ a ‘Semana Ped’

Sem-Ped N° valores Sem-Ped N° valores
Sem_01 1471 Sem_27 3339
Sem_02 2906 Sem_28 3979
Sem_03 4405 Sem_29 2030
Sem_04 5040 Sem_30 1952
Sem_05 5146 Sem_31 1814
Sem_06 3254 Sem_32 937
Sem_07 3355 Sem_33 609
Sem_08 4266 Sem_34 1682
Sem_09 4831 Sem_35 2170
Sem_10 8099 Sem_36 2752
Sem_11 11142 Sem_37 3222
Sem_12 7028 Sem_38 5115
Sem_13 12588 Sem_39 4893
Sem_14 15388 Sem_40 11456
Sem_15 16647 Sem_41 12491
Sem_16 19340 Sem_42 18219
Sem_17 17222 Sem_43 16289
Sem_18 11425 Sem_44 12966
Sem_19 15936 Sem_45 17737
Sem_20 22654 Sem_46 12509
Sem_21 15613 Sem_47 12677
Sem_22 11414 Sem_48 9576
Sem_23 9505 Sem_49 4805
Sem_24 6857 Sem_50 6755
Sem_25 7264 Sem_51 2953
Sem_26 4613 Sem_52 2749

Finalmente, el campo ‘Precio par’ se discretiza en los siguientes 5 rangos de valores:
[0-25], [26-50], [51-75], [76-100] y [>100]; y por otra parte, el campo ‘Unidades’ se
segmenta en otros 6 rangos: [0-15], [16-30], [31-50], [51-100], [101-200] y [>200]. Para
disponer de una descripcion mas detallada, en las tablas 4.4 a 4.12, se muestra como
quedan todas las variables que finalmente se van a considerar en el estudio (excepto la
variable ‘SemPed’ vista en la tabla 4.3).



Tabla 4.4: Variable ‘Estilo articulo’ Tabla 4.5: Variable ‘Tipo articulo’

Estilo N° valores Tipo N° valores
est_02 343479 tip_07 89295
est 01 70134 tip_02 74291
est 9434 tip_01 69558
est_10 38 tip_03 58371
tip_09 51908
tip_06 31510
tip_04 24426
tip_05 11497
tip_ 9434
tip_10 1915
tip_08 366
tip_15 324
tip_13 152
tip_73 38

Tabla 4.6: Variable ‘Corte articulo’

Corte N° valores Corte N° valores
cor_12 89295 cor_01 2915
cor_10 74176 cor_22 2301
cor_05 56739 cor_15 1915
cor_03 49028 cor_04 1747
cor_14 31628 cor_25 324
cor_02 28682 cor_18 259
cor_11 20443 cor_26 242
cor_07 19460 cor_17 152
cor_21 11614 cor_08 124
cor_09 11373 cor_13 107

cor_ 9434 cor 0 38
cor_23 6102 cor_20 21
cor_06 4966
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Tabla 4.7: Variable ‘Rasgo articulo’

Rasgo N° valores
ras_01 203545
ras_03 35905
ras_06 27941
ras_09 25772
ras_07 21120
ras_11 16957
ras_04 16541
ras_12 14622
ras_08 13862
ras_10 10383
ras_ 9434
ras_02 9107
ras_15 7465
ras_05 5366
ras_48 3683

Tabla 4.8: Variable ‘Marca articulo’

Rasgo N° valores

ras_20 899
ras_46 149
ras_25 92
ras_14 51
ras_28 38
ras_23 37
ras_33 34
ras_18 28
ras_39 17
ras_35 13
ras_32 9
ras_19 8
ras_82 6
ras_89 1

Tabla 4.9: Variable ‘Categoria articulo’

Categoria N° valores
Z 368574
C 54470
P 41

Marca N° valores
MT 342072
MM 48837
SX 21777
EM 5495
MB 4190
CH 705
MV 9
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Tabla 4.10: Segmentacién del campo
‘Unidades’ a ‘UnidadesD’

Tabla 4.11: Segmentacién del campo
‘Precio par’ a ‘PrecioParD’

UnidadesD N° valores PrecioParD N° valores
Num_000_015 69897 pre_000_025 74275
Num_016_030 85907 pre_025_050 188852
Num_031_050 205961 pre_050_075 123454
Num_051_100 30592 pre_075_100 14545
Num_101_ 200 19915 pre_100_+++ 21959
Num_200_+++ 10813

Tabla 4.12: Variable ‘Temporada’

Temporada N° valores
tem_122 120453
tem_131 120194
tem_121 103537
tem_132 69473
tem_112 5582
tem_111 2531
tem_102 649
tem_101 302
tem_092 144
tem_000 108
tem_091 81
tem_071 19
tem_082 7
tem_081 5

Sobre los datos expuestos en las tablas anteriores cabe resaltar lo siguiente: Para la
variable discretizada ‘UnidadesD’ (tabla 4.10) se tiene que uno de sus valores,
‘Num_031_050’, se repite més de doscientas mil veces (casi el 50% de los casos), esto
introduce un sesgo en los datos que afectara a los resultados del analisis. Normalmente,
una situacién como esta puede resolverse escogiendo un criterio de discretizacion mas
adecuado. En la préctica, para este caso concreto no ha sido posible ya que en los datos
originales, antes de la discretizacion, se tiene que el valor de unidades vendidas ‘36’ se
repite 196.798 veces, es decir, los datos no agregados ya incorporan un sesgo imposible
de salvar independientemente del criterio de discretizacion escogido.
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Por otra parte, en la variable ‘Temporada’ se observa que hay valores como ‘tem_000’,
‘tem_07X’, ‘tem_08X’, ‘tem_09X’ y ‘tem_10X’. Estos valores deben interpretarse
como correspondientes a pedidos realizados en los afios 2000, 2007, 2008, 2009 y 2010
(donde *X’ puede ser cualquiera de los valores ‘1’ o ‘2’ correspondientes a las
campanas del afio). Esto se contradice con el hecho de que los datos proporcionados se
corresponden a pedidos realizados entre 2011 y 2013. Entiéndase que dichos valores
son andémalos, es decir, al menos en la variable ‘Temporada’ se tiene que hay ruido en
los datos.

A modo de resumen, en la tabla 4.13 se muestra una descripcion del conjunto de datos
que finalmente va a utilizarse para el analisis con datos reales.

Tabla 4.13: Descripcion del conjunto de datos empresariales

Ndmero de registros: N
N = 423085
NUmero de columnas: C
c=10
Nimero de valores por columna: V
V1l = |Sem-Ped| = 52
V2 = [Marca| = 7
V3 = |PrecioParD| = 5
V4 = |Temporada| = 14
V5 = |Categoria] = 3
V6 = |Estilo| = 4
Nel g a= [Tipo| = 14
V8 = |Corte| = 25
Vo = |Rasgo| = 29
V10 = |UnidadesD| = 6




Capitulo 5
Experiencia computacional

5.1. Vision general de los experimentos

Para comprobar la eficacia y eficiencia del algoritmo CREA se han realizado varios
experimentos con multiples conjuntos de datos. Estos han permitido probar el método
exhaustivamente desde dos perspectivas diferentes:

e Complejidad computacional del algoritmo: Realizacion de varias ejecuciones del
proceso bajo diferentes condiciones de carga, anotando la duracién de cada
ejecucion y verificando que los tiempos observados son coherentes con el
estudio teorico de la complejidad computacional realizado en el capitulo 3. Es
decir, se comprobara que los tiempos son compatibles con la expresion 3.12.

-

C’xV*xN & N<V°©
O(CREA)= = V¢! & VE<N<V®?  (Repeticion expresion 3.12)

C?xN e N>V

o

e Coherencia de los sistemas de reglas proporcionados: Se verifica que las reglas
obtenidas reflejan la realidad de los datos de entrada suministrados. Con ello se
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debe comprobar si el modelo generado contiene todas las reglas realmente
importantes y si ha descartado las menos relevantes, y solamente estas.

El algoritmo CREA ha sido implementado en el lenguaje C++ y los tiempos de
ejecucion se han calculado haciendo uso de la funcién “clock()’ de la libreria estandar
de C/C++ ‘<time.h>" que permite obtener los ‘clocks’ (ciclos) del reloj interno del
procesador para el programa que se esta ejecutando. Esta funcion da una medida en
milisegundos del tiempo que ha transcurrido desde que un programa se esta ejecutando.
Asi, para saber la duracion de un determinado proceso, basta con tomar nota del nimero
de “clocks’ con la funcion ‘clock()’ antes y después de la ejecucion del proceso que se
quiere medir y restar ambos tiempos. Adicionalmente, en un ordenador, ademas del
propio proceso objeto de estudio, se estan ejecutando simultdneamente otras tareas del
sistema operativo, dichas tareas introducen un pequefio sesgo (por otra parte inevitable),
que puede hacer variar el tiempo de dos ejecuciones de un mismo proceso, incluso bajo
las mismas condiciones de carga. Para mitigar el error producido por este sesgo, en
todos los procesos de medicion realizados se ha ejecutado el mismo experimento, con
los mismos datos de entrada, hasta 10 veces para calcular un tiempo promedio. El
algoritmo 5.1 muestra un ejemplo de como seria el cddigo en C/C++ para realizar este
calculo.

Algoritmo 5.1: Calculo de tiempos en C/C++

#include<stdio.h>
#include<time.h>

1

2

3

4. main()

5. {

6. FILE *f = fopen("'ficheroTiempos.txt"”, "w');
7 clock_t ini, fin;

8 int i

9.

10. for(i = 0 ; i<10 ; i++)

11. {

12. ini = clock();

13. PROCESOQ); //funciodn cuyo tiempo se quiere calcular
14. fin = clock();

15. fprintf(f, "%d\n", (Fin-ini));

16. ¥

17.

18. fclose(T);

19. }

Este algoritmo 5.1 calcula el tiempo de ejecucion de la funcion ‘PROCESO( )’ (linea
13). Como puede verse, dicho calculo se realiza 10 veces (bucle “for’, linea 10) y los
tiempos obtenidos se van guardando en un fichero de texto de nombre
‘ficheroTiempos.txt” (creado en la linea 6 y actualizado en la linea 15). Posteriormente,
dicho fichero de tiempos puede ser importado a una hoja de célculo para hacer las
operaciones que se estimen oportunas.
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Para realizar el primero de los estudios propuestos, el calculo empirico de la
complejidad computacional, se van a utilizar los 450 conjuntos de datos simulados
descritos en el epigrafe 4.2. El objetivo es analizar como evolucionan los tiempos de
gjecucion para diferentes valores de ‘N’, ‘C’ y “V’. Para probar la validez de los
sistemas de reglas proporcionados por el algoritmo CREA se recurre a un conjunto de
datos reales de ventas de la empresa del sector del calzado MUSTANG (descritos en el
apartado 4.3). El resultado obtenido se ha sometiendo a juicio de expertos en el &mbito
empresarial y del negocio, siendo contrastado por ejecutivos y responsables del area de
sistemas de la propia compaiiia que ha cedido los datos. Estos confirmaron la validez y
coherencia de los modelos proporcionados por el método CREA. Para este conjunto de
datos también se ha comprobado que los tiempos de cdémputo son coherentes con el caso
de los datos simulados y también con la complejidad tedrica calculada en la seccién 3.3.

5.2. Resultados de CREA sobre datos simulados

Como ha quedado patente en el estudio tedrico de la complejidad temporal del
algoritmo CREA, dado un conjunto de ejemplos ‘E’ (datos de entrenamiento para
generar un modelo de reglas de clasificacidn) existen tres parametros que caracterizan
dicho conjunto que van a influir en el tiempo de ejecucion del proceso de generacion de
reglas; estos parametros son el nimero de ejemplos ‘N’ (filas/registros del conjunto de
datos ‘E’), el nUmero de atributos ‘C’ de cada ejemplo (columnas del conjunto de datos)
y el nimero de valores ‘V’ que puede tomar cada atributo (asumiendo que todas las
columnas toman siempre un ndmero idéntico de valores). Por tanto, a partir de los
tiempos de procesamientos medidos empiricamente se puede construir un cubo de datos
en tres dimensiones. Estas serian los atributos ‘N’, ‘C’ y “V’, y los diversos valores de
tiempo observados ocuparian las diferentes posiciones del citado cubo (ver figura 5.1).
En adelante se llamara cubo [NCV-T] al mencionado cubo de datos.

ﬂ:‘.‘.

LR

NN
| WM

Figura 5.1: Representacion grafica del cubo de datos [NCV-T] de tres dimensiones
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Ese enfoque permite plantear, de forma muy intuitiva, un analisis multidimensional del
tiempo de procesamiento, que es la variable objeto de estudio. En el Anexo 1 de esta
Tesis se encuentran todas las graficas obtenidas en el exhaustivo estudio que se ha
realizado. En este epigrafe se presenta un extracto del citado anexo con las conclusiones
mas significativas. Notese que el cubo [NCV-T] puede ser girado y desplegado de
multiples formas y ser presentado en dos dimensiones con apariencias distintas. Se
define como ‘vista’ a cada posible modo en que el cubo [NCV-T] puede ser presentado
en dos dimensiones. La tabla 5.1 presenta una posible vista de este cubo con los tiempos
de procesamiento medidos para los 450 conjuntos de datos considerados. Se observa
que la variable ‘N’ se plasma en las 10 columnas de datos de la tabla, y los parametros
‘C’y ‘V’ en las filas, las cuales estan agrupadas por los 5 posibles valores de ‘C’, por lo
que los datos presentados en esta vista aparecen estructurados en 5 bloques de 9 filas,
una por cada valor de “V’.

Tabla 5.1: Vista 2D del cubo [NCV-T] con los tiempos de ejecucion de CREA

y| N= N= N= N= N= N= N= [ N= N= N=

2x10° | 4x10° | 6x10° | 8x10° |10x10° | 12x10°| 14x10° [16x10° | 18x10°| 20x10°
2 21.9 42.2 62.5 82.8 104.7 123.4 145.3 165.7 185.9 206.2
3 26.5 51.5 78.1 103.1 129.6 154.6 179.7 207.8 232.8 257.8
4 31.2 60.9 92.2 123.5 154.7 184.4 217.2 246.9 278.1 307.8
6 40.6 81.2 121.8 162.5 203.2 245.3 286.0 328.1 368.7 410.9
8 50.0 101.6 153.1 201.5 253.1 303.1 354.7 406.2 457.8 507.8

10 60.9 121.9 181.2 242.2 301.6 362.5 423.4 486.0 545.3 607.8
12 71.9 143.7 214.0 286.0 357.8 426.6 500.0 571.9 642.2 717.2
14 82.8 165.6 246.9 329.7 411.0 493.8 576.6 657.8 740.7 826.5
16 93.7 185.9 279.7 371.9 464.1 556.3 648.4 742.2 835.9 929.6
2 85.9 173.4 259.4 348.4 435.9 521.9 609.4 693.7 782.8 870.3
3 106.3 215.6 325.0 434.4 546.9 654.6 768.7 876.5 987.5 1100.0
4 123.4 251.5 384.3 510.9 671.9 778.1 940.7 | 1082.8 | 1203.1 1334.3
160.9 314.1 470.3 626.5 865.6 951.6 1193.8 | 1446.9 | 1523.5 1864.1
8 206.3 390.7 581.3 768.8 967.2 1145.3 1345.3| 1584.4| 1739.1 2017.2
10 286.0 518.8 751.6 984.3 | 1228.2 1473.4| 1720.3| 1984.4 | 2209.4 2504.7
12 409.4 675.0 957.8 1214.1 | 1485.9 1743.8 2004.7 | 2284.3| 25515 2895.3
14 579.6 892.1 1215.6 1529.7 | 1836.0 2121.8 2400.0 | 2678.1 | 2984.4 3853.1
16 873.5 | 1292.2 1623.4 | 1971.9 | 2348.4 2704.7 [ 3029.7 | 3385.9 | 3740.6 4081.3
2 356.2 742.2 1143.8 1454.7 | 1803.1 2175.0 2559.4 | 2921.8 | 3400.0 3693.7
3 493.7 1079.7 1589.1 2121.9 | 2715.6 3190.6 [ 3779.7| 4337.5| 48875 5475.0
4] 1139.1 | 1871.9 2548.4 | 3243.8 | 3995.3 4635.9 | 5386.0| 6084.4| 6714.0 7543.8
6| 2592.2 | 4846.9 6782.8 9262.5 | 12661.0 | 15840.7 | 18390.7 | 15682.8 [ 16901.6 | 18626.6
8| 3039.1 [ 5911.0 8765.6 | 11881.3 | 14517.2 | 16981.2 | 19621.9 | 22870.3 [ 25232.9 | 27082.8
10| 3623.4 [ 7178.1 9773.4 | 14190.6 | 16042.2 | 20476.5 | 24728.1 | 28907.8 [ 31031.3 | 34503.1
12| 3543.8 [ 7451.6 | 10486.0 | 15240.7 | 16406.2 | 21496.9 | 26257.8 | 30632.8 | 28815.7 | 33482.8
14 3592.2 [ 7512.5 | 10937.5 | 15931.3 | 17378.1 | 22814.1 | 27834.4| 33500.0 | 30514.1 [ 35579.6
16| 3746.9 [ 7729.7 | 11017.2 | 16425.0 | 18003.1 | 23561.0 | 29109.4 | 35428.2 | 32306.3 [ 37560.9
16 | 2| 2961.0 [ 5690.6 7904.7 | 10278.1 | 12220.3 | 14364.1 | 16687.5 | 19207.8 | 21746.8 | 24231.3
16 | 3| 4564.0 [ 10354.6 | 14387.5 | 24481.2 | 29262.5 | 33265.6 | 45817.2 | 59315.6 | 75893.7 [ 64739.1
16 | 4] 4231.3 [ 9300.0 | 17284.4 | 20937.5 | 29150.0 | 39946.9 | 52575.0 [ 46112.5 | 51581.3 | 62971.9
16 | 6] 4390.6 [ 9157.8 | 14093.8 | 19545.3 | 26634.4 | 35192.2 | 36668.8 | 43014.1 | 46409.3 [ 55281.2
16 | 8| 4382.8 [ 9521.8 | 15398.5 | 20534.3 | 25409.4 | 30795.4 | 34679.7 | 40021.9 | 45426.6 [ 51703.1
16 |10| 5456.2 [ 10726.6 | 16198.4 | 22057.8 | 28173.5 | 35743.7 | 42332.9 [ 49861.0 | 56236.0 [ 62960.9
16 [12]| 5435.9 [ 12235.9 | 18570.3 | 24479.7 | 30231.3 | 36056.3 | 40965.7 | 47335.9 | 54375.0 [ 60689.1
16 |14) 5989.1 [ 11914.1 | 19436.0 | 27309.4 | 34656.3 | 42089.1 | 48403.1 [ 55364.1 | 62090.7 | 68067.2
16 (16| 7239.1 [ 12782.8 | 19184.3 | 26917.2 | 34836.0 | 43226.5 | 51579.7 | 60587.5 | 69168.8 [ 78279.7
B2 | 2] 10381.2 [ 24142.2 | 34725.0 | 54681.2 | 59109.4 | 80293.8 |103779.7 [130282.8 [129020.3 [136096.9
B2 | 3| 9246.9 [ 21984.4 | 31412.5 | 51523.4 | 54103.1 | 72500.0 | 95192.2 |120854.7 [103211.0 (120107.8
B2 | 4] 9296.9 [ 20646.9 | 28576.5 | 47801.6 | 69915.7 | 63828.1 | 83643.7 [106926.6 [130068.7 [156540.6
B2 | 6] 9432.8 [ 19364.1 | 29368.7 | 45698.5 | 51856.2 | 68189.1 | 87121.8 |105979.7 [100217.2 (112842.2
B2 | 8| 8443.7 [ 18787.5 | 30290.6 | 40454.7 | 50653.1 | 60165.6 | 70648.4 [ 80859.4 | 89837.5 [100078.1
82 [10] 10832.8 [ 21506.3 | 31565.6 | 43417.2 | 56071.9 | 70656.3 | 85953.2 |101003.1 [114484.4 (128120.3
82 |12 10207.8 [ 24414.0 | 38435.9 | 49787.5 | 61879.7 | 72765.6 | 84560.9 [ 92729.7 [105367.2 [118275.0
82 [14] 11490.6 [ 22843.8 | 38571.9 | 55395.3 | 72539.1 | 88464.0 [103993.8 |116043.7 [129711.0 (142379.7
82 |16] 14615.6 [ 25098.4 | 37075.0 | 52078.2 | 69934.3 | 88725.0 [108309.4 |126728.1 [146712.5 [166485.9
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En adelante, se denominara “vista 1’ a la vista de la tabla 5.1. Cambiando el orden de las
filas de la “vista 1’ se puede conseguir otra vista del cubo [NCV-T]. Si las filas se
agrupan por los valores de “V’ se obtiene una distribucion de los datos agrupados en 9
bloques (valores de “V’) de 5 filas cada bloque (valores de ‘C’). En adelante, a esta
segunda vista asi construida, se la denominard ‘vista 2’ (la tabla AL2 del Anexo |
muestra como se verian los datos de la ‘vista 2’). Esquematicamente, se puede
representar ambas vistas como se indica en la figura 5.2.

Vista 1 Vista 2
c v N = 2x10° 4x10% ..., 20x10° v C N = 2x10°, 4x10%, ..., 20x10°
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Figura 5.2: Representacion esquematica de la ‘vista 1' y la ‘vista 2’ del cubo [NCV-T]
El planteamiento multidimensional del analisis realizado requiere hacer tres tipos de
estudios, uno por cada dimension del cubo [NCV-T]. En cada uno de ellos se fijaran dos

de las dimensiones a un determinado valor y se hara variar la tercera para estudiar como
evoluciona el tiempo de procesamiento. Por tanto estos estudios son:

e Estudio 1: Andlisis del tiempo de ejecucion en funcion de ‘N’ (fijando ‘C’ y V).
e Estudio 2: Andlisis del tiempo de ejecucion en funcion de ‘C’ (fijando ‘N’ y V).

e Estudio 3: Andlisis del tiempo de ejecucion en funcion de “V’ (fijando ‘N’ y ‘C’).
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Adicionalmente, cada estudio se ha realizado en dos partes, por las dos variables que
guedan fijadas. En cada una se presentan resultados con graficos en los que una de las
variables se fija a un valor concreto para dicha grafica y la otra se usa como
identificador de las diversas series de datos representadas que permiten un andlisis
comparativo. Las vistas 1 y 2 descritas anteriormente van a servir para indicar
visualmente cudl es el origen de datos de cada una de las graficas que se muestran en el
analisis, en adelante “Gréafica 17, “Gréafica 27, ..., “Gréafica x”, que se veran en varias de
las figuras siguientes, hacen referencia a graficas que se pueden encontrar en el Anexo I.
En este capitulo se muestran solamente aquellas graficas que se han considerado mas
significativas para la comprension de la experiencia computacional.

5.2.1 Estudio 1: Analisis del tiempo frente a ‘N’
Parte 1: Comparativa por el nimero de columnas ‘C’

La figura 5.3 muestra el origen de las series de datos del analisis realizado para esta
parte. Se han generado graficas en las que se puede comparar los tiempos de ejecucion
para los diversos valores de “V’.

Vista 1
c | v | N=2x10°, 4x10%, ..., 20x10°
TN T .
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B I I A BT S

A S | ;
S oy o ol St el ol Ay (series de datos Gréfica 2)

4 l‘ -___T___—I|____J.|____|T____|L___.L____|,r___T___—L___.

T ol T il i s
T T
N |

P [ ek dly ity i s (series de datos Grafica 3)
-F—t---F-7-A-=T = -r~-T-°O——

o S e T T CL e o |
N e EEeEm

w | 3 PEEEEEEsEE ) Fgura 96 ,

JA g ot S At v Ay (series de datos Grafica 4)
‘) I Uy A A P
T S S SR

e e e B o .

O ity il S et pll il Mt Figura 5.5

32 I e e e ) .
gl iyt vinl i iy vk il (series de datos Grafica 5)
__JI.__|__I__.|___|__|__|__.|.__|__

i ST

Figura 5.3: Origen de las series de datos para el “Estudio 1 - Parte 1”
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Las figuras 5.4 y 5.5 ilustran cémo al fijar un valor de ‘C’ los tiempos de procesamiento
del algoritmo CREA siguen una tendencia lineal a medida que aumenta el numero de
registros del conjunto de datos “N’.

Tiempos para C=2 y diferentes valores de V
1000,0
00,0
600,0 12
700,0
600,0

s — ﬂ,

500,0 6

Tiempo

400,0 —_
300,0 3
200,0 — 2
100,0

0.0
24105 4x105 6x105  8x10% 10x10% 12105 14x10° 16x10°5 18x10° 20x10%
M
Figura 5.4: Tiempo frente a ‘N’ para ‘C=2’

Tiempos para C=32 y diferentes valores de V

0,0
2x10°  4x10°  6x105 8x10° 10x105 12x10° 14x10° 16x10° 18x105 20x10°

M
Figura 5.5: Tiempo frente a ‘N’ para ‘C=32’

En estas graficas se ve como los tiempos de ejecucién son mucho mayores al aumentar
el numero de columnas ‘C’ del conjunto de datos. Mientras que en la figura 5.4 (‘C=2’)
ningun tiempo sobrepasa los 1000 clocks de reloj, en la figura 5.5 (‘C=32’), para el
valor de ‘N’ mas pequefio los tiempos estan todos proximos o por encima de 10000
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clocks. También se puede observar como en la primera grafica la tendencia lineal es
muy estable, mientras que en la segunda se ven algunas fluctuaciones, pero la tendencia
general sigue siendo lineal. También se aprecia que, mientras en la primera grafica,
‘C=2’, un aumento en el nimero de valores siempre implica un aumento del tiempo, en
la segunda gréafica, con un mayor nimero de columnas, los tiempos experimentan
ciertas fluctuaciones atribuibles a una mayor dependencia de la naturaleza del conjunto
de datos analizado con respecto a los parametros ‘N’, “V’ o0 ‘C’.

En otras graficas obtenidas en esta parte del analisis, como por ejemplo la que se
muestra en la figura 5.6 (‘C=16"), se observa una diferencia significativa de la pendiente
de los tiempos de ejecucidn de algunos casos con respecto a otros.

Tiempos para C=16 y diferentes valores de V
90000,0

80000,0

70000, Cambio en la pendiente ' / d 12

60000,0
<50000,0
£
210000.0
30000,0

20000,0
10000.0
0,0

2¢10%  4x10*  6x10° Bx10® 110* 12210° 14x10% 18x10° 18x10% 20x10°

M
Figura 5.6: Tiempo frente a ‘N’ para ‘C=16’

Para “V=2’ la pendiente observada es notoriamente menor que para el resto de casos.
Notese que para conjuntos de datos con 2 valores se cumple que:

V&2 = 218 = 262144 (Expresion 5.1)

Este es un valor menor que todos los valores de ‘N’ considerados (excepto el primero),
por lo que para el caso de conjuntos de datos con 2 valores se estaria en el tercer tramo
de la funcién de complejidad (expresién 3.12), es decir, pendiente ‘C?’, mientras que
para “V=3’ se tiene que:

V© = 3% = 43046721 (Expresion 5.2)
Este valor es mucho mayor que todos los valores de ‘N’ considerados. En este caso se

estaria en el primer tramo de la funcion de complejidad donde la pendiente esperada
para la curva de tiempos es ‘C*xV?*, mayor que en el caso de ‘V=2".
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5.2.2 Estudio 1: Analisis del tiempo frente a ‘N’
Parte 2: Comparativa por el nimero de valores ‘V’

La figura 5.7 indica cuél ha sido la eleccion de las series de datos del analisis realizado
en esta segunda parte del primer estudio. Se han generado gréficas en las que se ha
fijado un valor de “V’ y es posible comparar los tiempos de ejecucion del algoritmo
CREA para los diversos valores de ‘C’.

Vista 2

v | © | N=2x10°, 4x10%, ..., 20x10°,

- E -__!__L__E.__I__E__L__:__;__:___ - Figuraﬁ.E
o e L (series de datos Grafica 6)
2 -——!—-i——!——i-——!——i--:-_.l.__:__ . ]

SO R otuutet et b ek e (series de datos Grafica 7)
e ———— : ,

L | R (series de datos Gréfica 8)
T

6 | ¢+ [acsasmmstaganei-to (series de datos Grafica 9)
- -
e S m ey —— . ,

I IR Wtstdet CCIL Sh s wEonletink (series de datos Gréafica 10)
3 L . : H : T P ¥ ) J

1w | a _‘_'_Tr:::_’;:';:;_‘_:‘_‘:!_‘_'i'_‘_f:_' » (series de datos Grafica 11)
- | >
2 | — :__I__: ] - , .

L R R e e e » (series de datos Grafica 12)
- ——————1— >
2 [+——F— -l . ,

L I e e e e e e e » (series de datos Grafica 13)
- My e e >

I R e Ay W S RO 5 Figura 5.9
o el (series de datos Gréfica 14)

Figura 5.7: Origen de las series de datos para el “Estudio 1 - Parte 2"

Las graficas obtenidas en esta parte del estudio muestran de forma méas notoria como
cambia la pendiente de las curvas representadas para los diferentes valores de ‘C’. Se
verifica como al aumentar el nimero de columnas también lo hace la pendiente de las
lineas de tiempos. En todos los casos el comportamiento observado es lineal con
respecto a ‘N’ (con la salvedad de las fluctuaciones mencionadas en el epigrafe
anterior).
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Tiempos para V=2 y diferentes valores de C

140000,0 —32

16

2105 4105 Bx105 Bx105 10105 12105 14105 184105 18x10°5 20x10°

M
Figura 5.8: Tiempo frente a ‘N’ para ‘V=2'

Tiempos para V=16 y diferentes valores de C
180000,0

160000,0 —_—32
140000,0

16
120000,0
100000,0 —_—3
(=1
E
ZB0000,0
60000,0
40000,0

EEI}DEI,EI /

0,0 ==
2105 4x105  6x105  8x105 10x10® 12¢10° 14x10° 16x10° 18x10° 20x10°
M
Figura 5.9: Tiempo frente a ‘N’ para ‘V=16’

En la primera grafica (figura 5.8) es muy notoria la diferencia entre la serie ‘C=32" con
respecto al resto, de lo que se puede deducir que para valores pequefios de “V’ (en ese
caso ‘V=2’) un aumento en el nimero de columnas marca muy acusadamente un
aumento de los tiempos de procesamiento. En cambio, la segunda grafica (figura 5.9,
‘V=16’) los tiempos de procesamiento para el caso ‘C=32" han aumentado
relativamente poco mientras que las curvas V=16’ y ‘V=8’ si presentan una diferencia
algo mas acusada. Es decir, aumentando ‘V’, pero no ‘N’ ni ‘C’, los tiempos de
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ejecucion parecen aproximarse a una cota maxima. Trivialmente, se puede comprobar
como en la grafica “V=2" (figura 5.8), la curva ‘C=32’ pertenece al primer tramo de la
funcion de la complejidad (V© = 2% = 4.29x10°) mientras que el resto estan en el tercer
tramo (V¢ = 2'® = 262.144). Analogamente, en la grafica V=16’ (figura 5.9) se
observa que las curvas ‘C=16" y ‘C=8’ han pasado al primer tramo de la funcion de
complejidad (V© = 16° = 4.29x10%). La curva ‘C=4" se ubica en el tramo 2 (V© = 16* =
65536, V*% = 16° = 4.29x10%): vy, finalmente, la curva ‘C=2" pertenece al tercer tramo
de la funcién de complejidad (V°*? = 16* = 65536).

5.2.3 Estudio 2: Analisis del tiempo frente a ‘C’
Parte 1: Comparativa por el nimero de registros ‘N’

Las series de datos para el andlisis correspondiente a esta primera parte del segundo
estudio se han extraido del cubo [NCV-T] como se indica en la figura 5.10. En esta
ocasion, se han obtenido graficas para comparar la evolucion del tiempo para diferentes
valores de “V’ fijado un valor concreto de “N’.

Vista 2
Vv | © | N=2x10% 4x10%, ..., 20x10°, | g Figuras 5.11, 5.13
| S Y (series de datos Graficas 15)
|| iy el ot i el
T T | I 1 T30 Fry10 1 .
I TJE'__T ol e (series de datos Graficas 16)
A N Sl vy e e s i
e . 4
ol i e i e il (series de datos Graficas 17)
R o R A e sl & Ak
4 l‘ T"J__I__L"'I'__I__:"J'"l__ " .
S e el s i o (series de datos Graficas 18)
3 & A ATk Ak b il Ak b &
g 4 T"J__I__ "I"_I__:' 'J"_l__
N gl b it s i W (series de datos Graficas 19)
o N Al s i e T
S R SRR R AR b dd R AN & ~ ,
T - -ritio-Frit]] ¥ (series de datos Graficas 20)
A | ARSTRTRES b dd &% kb &
1 ¢ Nt et . |
e oo r P vl W (series de datos Gréficas 21)
O O R b st Ak b
IR RN S A . .
s otk W (series de datos Graficas 22)
R i Rl s o ol i b B
R R R e e n _ .
i aal o el el r-t11 ™ (series de datos Graficas 23)
O o R iyl e
L pbrii it b 7] e Figuras 5.12, 5.14
(series de datos Graficas 24)
\J YYyvyy

Figura 5.10: Origen de las series de datos para el “Estudio 2 - Parte 1”
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Tiempos para N=2x10° y diferentes valores de V

2 4 6 & 10 12 14 16 18 20 22 24 26 28 30 32

cC
Figura 5.11: Tiempo frente a ‘C’ para ‘N=2x10"

Tiempos para N=20x 10 y diferentes valores de V

180000,0
160000,0
140000,0

120000,0

2 4 6 8 10 12 14 16 118 20 22 24 26 28 30 32
C
Figura 5.12: Tiempo frente a ‘C’ para ‘N=20x10"

Estas gréficas, figuras 5.11 y 5.12, representan la evolucion del tiempo en funcion de
‘C’ para los valores de ‘N’: “2x10°" y ‘20x10°" respectivamente. Se observa que el
comportamiento es muy similar en ambos casos, con la salvedad de que hay una
diferencia de orden “10° entre los tiempos de la primera gréfica y la segunda (misma
diferencia que entre los valores de ‘N’ representados). Para los valores de ‘C’
considerados, de manera general, se observa un comportamiento no lineal al principio
de la grafica que tiende a estabilizarse linealmente a partir de un cierto valor de ‘C’,
dicho valor de estabilizacion es mayor cuanto mas pequefio es el *V’ representado. Las
figuras 5.13 y 5.14 son, respectivamente, una seccion de las anteriores 5.11 y 5.13.



81

Concretamente se quiere reproducir la parte inferior-izquierda de estas figuras, pero en
esta ocasion, ambas gréficas presentan una misma escala para el eje de tiempos (eje Y),
de esta forma se puede ver mejor, no solamente como evolucionan los tiempos de
ejecucidn para cada valor de ‘N’, sino que también se aprecia mejor la diferencia entre
las pendientes de las curvas para el caso de ‘N=2x10"y el de ‘N=20x10".

Tiempos para N=2x10° y diferentes valores de V

20000,0
180000
14
160000
—_12
140000 10
120000 8
Q
20000,0
o
F 8000,0
6000,0
4000,0
2000,0
0,0
c
Figura 5.13: Tiempo frente a ‘C’ para ‘N=2x10> (ampliacion)
Tiempos para N=20x 10 y diferentes valores de V
20000.0
18000,0
14
16000,0
—12
14000,0 T
120000 8
Q
%‘1[[!{!{!,0 6
 8000,0 4
6000,0 —_—3
4000,0 2
2000,0
0.0 F
2 4 G 8 10 12 14 16 18
c

Figura 5.14: Tiempo frente a ‘C’ para ‘N=20x10" (ampliacién)

Como en casos anteriores, se comprueba a qué tramo de la funcién de complejidad
tedrica pertenece cada grafica. Debido a que en esta ocasion son muchas las
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combinaciones de ‘C’ y ‘V’ a considerar, se presenta la tabla 5.2 para indicar el

posicionamiento por tramos de cada caso.

Tabla 5.2: Tramos funcién complejidad teérica

V|C Ve V2 N=2x10% | N=20x10°
ol 2 4 16 T-3 -3
2 16 64 T3 T3
2| 8 256 1024 T-3 T3
2| 16 65536 262144 T-3
2| 32 4294967296| 17179869184 T-1 T1
3l 2 9 81 -3 -3
3 81 729 T-3 T-3
3| s 6561 59049 T-3 T3
3| 16 43046721 387420489 T-1 T-1
3| =2 1.85E+015 1.67E+016 T-1 T-1
4 16 256 T-3 T-3
4 256 4096 T-3 T-3
4l 8 65536 1048576 T3
4| 16 4294967296| 68719476736 T-1 T-1
4l 32 1.84E+019 2.95E+020 T-1 T-1
6 2 % 1296 T-3 T-3
6 1296 46656 T-3 T-3
6| 8 1679616 60466176 I, TS
6| 16| 2821109907456(101559956668416 T T1
6| 32 7.96E+024 2.87E+026 T-1 T-1
g 2 64 4096 il T3
8 4096 262144 T-3
g| s 16777216 1073741824 T-1 T-1
8| 16|281474976710656 1.80E+016 T4 it
8| 32 7.92E+028 5.07E+030 T-1 T-1

10 100 10000 T3 T3

10 10000 1000000 T-3

10 100000000] 10000000000 T-1 T-1

10| 16 1.00E+016 1.00E+018 T-1 T-1

10| 32 1.00E+032 1.00E+034 T-1 T-1

1 144 20736 T-3 T3

5 20736 2985984

12| 8 429981696 61917364224 T-1 T-1

12| 16 1.85E+017 2.66E+019 T-1 T-1

12| 32 3.42E+034 4.92E+036 T-1 T-1

14| 2 196 38416 -3 T-3

14 38416 7529536—

14| 8 1475789056 289254654976 T-1 T-1

14| 16 2.18E+018 4.27E+020 T-1 T-1

14| 32 4.74E+036 9.30E+038 T-1 T-1

16] 2 256 65536 T-3 T-3

16 65536 16777216

16| 8 4294967296| 1099511627776 T-1 T-1

16| 16 1,84E+019 4.72E+021 T-1 T-1

16| 32 3.40E+038 8.71E+040 T-1 T-1

[T-1] - Tramo 1

- - Tramo

2 [T-3]-Tramo 3



83

En la tabla 5.2 se constata como para valores pequefios de *V’ y ‘C’ predomina el tramo
3 de la funcién de complejidad, mientras que, para valores cada vez mayores de esos
parametros, se tiende al tramo 1.

5.2.4 Estudio 2: Andlisis del tiempo frente a ‘C’
Parte 2: Comparativa por el numero de valores ‘V’

La figura 5.15 presenta cudl es el origen de datos para las series analizadas en este
apartado del estudio. Se han generado graficas que permiten comparar los tiempos de
ejecucion del algoritmo CREA para los diversos valores de ‘N’ fijando un determinado
valor de ‘V’.

Vista 2
v | ¢ | N=2x10°, 4x1u', ...,znxm- o Figuras 5.16, 5.18
2 P TS T-T]  (series de datos Graficas 25)
S & da & le A kh ik A4 b (series de datos Graficas 26)
O 8 ks e sl b (A
3 | & FETIadoCERErii-tily e
e et 1 (series de datos Graficas 27)
NLI O T Y LI R T TR
- A A e s
. DR RN
- -V 1 e Y Y - (series de datos Graficas 28)
2 __+_._|_|_|_'_L _H_l__l_ 14
6 | 4 _‘_‘Tr'.'_*u:j_‘l::;t;:'j_{_l:fi:q::
oo or e ] - (series de datos Graficas 29)
CON R R
e | & Foriiiocoiiyiiooooiians
s pr a1 -r o 1 B (series de datos Graficas 30)
)
“| ! B e
c pee e e T ™ (series de datos Graficas 31)
2 i iili
R e R R AN AN N :
VY-V ¥ ¥ V-V ® (series de datos Graficas 32)
B o A% il il A e o A
“ | BRAEE 'wTij 11 Figuras 5.17, 5.19
= VR Yy - Figuras 517, 5.
2 f 41_|f£414ifl41; (series de datos Graficas 33)
B T a4 L .
16 L0 I Y R ] R
4 ik 2k s A4 i Y+
Figura 5.15: Origen de las series de datos para el “Estudio 2 - Parte 2"

En esta ocasion, las graficas de las figuras 5.16 y 5.17 (*V=2" y ‘V=16") muestran con
bastante claridad el comportamiento de la evolucion de los tiempos de ejecucion de
CREA en funcién de ‘C’. Dado que cada serie de datos representa un conjunto de datos
con una misma cantidad de registros ‘N’, queda patente como a medida que se aumenta
el nimero de columnas el tiempo crece, inicialmente con una pendiente pequefia (tramo
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3). Luego se observa un comportamiento no lineal (tramo 2), para pasar a crecer
nuevamente de forma lineal pero con una pendiente mayor (tramo 1).

Tiempos para V=2 y diferentes valores de N

160000,0
20x10°
140000,0 — ] 8X 105
3
120000,0 16x10
— 14X 105
100000,0 12%10°
Q —
80000.0 10108
z e BX105
60000,0 Bx105
40000.0 e 4%105
—
20000,0
0,0 -t
2 4 6 8 10 12 14 16 18 20 22 24 26 28 30 32
C
Figura 5.16: Tiempo frente a ‘C’ para V=2’
Tiempos para V=16 y diferentes valores de N
180000,0
20¢105
160000,0 — 18105
140000,0 16105
— 5
120000,0 14x10
12x10°
H0000.0 — 10x10°
£
80000,0 Bx105
3
60000,0 6x10
e 4% 105
40000,0 —_—2x10E
20000,0 —
[],[] I T
2 4 6 8 10 12 14 16 18 20 22 24 26 28 30 32

C
Figura 5.17: Tiempo frente a ‘C’ para ‘V=16’

Como cabria esperar por el estudio tedrico de la complejidad, el punto de cambio de
tramo se adelanta en la segunda gréfica donde el valor de “V’ es mayor. Al igual que en
el epigrafe anterior, se ha creido oportuno realizar una ampliacion de la parte inferior de
las figuras 5.16 y 5.17 (ver figuras 5.18 y 5.19 respectivamente) para apreciar con mas
detalle la evolucién de las curvas de tiempos. La tabla 5.3 muestra los valores V<’ y
“V*2* para “V=2" que se van a utilizar para sefialar las fronteras de los tramos de la
funcién de complejidad tedrica que se pueden ver en la figura 5.18.
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Tabla 5.3: Valores de V°© y Vel para V=2 y Tramos teoricos para cada valor de ‘N’ (x105)

C 2¢ 2¢+2 N-2 | N-4 | N-6 | N-8 [N-10 | N-12 | N-14 | N-16 | N-18 | N-20
2 4 16| T3 | T3 | T3 [ T3 | T3 | T3 | T3 | T3 | T3 | T3
3 8 32| T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
4 16 64| T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
5 32 128 T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
6 64 256| T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
7 128 512| T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
8 256 1024 T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
9 512 2048 T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
10 1024 4096| T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
11 2048 8192| T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
12 4096 16384 T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
13 8192 32768| T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
14 16384 65536 T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
15 32768 131072 T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
16 65536 262144 T3 | T3 | T3 | T3 | T3 | T3 | T3 | 13| T3
17| 131072 524288 U R SR I T3 &2)| 13 | T3
18| 262144| 1048576 T1 T3 | T3 | T3 | T3 | T3
19| 524288| 2097152| T1 | T1
20| 1048576| 4194304 T1 | T1 | T1 | T1 | T1
21| 2097152| 8388608 T4 | T4 | T2 | T2 | T2 | T2 | T2 | T1 | T1 | T1
Tiempos para V=2 y diferentes valure?de N
40000,0
20x10°
350000 — 1ET0F
30000.0 (teorico) 16x10*
— 1410
250000 12105
0000 —_— 1 10e
_—— Tramo 2 = 2’”“;
tedrico) x10
100000 — 4105
2x10°
5000,0
(tedrico)
0.0 e

Figura 5.18: Tiempo frente a ‘C’ para ‘V=2' (ampliado)
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Del mismo modo que para el caso anterior, ahora para ‘V=16’, la tabla 5.4 muestra los
valores ‘V®* y “V?* que identifican las fronteras de los tramos de la funcién de
complejidad tedrica que se pueden ver en la figura 5.19.

Tabla 5.4: Valores de V°y V"% para V=16 y Tramos tedricos para cada valor de ‘N’ (x10°)

C 16°¢ 16+ N-2 | N-4 | N-6 | N-8 [N-10|N-12|N-14|N-16 [N-18|N-20
2 256 65536 T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
3 4096| 1048576 T3 | T3 | T3 | T3 | T3
4 65536| 16777216
5| 1048576| 268435456 T1 | T1 | T2 | T2 | T1
6| 16777216| 4.29E+009| T1 | T2 | T2 | T2 | T2 | T2 [ T2 | T2 | T2 | T2
7| 268435456 6.87E+010| T1 | T4 | T2 | T2 [ T2 | T2 [ T2 | T2 | T1 | T2
8| 4.29E+009| 1.01E+012| T1 | T2 | T2 | T2 [ T2 | T2 [ T2 | T2 | T1 | T2
9| 6.87E+010| 1.75E+013| T1 | T2 | T2 | T2 [ T2 | T2 [ T2 | T2 | T1 | T2
10| 1.01E+012| 2.81E+014| T4 | T2 | T2 | T2 | T2 | T2 | T2 | T1 | T2 | T1
11| 1.75E+013| 4.50E+015| T4 | T1 | T2 | T2 | T2 | T2 | T2 | T1 | T2 | T1
12| 2.81E+014| 7.21E+016| T4 | T1 | T2 | T2 | T2 | T2 | T2 | T1 | T1 | T1
13| 4.50E+015| 1.15E+018| T4 | T1 | T4 | T2 | T2 | T2 | T2 | T1 | T1 | T1
14| 7.21E+016| 1.84E+019| T4 | T1 | T2 | T2 | T2 | T2 | T2 | T1 | T1 | T1
15| 1.15E+018| 2.95E+020| T4 | T2 | T2 | T2 | T2 | T2 | T2 | T1 | T2 | T1
16| 1.84E+019| 4.72E+021| T4 | T2 | T2 | T2 | T2 | T2 | T2 | T1 | T1 | T1
17| 2.95E+020| 7.56E+022| T4 | T1 | T2 | T2 | T2 | T2 | T2 | T1 | T1 | T1

18| 4.72E+021| 1.21E+024| T4 | T1 | T4 | T2 | T2 | T2 | T2 | T1 | T1 | T1

19| 7.56E+022| 1.93E+025| T4 | T1 | T2 | T2 | T2 | T2 | T2 | T1 | T2 | T1
20| 1.21E+024| 3.09E+026| T4 | T1 | T2 | T2 [ T2 | T2 | T2 | T1 | T2 | T1
21| 1.93E+025| 4.95E+027| T4 | T1 | T4 | T2 | T2 | T2 | T2 | T1 | T2 | T1

Tiempos para V=16 y diferentes valores de N

20x10°

— 18105

18x10°

— 4105

12¢10°

— 1x 10t

Bx10®

6x10°

— 4105

—_— 210

Tramo 1
(teorico)

10 12 14 18
C

Figura 5.19: Tiempo frente a ‘C’ para ‘V=16' (ampliado)

16 20 22 24
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5.2.5 Estudio 3: Analisis del tiempo frente a *V’
Parte 1: Comparativa por el nimero de registros ‘N’

Las series de datos para el andlisis correspondiente a esta primera parte del tercer
estudio se han extraido del cubo [NCV-T] como se indica en la figura 5.20. Se han
obtenido graficas para comparar la evolucion del tiempo para diferentes valores de ‘C’
fijado un valor concreto de “N’.

Vista 1
C | V | N=2x10° 4x10°, ..., 20x10°, o Figura 5.21
RIS O S S S S (series de datos Grafica 34)
> I [ ST T B T N '
A SRS SR R A A . .
2 | & FpriTzoccciziageririags (series de datos Grafica 35)
O N St el el B
O I S b el 3 R E .
TN S s 8 T BN (series de datos Grafica 36)
2 o R R e e st e b
T H B bl £ B e ol o s
D I | S lunat et b el 028 i (series de datos Grafica 37)
Fii g i (10 e I e e
ol o drtaf s ke e sl 1
| o A e ol e o o] e e (series de datos Grafica 38)
J J__'_|_L N KN N
3 T T | 1 | T4 r 17
8 -‘ _"T"_l__l__l_'T _l__l__l_"'l N
Frt11-"Frtt4a-FFFT17 17 ¥ A
C o fEriToodritioririill ™ (series de datos Gréfica 39)
o i e e W e
O e ok s e o 1o P
i 'j::::Et"TT;j:j; [1111] ™ (series de datos Grafica 40)
L 1 =L J 8 LL ]
B IR 5 Sl St sl te atunte chs 1 '
[ toriiaeiriid] ™ (series de datos Grafica 41)
| | 1 | | | | | |
IRy 'S NI S R R B I SR
2 FEtrs-rerii et , :
o | 3 EFricar o a g rbiing- ®- (series de datos Grafica 42)
| {3 A SR EE R St .
RSN R Ry N 4 @ Figura 5.22
It iy (series de datos Grafica 43)

Figura 5.20: Origen de las series de datos para el “Estudio 3 - Parte 1”

Las graficas obtenidas en este estudio reflejan que, para un valor de ‘N’ concreto, el
parametro ‘V’ incide en menor medida que el resto de variables en el aumento del
tiempo, especialmente para valores grandes de ‘C’. En las siguientes graficas (figuras
5.21 y 5.22) se observa como el tiempo de proceso para ‘C=32’ presenta una evolucién
erratica, sin una tendencia clara, siendo mas acusada para ‘“N=20x10"’, es decir, para el
caso del conjunto de datos mas grande.

Para los valores menores de ‘C’ el tiempo presenta una ligera tendencia creciente al
aumentar ‘V’, dicha tendencia creciente es mas clara cuanto mas pequefio es el nimero
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de columnas consideradas. En este caso puede concluirse que, para determinar la
complejidad computacional del algoritmo CREA, para un mismo ndmero de registros
‘N’, el parametro “V’ va perdiendo importancia cuando aumenta el nimero de columnas
del conjunto de datos considerado.

Tiempos para N=2x10° y diferentes valores de C

16000,0
14000,0 —_—32
12000,0 16
10000,0

. 8
2 8000,0

o

'_

; —
60000 /~,/

2000,0
0,0 T
2 3 4 6 8 10 12 14 16
v
Figura 5.21: Tiempo frente a ‘V’ para ‘N=2x10"'
Tiempos para N=20x1(° y diferentes valores de C
1800000
1600000 — 37
1400000
— 16
120000,0
H0000,0 i
(=1
E
igamnﬂ,n s ]
60000,0
40000,0 2
20000,0
0,0 e e e ———————}
2 3 4 6 8 10 12 14 16

v
Figura 5.22: Tiempo frente a ‘V’ para ‘N=20x10>

En las graficas anteriores (figuras 5.21 y 5.22), por motivos de escala, no se aprecia con
claridad cémo crecen las curvas de tiempos para los valores méas pequefios de ‘C’. La
figura 5.23 es una ampliacion de la parte inferior de la gréfica 5.21. En ella, ahora si, se
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observa como para los valores ‘C=2’, ‘C=4" y ‘C=8" las curvas de tiempos
correspondientes si presentan una tendencia creciente, claramente mayor para el valor
mayor de ‘C’. De forma analoga, la figura 5.24 muestra una ampliacion de la figura
5.22 que también confirma que para valores pequefios de ‘C’ los tiempos también son
crecientes.

Tiempos para N=2x10° y diferentes valores de C
1000,0

900,0 — 32
800,0

700,0 16
600,0 8
500,0

]

Tiempo

400,0 S—'t
300,0

200,0

100,0 - -

0.0
2 3 4 L] 8 10 12 14 16
v

Figura 5.23: Tiempo frente a 'V’ para ‘N=2x10" (ampliacion)

Tiempos para N=20x10° y diferentes valores de C
6000,0

—

0.0

5

2 3 4 L] 8 10 12 14 16
v
Figura 5.24: Tiempo frente a ‘V’ para ‘N=20x10> (ampliacion)
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5.2.6 Estudio 3: Analisis del tiempo frente a *V’

En este Gltimo apartado del analisis multidimensional de los tiempos de ejecucion del
algoritmo CREA, se va a estudiar cbmo evolucionan dichos tiempos en funcion de la
variable “V’, fijando, en este caso, un valor de ‘C’ y obteniendo series de datos
comparativas por el namero de ejemplos del conjunto de datos. La figura 5.25 muestra
esquematicamente la forma en que se han tomado los datos del cubo [NCV-T] para

Parte 2: Comparativa por el nimero de columnas ‘C’

representar las graficas correspondientes a esta parte del analisis.

Vista 1
c | v | N=2x10% 4x10%, ..., 20x10°%,
- ll JI it da-
i - Lyd 4L
: N O Y
} R
1
2 4 -1t A9y T
. -1+ T4 ol il
L1 dd -t 14 q-
| Lol ) Loy |
| | | | | |
--JI-- -JI--|--|---4--|--
L SN Sy R
2 Il Il i g R
| Bog i pe et SRl g |
1
4 ol i ek gy e
- 194==Frj L — -
_..J.__|__|__ ..J__|__|_._|.__|__
N, E Lo T Ly
| | i | | |
_.JI.. .JI__|__|_. 44548
S _LL =L LR g
2 il S kg i i
3 ':'_ "1_ CECET
& 4 =~ Frnr ETT TR GE T T
-t ke e bl ol
. __|__-|'_ b _|__|_.1|.._|__|__,_
, Ll gL b L A
T T N T | L oL
AR S SS F Sh Fa §S R S
- JI-—-I——:——J---JI——I——JI— -i--—lL——
S4__LL T N N G
- by iy il s Ay O i
POl B S by s s iy bl g L e
1 1 1
1 e B L T LA
S EEE S S B S B R 5
T o o e oy S P
L AL M ONE i AL FE JR 2
LY, | | | Lo
_._:_ __'__4.._:__|__|_..4-_|__
4 Lot _ 4 a_p By 1 409
R A
S i By o NN BN B L ELEN RPN
1 1 T T T
B o i Tl e Bt ol e i
- R A | ) T e
N R R N R 0 T R
A BL FR AR IR S5 SR N AR R A
| | | | | | | | |

En la figura 5.26, para ‘C=2" (cantidad minima de columnas) se observa que, para los
diversos valores de ‘N’, la tendencia que presenta la evolucion del tiempo es lineal en
todos los casos. Se puede comprobar que todas las curvas de esta grafica se caracterizan
por hallarse en el tercer tramo de la funcién de complejidad ya que para el mayor valor
de ‘V’ considerado (‘V=16’) y para el menor numero de registros representado

o Figura 5.26
(series de datos Grafica 44)

(series de datos Grafica 45)

Figura 5.28
(series de datos Grafica 46)

W= (series de datos Grafica 47)

Figura 5.27
(series de datos Grafica 48)

Figura 5.25: Origen de las series de datos para el “Estudio 3 - Parte 2"

(‘N=2x10%") se cumple que ‘V°*?< N’ (16* = 65536 < 200000).
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Tiempos para C=2 y diferentes valores de N

1000,0
—20x10°
900,0 —— 18x10°
800,0 16x10°
700,0 — 14x10°
600,0 w— ] 20105
Q 14
g 500,0 10x10
k5 ax10°
= 4000
6x10°
300,0 4x10°
200,0 — x10°
100,0
0,0 —
2 4 6 8 10 12 14 16
v
Figura 5.26: Tiempo frente a 'V’ para ‘C=2’
Tiempos para C=32 y diferentes valores de N
180000,0
— 20x 105
160000,0 — 18X 10°
140000,0 16x10%
— =
120000,0 14x10
—_—12x105
100000.0 10x10°
.&mm,ﬂ \/\/_/§ o
|_
5
60000,0 6x10
i \/\ —4.){1{]5
400000 2x10°
200000 —]
0,0
2 4 6 8 10 12 14 16

v
Figura 5.27: Tiempo frente a 'V’ para ‘C=32’

La figura 5.27, para ‘C=32" (nUmero maximo de columnas consideradas), ratifica la
conclusion del epigrafe anterior, para valores grandes de ‘C’ la evolucion del tiempo de
ejecucion es erratica, sin una tendencia clara, presentando fluctuaciones mas acusadas
para los valores de ‘N’ mayores. Se confirma por tanto la deduccion del apartado
anterior: para valores pequefios de ‘C’, un aumento en el valor de “V’ produce aumentos
en los tiempos de ejecucion, en cambio, para valores grandes de ‘C’, el parametro ‘V’
tiene menos influencia en el tiempo de ejecucion.
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Para ‘C=8’ se da un caso interesante en el que puede apreciarse cémo el tiempo de
ejecucidn pasa por los tres tramos de la funcién de complejidad. La tabla 5.5 muestra la
localizacion tedrica de dichos tramos. La figura 5.28 muestra la evolucion del tiempo de
ejecucion en funcién de “V’ para conjuntos de datos de ocho columnas. En este caso se
puede apreciar como al principio de la gréafica se produce un cambio de tendencia
acorde con la definicion tedrica por tramos de la funcion de complejidad.

Tabla 5.5: Valores de V°©

Vs para C=8 y Tramos para cada valor de ‘N’ x105)

V| Ve=\8 VE2=v* | N-2 | N-4 | N-6 | N-8 |N-10|N-12|N-14 |N-16 | N-18 | N-20
2 256 1024| T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
3 6561 50049 T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3 | T3
4 65536 1048576 T2 | T3 | 13 | 713 | T3
5 390625 9765625
6 1679616| 60466176
7 5764801| 282475249| T1 | T1 | T1 | T1 | T2 | T2 | T1 | T1 | T1 | T1
8| 16777216 1.07x10°| Ta | T2 | T2 | T2 | T1 | Ta | T1 | T2 [ T1| T1
9| 43046721| 347x10°| TL | T1 | T1 | T1 | T1 | T1 | T1 | T1 | T1 | T1
10| 100000000 1.00x10™| T2 | T2 | T2 | T2 | T2 [ T2 | T2 | T2 | T1 | T2
11| 214358881 2.59x10°| T1 | T2 | T2 | T2 | T2 | T2 | 72 | T2 | T2 | T2
12| 429981696 6.19x10°| T1 | T2 | T2 | T2 | T2 | T2 | T2 | T2 | T2 | T2
13| 815730721| 1.38x10"| T1 | T2 | T2 | T1 | T2 | T1 | T2 | T2 | Tl | T1
14| 1.48x10°| 289x10"| T2 | T2 | T2 | T2 | T2 | T2 | T2 | T2 | T2 | T2
15| 256x10°| 577x10"| T1 | T2 | T2 | T1 | T1 | T1 [ T1 | T2 | Tl | T1
16| 4.29x10°| 1.10x10%| T2 | T2 | T2 | T2 | T2 | T2 | T2 | T2 | T2 | T2
Tiempos para C=8 y diferentes valores de N
40000,0 1
| — 20 10"
w Ay
300008 Tramo 3 e A
25000,0\_Lt€0rico) — 12010
E;zmm_u 10x10°
T 8x10°
13000,0 Ex105
- =
s (tedrico)

Figura 5.28: Tiempo frente a 'V’ para ‘C=8’

8
v

10

12

14

16
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5.2.7 Discusion sobre el analisis

A lo largo de todo el epigrafe 5.2 se ha realizado un analisis pormenorizado de la
evolucion de los tiempos de ejecucion del algoritmo CREA en funcion de los
parametros ‘N’, ‘C’ y “V’. A continuacion se pasa discutir de forma conjunta y
sintetizada los resultados obtenidos en cada una de las partes del citado analisis.

Con respecto a ‘N’, queda patente que este parametro influye linealmente en los tiempos
de ejecucion. En todos los casos un aumento en el tamafio de la muestra produce
aumentos proporcionales en los tiempos de ejecucién, si bien para un namero elevado
de columnas se producen algunas fluctuaciones en las graficas, la tendencia observada
sigue siendo linealmente creciente. Igualmente se observa como la pendiente de las
lineas de tiempo cambia segun los valores de ‘C’ y “V’ considerados. Este cambio se
hace especialmente evidente en la figura 5.6 en la que se percibe una diferencia notable
en las pendientes de las curvas que pertenecen al primer tramo de la funcion de
complejidad, respecto a la que se corresponde con el tercer tramo. Por otra parte, las
pruebas empiricas indican que a medida que aumenta el valor de ‘C’, el parametro ‘V’
influye menos en el incremento de tiempo de proceso.

Considerando el parametro ‘C’, se ve como al principio de las curvas (valores pequefios
de ‘C’) el tiempo de ejecucion presenta comportamientos lineales con baja pendiente
(tercer tramo), después se aprecia un comportamiento no lineal (segundo tramo), para
finalmente volver a presentar un comportamiento lineal con pendiente mayor que al
principio (tercer tramo). Para valores pequefios de ‘V’, las partes de las curvas
pertenecientes a los tramos tercero y segundo ocupan un espacio mayor en las graficas.
En cambio, para valores grandes de ‘V’ esos mismos tramos se encuentran mas
préximos al principio de las graficas, siendo el tercer tramo el que ocupa casi la
totalidad de cada una de ellas. Si bien se ve cédmo al aumentar ‘V’ los tiempos de
gjecucién aumentan mas deprisa al principio, a medida que aumenta ‘C’ los incrementos
de “V’ son cada vez menos influyentes en el tiempo.

En el estudio realizado sobre el pardmetro ‘V’ se confirma el hecho de que los
incrementos en este pardmetro producen un incremento en el tiempo de ejecucion pero
solamente cuando los valores de ‘C’ son bajos o intermedios; en cambio, para valores
de ‘C’ grandes el pardmetro ‘V’ parece no influir en absoluto en los tiempos de
ejecucion, confirmandose la anterior observacion acerca de la influencia de “V’ para los
valores superiores de ‘C’. Es especialmente interesante el caso de conjuntos de datos de
8 columnas (*C=8’, figura 5.28) en el que se puede ver como las curvas de tiempos
evolucionan pasando por los tres tramos de la funcion de complejidad, confirmandose
una vez mas la coherencia entre el estudio tedrico del coste computacional del algoritmo
CREAy el presente analisis empirico.
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Queda afadir que en algunas de las graficas donde se han superpuesto los tramos
tedricos de la funcién de complejidad, no siempre coinciden exactamente con los tramos
que en dichas graficas presentan la evolucion temporal empiricamente observada. Debe
tenerse en cuenta que la funciéon de complejidad calculada en el capitulo 3 (expresion
3.12), es una aproximacion asintdtica, no un valor exacto del tiempo que tarda el
algoritmo CREA en ejecutarse. Ademas, esta funcion se ha calculado considerando el
peor escenario posible en el que el conjunto de datos de entrada para CREA genera un
numero maximo de reglas y todas ellas estan totalmente expandidas, cosa que no es
normal que pase en un caso real. Por estas razones es de esperar que las cotas o
margenes que delimitan los tramos de la funcion de complejidad tedrica no siempre
coincidan totalmente con los tramos observados a partir de las mediciones sobre los
conjuntos de datos simulados. La naturaleza concreta del conjunto de datos que se esté
analizando en cada caso (independientemente de los valores ‘N’, ‘C’ y “V’) siempre
influira en el tiempo de ejecucion del algoritmo. No obstante, si se observa en la
experiencia computacional la existencia de estos tres tramos que, aungue no coincidan
exactamente con los obtenidos tedricamente, se aproximan suficientemente a estos.
Notese también que las magnitudes ‘N’, ‘C’ y ‘V’ son discretas y las graficas
presentadas en este apartado se han dibujado de forma continua, mediante interpolacion,
con el objetivo de que fuese mas facilmente apreciable la tendencia que en cada caso
presenta cada curva, aunque dicha interpolacion es siempre una aproximacion.

En el capitulo 2 de esta tesis (epigrafe 2.2, objetivo 5) se planted verificar si se cumplia
la siguiente hipotesis: Dados dos conjuntos de datos con igual nimero de ejemplos, si se
cumple que la potencia “V©’ coincide en ambos casos, los tiempos de ejecucion del
algoritmo CREA para dichas muestras coinciden o son muy parecidos. La tabla 5.1
muestra el valor de “V®’ para los conjuntos de datos considerados en el anélisis
empirico, se encuentran coloreados del mismo color aquellos casos en los que el valor
“V©* coincide. Para verificar o rechazar empiricamente la hip6tesis formulada habra que
prestar especial atencién a los tiempos de ejecucion obtenidos en los conjuntos de datos
indicados.

Tabla 5.6: Valores de V° para los conjuntos de datos simulados

c=8 C=16 c=32
V=2 256 65536|4294967296
V=3 6561| 43046721| 1.85x 10"
V=4 256 65536(4294967296| 1.84 x 10™
V=6 36 1296|  1679616| 2.82x 10*| 7.96 x 10°*
V=8 64 4096 16777216 2.81x 10| 7.92 x 10%®
V=10 100 10000| 100000000 1.00 x 10*°| 1.00 x 10*
V=12 144 20736| 429981696| 1.85x 10"/ 3.42 x 10**
V=14 196 38416|1475789056| 2.18 x 10*°| 4.74 x 10%°
V=16 256 65536|4294967296| 1.84 x 10*°| 3.40 x 10%°
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La tabla 5.7 muestra una parte de los tiempos de ejecucion del algoritmo CREA,
resaltando con igual color los casos en los que el valor “V°’ coincide.

Tabla 5.7: Tiempos de ejecucion segtin valor V©

vic N= N= N= N= N= N= N= N= N= N=
2x10° | 4x10% | 6x10° | 8x10% |10x10%[12x10%| 14x10° | 16x10° | 18x10° | 20x10°
2|2 21.9 42.2) 62.5 82.8| 104.7| 123.4 145.3 165.7 185.9 206.2,
2|4
2|8 356.2| 742.2| 1143.8| 1454.7| 1803.1] 2175.0f 2559.4| 2921.8] 3400,0f 3693.7
2 (16| 2961.0] 5690.6| 7904.7(10278.1/12220.314364.1| 16687.5( 19207.8| 21746.8| 24231.3
2 |32(10381.2[24142.2(34725.0(54681.2/59109.4{80293.8/103779.7(130282.8(129020.3|136096.9
4| 2
4|4 123.4 251.5| 384.3| 510.9] 671.9] 778.1 940.7] 1082.8] 1203.1| 1334.3
4 | 8 | 1139.1] 1871.9| 2548.4| 3243.8| 3995.3| 4635.9] 5386.0] 6084.4] 6714.0] 7543.8
4 (16| 4231.3| 9300.0[17284.4{20937.529150.0[39946.9| 52575.0] 46112.5| 51581.3| 62971.9
4 [32] 9296.9[20646.9[28576.5[47801.6(69915.7(63828.1| 83643.7|106926.6/130068.7(156540.6
16| 2 93.7| 185.9| 279.7| 371.9] 464.1f 556.3 648.4 742.2 835.9 929.6
16| 4 873.5| 1292.2| 1623.4| 1971.9| 2348.4] 2704.7| 3029.7| 3385.9] 3740.6 4081.3
16| 8 | 3746.9| 7729.7(11017.2(16425.0/18003.1|23561.0] 29109.4{ 35428.2| 32306.3| 37560.9
16|16 | 7239.1(12782.819184.326917.2/]34836.043226.5| 51579.7| 60587.5| 69168.8| 78279.7
16| 32 [14615.6[25098.4|37075.0/52078.2/69934.3|88725.0/108309.4{126728.1{146712.5|]166485.9

VES18] \°=256 V°=65536 V°=4.29x10° V°=1.84x10"

A la vista de los datos puede concluirse que la hipdtesis planteada debe ser rechazada,
ya que en ningun caso se aprecia que los tiempos de ejecucion coincidan o se aproximen
para valores iguales de “V°’. El comportamiento observado resulta ser que, para dos
conjuntos de datos ‘E;” y ‘E,’ caracterizados con los atributos ‘N;’, ‘C;” y “Vi el
primero, y ‘N5, “‘C,” y “V-” el segundo, cumpliéndose que ‘Ni=N,’ y ‘V:“=V,*%" se
tiene que los tiempos de ejecucion son mayores cuando “‘C’ es mayor. Graficamente, las
figuras 5.29 y 5.30 (para ‘V°=256" y “V°=4.29x10% respectivamente) corroboran este
hecho (en el anexo Il se pueden encontrar otras gréaficas que también lo confirman).

Tiempo

4000
3300
3000
2300

2000

=

=

130

100

=]

300

o B=

210

4x10°

Bx10%

Tiempos para VAC = 256

M

mvV=2/C=8
mv=4/C=4
V=16/ C=2

ul.l.l““

8x105 1M10F 1210F 110F 18x10F 18105 2c10F

Figura 5.29: Comparativa de tiempos para conjuntos con V°=256
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Tiempos para VAC = 4,29 x 10° WV=2/C=32

Tiempo mV=4/C=16
; V=16/ C=8
140000

120000

100000

80000

60000

40000

20000 L
. "

2105 105 6105 8105 1010F 12¢010°F 14x10F 18x10F 1810F 20107
M

Figura 5.30: Comparativa de tiempos para conjuntos con V°=4.29 x 10°

5.3. Resultados de CREA sobre datos reales venta B2B

Para verificar la eficacia del algoritmo CREA y comprobar que, efectivamente, permite
generar modelos validos en el ambito estratégico-empresarial, se ha realizado un
segundo trabajo basado en la utilizacion de datos reales provenientes de las ventas
realizadas por la empresa MUSTANG. Este conjunto de datos ya fue descrito en el
capitulo 4 (epigrafe 4.3), donde también se comenté el preprocesamiento realizado con
el mismo. A modo de resumen se vuelve a transcribir la tabla 4.13 que sintetiza las
caracteristicas del conjunto final de datos procesados por el algoritmo CREA tras el
preprocesamiento.

Repeticion de la tabla 4.13: Descripcion del conjunto de datos empresariales

Numero de registros: N
N = 423085
NUumero de columnas: C
c=10
Numero de valores por columna: V
V1l = |Sem-Ped] = 52
V2 = [Marca| = 7
V3 = |PrecioParD|] = 5
V4 = |Temporada|] = 14
V5 = |Categoria] = 3
V6 = |Estilo| = 4
V7 = [Tipo| = 14
V8 = |Corte| = 25
V9 = |Rasgo| = 29
V10 = |UnidadesD| = 6
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Notese que en este caso, por tratarse de datos reales (no creados de forma sintética), el
parametro ‘V’ no tiene el mismo valor para todos los atributos del conjunto de datos,
sino que mas bien es diferente para (casi) todos ellos, por lo que en este caso, el valor
‘V se asimilard al producto de todos los valores ‘V;’ de todos los atributos
considerados.

Ve =T, vi (Expresion 5.3)

Como también se determind en el epigrafe 4.3, el objetivo empresarial es caracterizar la
cantidad de productos vendidos en funcion del resto de atributos seleccionados, por
tanto, la variable objetivo en este estudio es ‘UnidadesD’, es decir, este atributo va a ser
el consecuente de las reglas que se van a generar y el resto formaran parte del
antecedente.

5.3.1. Extraccion de caracteristicas mas relevantes

Antes de generar ningun conjunto de reglas se ha realizado un estudio previo para
determinar cuales de los atributos del antecedente o qué subconjunto de ellos esta mejor
correlacionado con la variable consecuente. Para ello se ha utilizado una variante de la
métrica ‘ACI" (‘Attribute Correlation Index’ o ‘Indice de Correlacion de Atributos’)
que se calcula en el método RBS (ver epigrafe 2.2.1), y que ya fue utilizada con
resultados satisfactorios en el trabajo de Zaragozi (2011). La variante de esta métrica, a
la que se ha denominado ‘WACI’ (‘Weighted Attribute Correlation Index’ o ‘indice de
Correlacion de Atributos Ponderado’) consiste en aplicar un peso ‘w;’ a cada una de las
regiones con reglas significativas identificadas en el método RBS. La férmula para el
calculo de esta métrica es la indicada en la expresion 5.4.

(W, |REG-1| + Wy |REG-2| + w3-|REG-3|) / | R |

WACI(Rr,w1,Wz,Ws) = wy-area(REG-1) + w,-area(REG-2) + wj-area(REG-3

) (Expresion 5.4)

Esta formula para calcular la métrica “WACI’ deriva de la expresion 2.10 y como puede
observarse aplica unos pesos ‘w;’, ‘W’ y ‘w3’ al numero de reglas y al area de cada una
de las regiones ‘REG-1’, ‘REG-2’ y ‘REG-3’. El objetivo de esta nueva meétrica es
permitir al analista de los datos dar mayor o menor importancia a unas regiones frente a
otras. Notese que si se da el valor ‘1’ a los tres pesos, la nueva métrica “WACI’ coincide
con el valor “‘ACI’, es decir, se cumple la igualdad de la expresion 5.5.

WACI(Rr,1,1,1)=ACI(Rr) (Expresion 5.5)
En este estudio se considerd que las reglas de la region ‘REG-3’ no eran importantes

para el analisis por lo que se optod por usar los siguientes pesos para todo el analisis:
‘wi=1", ‘wp=1"y ‘wz=0".
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Dado que el namero de atributos a considerar en el antecedente no es muy grande,
solamente 9, se decidi6 probar un método de fuerza bruta que ejecuta todas las posibles
combinaciones de antecedentes. Las reglas con un antecedente minimo son de la forma:

{Atr-i} — {UnidadesD} (Expresion 5.6)

Donde ‘Atr-i’ puede ser cualquiera de las variables que pueden formar parte del
antecedente. Por tanto se generaran 9 modelos diferentes con esta forma. Por otra parte,
las reglas con el mayor antecedente posible tiene la forma:

{Atr-1, Atr-2, ..., Atr-9} — {UnidadesD} (Expresion 5.7)

Donde la tupla ‘{Atr-1, Atr-2, ..., Atr-9}" estard& formada por las 9 variables
antecedentes. En este caso se generard un unico modelo de reglas de clasificacion.
Considerando estos casos Yy todos los posibles casos intermedios, reglas que tengan en el
antecedente 2, 3, 4, 5, 6, 7 y 8 variables, en total se han considerado 2°-1=511 modelos.
En la tabla 5.8 se muestran el ranking de las 20 combinaciones de antecedentes que
mejor valor de “WACI’ obtuvieron. A raiz del estudio realizado se pueden extraer las
siguientes conclusiones:

1. Individualmente, las variables ‘Estilo’ y ‘Marca’ presentan la mejor correlacion
con la cantidad de unidades pedidas. Ambas tienen una incidencia casi idéntica,
siendo el “Estilo’ ligeramente superior (por unas pocas milésimas).

2. Consideradas globalmente, es decir, en los 20 resultados obtenidos, las dos
variables siguen teniendo una importancia similar, ya que ambas aparecen en 7
de las 20 mejores combinaciones.

3. Precisamente, conjuntamente ‘Marca’ y ‘Estilo’ son el tercer mejor resultado,
que apenas difiere en 6,5y 7 centésimas de los dos mejores resultados.

4. Las variables ‘Categoria’ y ‘PrecioParD’ (precio par discretizado) son,
respectivamente, la tercera y cuarta en importancia ya que aparecen en las
combinaciones cuarta y quinta, y conjuntamente en la sexta. Ademas,
globalmente se repiten 7 y 5 veces respectivamente.

5. Las variables ‘Rasgo’ y ‘Temporada’ parecen tener una importancia media/baja
ya que no aparecen hasta la octava y novena combinacién.

6. Los atributos ‘Tipo’ y ‘Corte’ presentan una correlacion menor que los
anteriores, ya que no aparecen hasta las combinaciones decimocuarta y
vigésima.
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7. El campo ‘SemPed’ (semana del pedido) no aparece en ninguna de las 20
combinaciones consideradas.

Tabla 5.8: Mejores combinaciones de variables segun ‘WACI’ para wi=1, w,=1 y w3=0

Sem Precio| Tem- | Cate- . . v
Ped Marca ParD |porada| goria Estilo | Tipo | Corte |Rasgo| WACI WACI
#1 Estilo 0.4039| ---
#2 Marca 0.39830.0056
#3 Marca Estilo 0.3326(0.0657
#4 Marca Celies 0.2563|0.0763
goria
Precio
#5 ParD 0.1746|0.0817
Precio Cate-
#6 ParD goria 0.1644|0.0102
Precio
H#7 Marca ParD 0.1290(0.0354
#8 Rasgo|0.1254(0.0036
#9 Tens 0.1202|0.0052
porada : :
Tem- | Cate-
#10 poradal goria 0.1196|0.0006
#11 Marca FF | Esiilo 0.1043|0.0153
goria
#12 Cate- Rasgo|0.1032(0.0011
goria 900 :
Precio .
#13 ParD Estilo 0.10110.0021
Cate- . .
#14 Marca goria Estilo | Tipo 0.0994|0.0017
Tem-
#15 Marca porada 0.0957(0.0037
Precio .
#16 ParD Estilo Rasgo (0.0938|0.0019
Cate- .
#17 goria Tipo 0.0910(0.0028
#18 Tipo 0.0910(0.0000
#19 e Estilo 0.08870.0023
porada ' '
#20 Corte 0.0811|0.0076

Hay que hacer ver que este ranking de atributos es valido para el caso concreto del
estudio de la variable *‘UnidadesD’ y es totalmente dependiente de los datos empleados
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en dicho estudio. Los resultados podrian cambiar si se afiadiera alguna otra variable al
estudio, si alguna de las que se ha discretizado se volviera a discretizar con otro criterio
o si la variable consecuente se cambiara por otra.

5.3.2. Clasificacion del volumen de ventas

Para las siete mejores combinaciones de variables obtenidas en el epigrafe anterior, se
generan los correspondientes conjuntos de reglas con el algoritmo CREA y se comentan
las reglas mas confiables (en verde) y también, las no confiables (en rojo). Dichas reglas
comentadas son un extracto de los resultados completos obtenidos. En cada apartado se
incluye una tabla que contiene todas las reglas de cada uno de los siete modelos
generados, dispuestas segun su grado de confiabilidad o no confiabilidad (regiones 2, 1
y 3 en verde, rojo y amarillo respectivamente). A continuacion se muestran los
resultados mas relevantes de los siete casos estudiados, es decir las siete mejores
combinaciones de variables:

Combinacion #1 (ver tabla 5.9):

Regla: {Estilo} — {UnidadesD}

Tabla 5.9: Conjunto de reglas reducido para {Estilo} — {UnidadesD}

Antec => Consec.
UnidadesD

est N Num_000_015
2.230| 27.46dlest N Num_031_030
2.230 9.800|est N MNum_200 +++
2.230 8.533|est N MNum_101_200
2.230 7.812]est N Num_051_100
2.230 7.653est N Mum_ 016 030
0.009| 63.158|est 10 Mum_000 015
0.009| 15.789]est 10 MNum_031_030
0.009| 10.526]est 10 Num_051_100
0.009 7.895]est 10 Num_016_030
0.009 2.632|est_10 Num_200_ +++

e El Estilo mas demandado, un 81% de los pedidos, es el ‘02’
En dichos pedidos:
© Un 49,7% de las veces se pidieron entre 31 y 50 unidades
RS cntre 51 y 100 unidades

BREEA cntre 101 y 200 unidades
BRI e las veces se pidieron 200 o méas unidades

o O O
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Combinacion #2 (ver tabla 5.10):

Regla: {Marca} — {UnidadesD}

e La Marca mas demandada, el 80% de los pedidos, es ‘MT’
En dichos pedidos:
o Un 49,2% de las veces se pidieron entre 31 y 50 unidades
o BB entre 101 y 200 unidades
o BRI de as veces se pidieron 200 0 mas unidades

Tabla 5.10: Conjunto de reglas reducido para {Marca} — {UnidadesD}

Antec => Consec.
UnidadesD

Num_016_030
0.990| 31.623 ME Num_016_030
0.990| 21.814 ME Mum_ 200 +++
0.990| 16.683 ME Num_031_050
0.990| 13.246 ME Mum_051_100
0.990| 12.458 ME Num_101_200
1.299 9.172 EM Num_031_050
0.167| B6.667 CH Mum_016 030
1.299 7.971 EM Num_000 015
0.990 4177 MEBE Num_000_015
1.299 2.402 EM Num_051_100
0.167] 17.447 CH Mum_031_050
0.167] 14.326 CH Num_000_015
1.299 0.965 EM Num_101_200
1.299 0.182 EM Num_200 +++
0.167 1.135 CH Num_200 +++
0.002| 66.667 MY Num_000 015
0.002| 22222 WY Num_051_100
0.167 0.284 CH Mum_101_200
0.002] 11111 MW Num_200 +++
0.167 0.142 CH Mum_051_ 100

Combinacion #3 (ver tabla 5.11):

Regla: {Estilo, Marca} — {UnidadesD}
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Tabla 5.11: Conjunto de reglas reducido para {Estilo, Marca} — {UnidadesD}
Antec => Consec.
Supp(%)  [Conf(%) UnidadesD

; est N Mum_000 013
0.507 36.530 MM est N Mum_000_013
0.507 28.159 MM est N Mum_031_0350
0.258 45.688 ME est 01 Mum_016_030
0.167 66.667 CH est 02 Mum_016_030
0.089 89.683 EM est 01 Mum_016_030
0.507 11.935 MM est N Mum_101_200
0.258 21.743 ME est 01 Mum_031_050
0.507 10.583 MM est N Mum_200 +++
0.500 0.924 SX est N Mum_016_030
0.507 8.811 MM est N Mum_031_100
0.500 8.176 SX est N Mum_031_0350
0.258 12.202 ME est 01 Mum_200_+++
0.167 17.447 CH est 02 Mum_031_030
0.167 14.326 CH est 02 Mum_000_015
0.258 9.266 ME est 01 Mum_031_100
0.507 3.963 MM est N Mum_016_030
0.258 6.330 ME est 01 Mum_101_200
0.258 4,771 ME est 01 Mum_000_013
0.500 2.316 SX est N Mum_101_200
0.500 2.268 SX est N Mum_200_+++
0.500 2.079 sX est N Mum_031_100
0.008 65.625 MT est 10 Mum_000_013
0.089 3.968 EM est 01 Mum_031_0350
0.089 3.704 EM est 01 Mum_000_ 015
0.167 1.135 CH est 02 Mum_200 +++
0.002 66.667 W est N Mum_000_013
0.001 83.333 ME est N Mum_200_+++
0.008 12.500 MT est 10 Mum_031_0350
0.089 1.008 EM est 01 Mum_101_200
0.089 1.058 EM est 01 Mum_031_100
0.001 20.000 MM est 10 Mum_000_015
0.008 9.375 MT est 10 Mum_031_100
0.008 9.375 MT est 10 Mum_016_030
0.001 33.333 MM est 10 Mum_031_0350
0.002 22.222 W est N Mum_031_100
0.089 0.529 EM est 01 Mum_200_+++
0.167 0.284 CH est 02 Mum_101_200
0.001 16.667 MM est 10 Mum_031_100
0.001 16.867 ME est N Mum_101_200
0.002 11111 N est N Mum_200 +++
0.008 3.125 MT est 10 Mum_200 +++
0.167 0.142 CH est={]2 Mum_031_100




103

e Lacombinacion Marca ‘MT’ y Estilo ‘02’ es la mas demandada con un 66,8%
En dichos pedidos:
O
o [BREBH cntre 101 y 200 unidades
o BB de as veces se pidieron 200 o més unidades

e Lacombinacion Marca ‘MT’ y Estilo ‘01’ se demandada con un 12,8%
En dichos pedidos:

BRI cntre 51 y 100 unidades
WREEA cntre 101 y 200 unidades

WRIIBEA de 1as veces se pidieron 200 o més unidades

O O O O

Combinacion #4 (ver tabla 5.12):

Regla: {Marca, Categoria} — {UnidadesD}

e Lacombinacion Marca ‘MT’ y Categoria ‘Z’ se demanda un 67,9%
En dichos pedidos:

@)
BB 15 0 menos unidades

@)
o BB entre 101 y 200 unidades
o [BREBNEA 200 o més unidades

e Lacombinacion Marca ‘MT’ y Categoria ‘C’ se demanda un 12,8%
Entre dichos pedidos:

entre 16 y 30 unidades
entre 31 y 50 unidades
entre 51 y 100 unidades
entre 101 y 200 unidades

BRI 200 0 més unidades

o O O O O O
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Tabla 5.12: Conjunto de reglas reducido para {Marca, Categoria} — {UnidadesD}
Antec => Consec.
C UnidadesD

; Z Num_016_030
0.167| 17.447| CH z Num_031_050
0.167| 14.326] CH z Num_000_015
0.008| 60.000]  MT P Num_000_015
0.004| 58.824 5X C Num_016_030
0.167| 1.135| CH ra Num_200_+++
0.004] 41.176 SX C Num_000_015
0.002| 66.667] MV Z Num_000_015
0.008] 11429 MT P Num_031_050
0.001| 50.000] MM P Num_000_015
0.008| 8.571 MT P Num_016_030
0.008| 8.571 MT P Num_051_100
0.008| 8.571 T P Num_200_+++
0.001| 33.333] MM P Num_031_050
0.002| 22.222] MV Z Num_051_100
0.167| 0.284] CH Z Num_101_200
0.001| 16.667] MM P Num_051_100
0.002| 11.111 MV z Num_200_+++
0.008] 2.857| MT P Num_101_200
0.167] o0.142] CH F2 Num_051_100

Combinacion #5 (ver tabla 5.13):

Regla: {PrecioParD} — {UnidadesD}

e El PrecioParD més repetido, un 44,6% de las veces, es entre 25 y 50
Entre dichos pedidos:
> Un 49,29 de las veces se pidieron entre 31 y 50 unidades
o B8 cntre 101 y 200 unidades
o BRI mas de 200 unidades
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e Un 29,2% de las veces se da el PrecioParD entre 50 y 75

Entre dichos pedidos:

© Un 44,4% de las veces se pidieron entre 31 y 50 unidades

o |BRBIEA entre 101 y 200 unidades

o [BREE# més de 200 unidades

Tabla 5.13: Conjunto de reglas reducido para {PrecioParD} — {UnidadesD}

=> Consec.

UnidadesD

52 589|pre_100_+++ INum_016_030
3.438 53.200|pre_075 100 |[Num_016 D30
5.190( 31.9096|pre_100_+++ [Mum_031_050
3.438| 29.969|pre 0V3 100 |Mum_031_050
3.190 5.796|pre_100_+++ INum_051_100
3.438 8.443|pre 075_100 |Num_000 015
5.190 3.971|pre_100_+++ |Num_101_200
3.438 4.758|pre_075_100 |Num_051_100
5.190 2.869|pre_100_+++ |Num_000_015
5.190 2.819|pre_100 +++ [Num_ 200 +++
3.438 2.702|pre_073_100  |Num_101_200
3.438 0.839|pre_073_100 |Num_200_ +++

Combinacion #6 (ver tabla 5.14):

Regla: {Categoria, PrecioParD} — {UnidadesD}

e Lacombinacion Categoria ‘Z’ y PrecioParD “25-50" se da un 37,4%

Entre dichos pedidos:

© Un 58,3% de las veces se pidieron entre 31 y 50 unidades

o BRI s pidieron més de 200 unidades

e Lacombinacion Categoria ‘Z’ y PrecioParD “‘00-25’ se da un 17,1%

Entre dichos pedidos:
O

o BB se pidieron entre 16 y 30 unidades
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Tabla 5.14: Conjunto de reglas reducido para {Categoria, PrecioParD} — {UnidadesD}

Antec

UnidadesD

0.495] 78.950 C pre_000 025 |Num_000 015
0.495 8.067 C pre_000_025 |Num_016_030
0.495] 3.532 c pre_000_025 |Num_051_100
0.495 3.389| C pre_000_025 |Num_031_050
0.495[ 3.198 c pre_000_025 |Num_200_+++
0495 2.864 C pre_000_025 |Num_101_200
0.010 58.537 P pre_000 025 |Num_000 015
0.010] 14.634 P pre_000 025 |Num_031 050
0.010] 9.796 P pre_000_025 |Num_051_100
0.010 7.317 P pre_000_025 |Num_200_+++
0.010 7.317 P pre_000_025 |Num_016_030
0.010]  2.439| P pre_000_025 |Num_101_200

Combinacion #7 (ver tabla 5.15):

Regla: {Marca, PrecioParD} — {UnidadesD}

Tabla 5.15: Conjunto de reglas reducido para {Marca, PrecioParD} — {UnidadesD}

Supp(%) | Conf(%)

UnidadesD

pre_000 025 Num_016_030
0.042 32.955 MB pre_000 025 |Num_200 +++
0.032 39.239| sX pre_000 025 [Num_000 015
0.042( 21.59M MB pre_ 000 025 [MNum_101_200
0.032| 25.185 SX pre_000 025 |Num_031_050
0.032( 21.481 SX pre 000 025 |[Num_016 030
0.042 7.955 ME pre D00 025 [MNum_051 100
0.032 6.667 SX pre_000 023  |MNum_031_100
0.002| 80.000) CH pre_000 025 |Mum_200 +++
0.032 2.185 SX pre_000 023 [Num_101_200
0.002| 66.667 MY pre_000 025 [Num_000 015
0.042 3.409| ME pre_000 025 [Mum_031_0350
0.032 2.222 sX pre_000 023 [MNum_200_+++
0.002( 22222 MV pre D00 025 [MNum_051_100
0.002( 20.000] CH pre D00 025 [MNum_101_200
0.002 11.111 MY pre_000 025 |Mum_200 +++
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e Lacombinacion Marca ‘MT’ y PrecioParD “25-50" se da un 35,8%
Entre dichos pedidos:
o Un 47,4% de las veces se pidieron entre 31 y 50 unidades
o BB entre 101 y 200 unidades

o [BEEA mas de 200 unidades

e Lacombinacion Marca ‘MT’ y PrecioParD ‘50-75’ se da un 25,3%
Entre dichos pedidos:

Un 44% de las veces se pidieron entre 31 y 50 unidades

BRIBIBA cntre 51 y 100 unidades

BRIBIBA cntre 101 y 200 unidades

BRI mas de 200 unidades

@)

o O O

e Lacombinacion Marca ‘MT’ y PrecioParD ‘00-25’ se da un 35,8%
Entre dichos pedidos:
o Un 47,4% de las veces se pidieron entre 31 y 50 unidades
o B entre 101 y 200 unidades

o B més de 200 unidades

5.3.3. Estudio de la complejidad computacional

Con el objeto de completar el proceso de analisis de los datos desde el punto de vista del
rendimiento del algoritmo CERA, se ha realizado un tercer estudio que ha consistido en
obtener reglas de clasificacion sobre la variable ‘UnidadesD’ empleando todos los
campos disponibles para el consecuente, repitiendo el proceso eliminando uno, dos, ... y
hasta ocho de dichos campos, tomando en cada caso el tiempo empleado por el
algoritmo en realizar el calculo. En la tabla 5.16 se muestran los resultados obtenidos de
la medicion de dichos tiempos de procesamiento para las nueve combinaciones de
variables consideradas en este estudio.

Para tratar de ubicar los tramos de la funcion de complejidad en este estudio, como ya
se comenté anteriormente, se debe asimilar la potencia ‘v’ al producto del nimero de
valores de las columnas que intervienen en cada ejecucion. Es decir, el nimero de
valores de las variables antecedentes que corresponda en cada caso, junto con el nimero
de valores de la variable consecuente ‘UnidadesD’. Una vez calculado el valor *V® se
puede obtener un valor aproximado de “V’ calculando la raiz ‘C-ésima’ sobre ‘V°’ y a
partir de dicho valor de “V’ se puede determinar, también de forma aproximada, el valor
de la potencia ‘“V***, necesaria para localizar los tramos de la funcién de complejidad.
Recuérdese que en este estudio el valor ‘N’ es de 423085.
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Tabla 5.16: Tiempos de coOmputo para los 7 antecedentes considerados

Sem Precio | Tem- Cate- . . Tiempo
Ped Marca ParD | porada| goria Estilo Tipo Corte | Rasgo (clocks)
Sem
Ant-1 Ped 200.1
Sem
Ant-2 Ped Marca 250.4
Sem Precio
Ant-3 Ped Marca ParD 4441
Sem Precio | Tem-
Ant-4 Ped Marca ParD | porada 607.8
Sem Precio | Tem- Cate-
ANES oy | Marca | pop porada | goria 6386
Sem Precio | Tem- Cate- .
Ant-6 Ped Marca ParD | porada | goria Estilo 986.5
Sem Precio | Tem- Cate- . .
Ant-7 Ped Marca ParD | porada | goria Estilo Tipo 1365.7
Sem Precio | Tem- Cate- . .
Ant-8 Ped Marca ParD | porada | goria Estilo Tipo Corte 1548.0
Sem Precio | Tem- Cate- . .
Ant-9 Ped Marca pParD | porada | goria Estilo Tipo Corte | Rasgo 1865.8
Tabla 5.17: Tramos para cada antecedente considerado
Antecedente| C Ve ~V ~V©er? Tramo
Ant-1 2 312| 17.66 97244.001 T3
Ant-2 3 1872| 12.32 284343.35| T3
Ant-3 4 9360 9.84 905552.79
Ant-4 5 131040( 10.56 14600422.99
Ant-5 6 393120( 8.56 28798300.04
Ant-6 7 1572480 7.68 92691097.60f T1
Ant-7 8 22014720| 8.28 1507965680.69( T1
Ant-8 9 550368000 9.36 48197059969.55( T1
Ant-9 10 15960672000| 10.48| 1752513641791.11| T1

Gréaficamente, para estas nueve combinaciones de posibles antecedentes, se obtiene la
evolucion temporal que muestra la figura 5.31. Como se puede ver en la gréfica, la
evolucion del tiempo de ejecucion del algoritmo presenta los tres tramos compatibles
con la funcion teorica de la complejidad computacional, aunque se observa que dichos
tramos se encuentran ligeramente desplazados a la derecha con respecto al célculo
tedrico. Como ya se comentd en el epigrafe 5.2.7, este desplazamiento se debe al hecho
de que la funcién de la complejidad tedrica no es un reflejo exacto de la experiencia
computacional (sino mas bien, una cota superior). Ademas, en este caso concreto se han
realizado una serie de aproximaciones para el calculo de los valores vV’ y “V<*** que
pueden estar acentuando un poco mas la diferencia entre el estudio tedrico y los tiempos
empiricamente obtenidos.
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Figura 5.31: Tiempo para los 9 antecedentes considerados

5.3.4. Conclusiones y sugerencias

Mas alla de los resultados computacionales, la incorporacién de datos empresariales
reales en esta Tesis, tiene como objetivo demostrar la validez e idoneidad del método
predictivo propuesto, dentro del &mbito estratégico empresarial. Asi pues, y a la vista de
los resultados contrastados con los expertos de la empresa, se concluye:

No hay reglas importantes del negocio que no queden recogidas por el sistema
de reglas resultante.

El sistema de reglas obtenido clasifica de manera coherente las principales
reglas del negocio, no mostrando conflictos con el know-how empresarial
(reforzando el conocimiento previo) pero descubriendo nuevos patrones de venta
que hasta la fecha habian recibido menor atencion.

La obtencion de un ranking ponderado de las combinaciones de variables mas
relevantes de cara a modelar la variable objetivo ‘UnidadesD’ es valorada muy
positivamente desde el punto de vista estratégico pues permite semi-automatizar
la explotacion de cuadros de mando, en funcion de meétricas exactas de
correlacion, optimizando el proceso de seleccion de caracteristicas, que
normalmente llevan a cabo los analistas de manera completamente manual,
basandose exclusivamente en experiencias previas y en la rutina de manejo.
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Se perciben grandes potencialidades derivadas de la posible aplicacion del
método a nuevos retos dentro de la organizacion, como por ejemplo: la
identificacion automatica de clientes generadores de tendencia de compra, o el
descubrimiento de patrones de navegacion en portal de comercio electronico,
entre otras.

No obstante, a pesar de la coherencia de los resultados obtenidos se hace ver a la
empresa las siguientes apreciaciones, que ayudaran a mejorar los siguientes analisis:

Los resultados obtenidos presentan importantes sesgos por la naturaleza de
algunos de los atributos de que se disponia (‘Estilo’, ‘Marca’, ‘Categoria’ y
‘Rasgo’), asi como de la variable objetivo ‘UnidadesD’. Por ello, con demasiada
frecuencia se obtienen combinaciones de valores donde el “Estilo’ toma el valor
‘02’, la “Marca’ el valor ‘MT’, o la consecuencia inferida por la regla es que las
unidades pedidas son ‘31 - 50°.

Este problema podria resolverse en parte realizando estudios mas refinados en
los que en la fase de preprocesamiento se deberia preseleccionar subconjuntos
de registros que cumplan una determinada caracteristica y realizar estudios
independientes para un subgrupo de datos. Esta solucion proporcionaria
resultados independientes, por ejemplo, para cada estilo o para cada marca o
para cada combinacion de estilo y marca. El problema estaria en que mientras
los estudios asi realizados para subconjuntos de datos en los que una
determinada variable (o conjunto de ellas) tomara muchas veces un mismo valor
tendrian un alto soporte, en los casos en los que algun valor se repitiera pocas
veces los resultados, siendo técnicamente correctos, tendrian un soporte menor.

Merece una especial atencién el campo ‘SemPed’ (Semana Pedido) extraido de
la discretizacion de la fecha de los pedidos realizados. Debido a la dispersion de
sus valores, esta variable no es identificada como importante a efectos de
clasificar las unidades de producto pedidas en cada pedido, sin embargo, es
obvio que a efectos predictivos es un valor muy relevante. Para este caso, se
propone como sugerencia, realizar estudios especificos por semanas 0 grupos de
semanas (quincenas o meses) y hacer comparativas entre semanas para buscar
patrones que permitan inferir niveles de pedidos futuros en funcién de otros
previos.

Igualmente, seria posible plantear estudios en los que agrupar las ventas por
clientes y hacer analisis especificos para algunos de ellos (por ejemplo, los que
realizan mas compras de un determinado producto o de una determinada marca).
Estos resultados pueden compararse con los obtenidos en otros estudios mas
generalistas y asi detectar si alguno de los clientes estuviera marcando una
tendencia de compra con respecto al total de los pedidos realizados.
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5.4. Comparativa con métodos clasicos

Cualquier sistema generador de reglas se mide bajo dos métricas fundamentales: la
precision y el tiempo de ejecucion.

5.4.1. Precision

Dado que el algoritmo CREA utiliza los mismos criterios de pre-poda que el método
ID3, es logico que los umbrales de precision de las reglas obtenidas sean los mismos
para ambos algoritmos. La precision depende del conjunto de datos de entrada. Sobre
los conjuntos de datos utilizados en esta Tesis, dichos umbrales de precision varian
entre el 72% y el 91%.

Los criterios de post-poda empleados por CREA son los del algoritmo RBS. Tal y como
se describe en (Rabasa 2009), las unicas reglas eliminadas a posteriori son las reglas con
soporte y confianzas muy poco significativos que en cualquier caso no van a afectar al
modelo final de clasificacion.

5.4.2. Tiempos de Ejecucion

La mayor parte del esfuerzo en la fase de implementacion del método presentado en esta
Tesis se invirtié en el disefio 6ptimo del algoritmo y sus estructuras de datos, de manera
que, gracias a una gestion eficaz de la memoria y al disefio de unas estructuras de datos
que permiten reducir el nimero de iteraciones, se consigue disminuir significativamente
los tiempos de ejecucion del ID3, método de clasificacion de referencia, asi como los
del método RBS.

De forma resumida, en las tablas 5.18, 5.19 y 5.20 se muestran respectivamente los
tiempos de ejecucion del algoritmo CREA (implementado en C++), el algoritmo RBS
(precursor del presentado en esta Tesis, implementado también en C++) y el algoritmo
ID3 proporcionado por la aplicacion WEKA (software genérico de Mineria de Datos
implementado en JAVA).

Tabla 5.18: Resumen de tiempos, algoritmo CREA
2x105 | 4x10°% | 6x10° | 8x105 | 10x105 [ 12x10°% | 14x10°% | 16x10°% | 18x10° | 20x10°
53.3| 106.1| 158.8| 211.5| 264.4| 316.7| 370.1 423.6 476.4 530.2
314.6| 524.8( 729.9| 932.1| 1154.0( 1343.9| 1557.0| 1779.7| 1969.1| 2280.0
2458.5( 4924.8| 7004.9| 9972.4(11502.4|14574.7|17518.6| 20040.6| 19978.2| 22616.5
16| 4961.1|10187.1|15828.7(21837.8|27841.5|34520.0(41078.8| 46757.8| 53658.7| 58769.3
32|10438.7(22087.5(33335.7|48982.0(60673.6|73954.2|91467.0{109045.3({116514.4|131214.1

o(~|IN[O
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Tabla 5.19: Resumen de tiempos, algoritmo RBS
2x10° | 4x10° | 6x10° | 8x10% | 10x10° | 12x10°% | 14x10% | 16x10° | 18x10° | 20x10°
824.7| 1979.4| 2969.1| 5278.4| 8247.4| 11876.3| 16164.9| 21113.4| 26721.6| 32989.7
1649.5| 3958.8| 5938.1(10556.7| 16494.8| 23752.6| 32329.9| 42226.8| 53443.3] 65979.4
3299.0( 7917.5|11876.3|21113.4| 32989.7| 47505.2| 64659.8| 84453.6(106886.6(131958.8
6597.9(15835.1|23752.6|42226.8| 65979.4| 95010.3[129319.6({168907.2[213773.2[263917.5
32113195.9(31670.1/47505.2|84453.6(131958.8[190020.6(258639.2(337814.4{427546.4]527835.1

Sl s o

Tabla 5.20: Resumen de tiempos, algoritmo ID3 (WEKA)
C | 2x10% | 4x10° | 6x10° | 8x10° | 10x10% | 12x105 | 14x105 | 16x105 | 18x105 | 20x105
2 110.0f 250.0f 300.0f 340.0f{ 410.0/ 570.0f 690.0f 780.0f 890.0| 1020.0
4
8

290.0| 730.0| 970.0| 1480.0( 2270.0| 2990.0( 3420.0( 4110.0| 5630.0| 7190.0

3830.0| 7700.0 X X X X X X X X
16 | 8110.0|18770.0|30420.0 X X X X X X X
32 (16870.0{41740.0 X X X X X X X X

Queda patente que el algoritmo CREA mejora los tiempos de ejecucion de RBS y de
ID3-WEKA. En las figuras 5.32 y 5.33 se representan de manera comparativa los
tiempos de ejecucion de estos tres métodos para los conjuntos de datos correspondientes
a los valores de ‘N”: “2x10°" y “4x10°’ respectivamente.

Estas ejecuciones se han realizado sobre los conjuntos de datos simulados. En cada
caso, los valores representados se corresponden con el tiempo promedio de ejecucién
para los 9 valores de “V’ considerados en dichos conjuntos de datos. Debe observarse
que la implementacién del método RBS a que se esta haciendo referencia consiste en un
mecanismo de generacion de reglas basado en un conteo de frecuencias a partir de un
fichero de datos. Realizado dicho conteo se dispone de un conjunto de reglas, cada una
de las cuales caracterizada con sus correspondientes valores de soporte y confianza.
Tras la generacion de dichas reglas se aplica el algoritmo RBS propiamente dicho para
reducir el citado conjunto.

Sobre la experiencia computacional realizada con la aplicacion WEKA cabe decir que
no ha sido posible completarla ya que esta aplicacion no ha podido manejar algunos
conjuntos de datos cuando éstos eran superiores a un cierto tamafio (p.e: para ‘N=6x10>’
y ‘C=8" — 24.6 MB; para ‘N=6x10"" y ‘C=32" — 96.6 MB; para ‘N=8x10>"y ‘C=8" —
32.8 MB; etc). En algunas ocasiones se ha observado que al ejecutar el algoritmo ID3 la
aplicacion no ha respondido y, por tanto, no proporciond una salida vélida, en otras
ocasiones, directamente, la aplicacion no ha sido capaz de cargar en memoria los datos
suministrados (antes de ejecutar 1D3). Debe tenerse en cuenta también que esta
aplicacion (WEKA) proporciona los tiempos de ejecucion en segundos, con una
precision de centésimas de segundo (no de milisegundos como en los métodos CREA y
RBS).
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Figura 5.32: Comparativa tiempos CREA vs RBS vs ID3-WEKA para N=2x10°

Tiempos N=4x10°
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Figura 5.33: Comparativa tiempos CREA vs RBS vs ID3-WEKA para N=4x10°

Finalmente, queda hacer constar que todas las pruebas realizadas para la observacion de
los tiempos de procesamiento se han realizado en el mismo equipo informatico. Se trata
de un PC de sobremesa con procesador Intel Pentium 4 a 2 Ghz y 2 MBytes de memoria
RAM, con Windows XP SP2 como sistema operativo.
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Capitulo 6
Conclusiones

6.1. Validez y limitaciones de CREA

Al igual que ya ocurria con su precursor (el método RBS), el método CREA ordena por
significancia los sistemas de reglas, pero incorpora una ventaja sustancial que lo hace
especialmente valido para el contexto de negocio, y es que, en general, el algoritmo
CREA ofrece muy buenos resultados desde el prisma de la complejidad computacional.
Gracias a las estructuras de datos y a la gestion de memoria que se ha implementado, se
consiguen reducciones de tiempo considerables frente a métodos de clasificacion
clasicos.

Por otra parte, aplicar la nueva métrica “‘WACI’ al problema de la extraccion automaética
de caracteristicas mas relevantes ha proporcionado resultados satisfactorios en el &ambito
empresarial en el que se ha realizado la prueba (datos comerciales de la empresa
MUSTANG). Al igual que la métrica original, ‘ACI’, en el trabajo de Zaragozi et al.
(2011), esta modificacion de la citada métrica ha permitido identificar qué atributos, de
entre los seleccionados inicialmente para el proceso, son los mas relevantes para
clasificar los ejemplos del conjunto de datos para una determinada variable de clase
(‘UnidadesD’), por lo que se puede concluir que la métrica “‘WACI’ ha significado un
potente método para la identificacion de los atributos méas importantes, desarrollandose
un método automatico que permite comparar los conjuntos de caracteristicas y
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determinar cuales son estadisticamente mas influyentes de cara a la prediccion de un
determinado valor objetivo.

Mas concretamente, sobre el anélisis de los datos empresariales de venta de calzado a
minoristas, que ha sido validado por personal cualificado de la empresa, el
conocimiento aportado se muestra de especial interés para los responsables de la toma
de decisiones. Esta circunstancia, tal y como ya se apuntaba en el epigrafe 5.3.4, se debe
principalmente a dos circunstancias:

e Las reglas de clasificacion mas importantes son coherentes con el know-how de
la empresa, pero también aportan nuevo conocimiento estratégico sobre como es
el comportamiento de la venta a minoristas.

e La extraccion automatica de las variables mas significativas y la ponderacion de
su relevancia frente al volumen de ventas se muestra como un gran valor
afadido que permite replantear la explotacion de los cuadros de mando que se
vienen empleando, y asi, poder sacarles un mayor partido.

Como contrapartida, CREA sdélo es aplicable en problemas de clasificacion donde la
variable objeto de estudio (el consecuente de la regla), es una variable de clase, es decir,
es de tipo nominal o discreta. Ademas, el resto de variables que intervienen en el
problema (atributos antecedentes) también deben ser de tipo nominal. Por ello, en
problemas reales en el ambito empresarial, es frecuente recurrir a la discretizacion de
variables numeéricas, en la etapa de preprocesamiento, antes de aplicar el algoritmo.
Dicho preprocesamiento se realiza habitualmente por segmentacion manual del
intervalo segun los criterios que fijan los expertos en cada caso. Si el usuario no indica
criterio alguno para la discretizacion, se lleva a cabo un proceso semi-automatico para
dicha tarea en funcion de las distribuciones de los valores en cada atributo.

6.2. Propuesta de una métrica de calidad de los datos

Cualquier proceso de Mineria de Datos es totalmente dependiente de la calidad del
conjunto de ejemplos de entrada ‘E’. Si dicho conjunto de datos contiene ruido o esta
sesgado por algun valor en alguno de sus atributos, el modelo resultante heredara ese
problema. Para estos casos resultaria interesante disponer de alguna métrica que permita
determinar dicha calidad. A raiz de los experimentos realizados, se plantea, como futura
linea de investigacion, la definicién de una métrica ‘Qg’, de la calidad de una muestra
de ejemplos ‘E’, en funcion del namero de reglas del modelo generado.

De acuerdo con los principios de la Teoria Matematica de la Comunicacién (Shannon
1948) la informacion es mas relevante en la medida que sea mas discriminatoria y
exclusiva. Por ello, la calidad de la muestra debe ser inversamente proporcional al
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conjunto de reglas significativas, y directamente proporcional al tamafio de la muestra o
a la combinatoria de reglas a proporcionar. Asi, la calidad de la muestra, ‘Qg’, deberia
ser proporcional al cociente de la expresion 6.1.

Min (N ,V©) L
Qe IRT] (Expresion 6.1)

Siendo:

e ‘N’: El nimero de ejemplos del conjunto de datos ‘E’.
“V°*: NUmero de posibles combinaciones de todos los valores de los atributos
del conjunto de datos (si los ‘C’ atributos tienen el mismo nimero de valores, el
valor coincide con la exponencial ‘v’ si no, se aplica la expresién 5.3).

e ‘Rr’: Conjunto de reglas reducido generado por CREA, es decir, las reglas
significativas que quedan tras eliminar las de la region ‘REG-0’.

Tabla 6.1: Célculo aproximado de ‘Qg’ para los subconjuntos de datos empresariales

Conjunto ‘E’ Ve Rr Qe
#1 V6, V10 24 15 1.60
#2 V2,V10 42 24 1.75
#3 V2, V6, V10 168 50 3.36
#4 V2, V5, V10 126 30 4.20
#5 V3, V10 30 18 1.66
#6 V3, V5, V10 90 18 5.00
#7 V2,V3,V10 210 89 2.35
#8 V9, V10 174 78 2.23
#9 V4,V10 84 53 1.58
#10 V4, V5, V10 252 72 3.50
#11 V2, V5, V6, V10 504 14 36.00
#12 V5, V10 18 7 2.57
#13 V3, V6, V10 120 9 13.33
#14 V2, V5, V6, V7, V10 7056 3 2.35
#15 V2,V4,V10 588 116 5.06
#16 V3, V6, V9, V10 3480 28| 124.28
#17 V5, V7, V10 252 10| 25.20
#18 V7,V10 84 49 1.17
#19 V4, V6, V10 336 66 5.09
#20 V8, V10 150 85 1.76
Ant-1 V1, V10 312 176 1.77
Ant-2 V1,Vv2,V10 2184 645 3.38
Ant-3 V1,V2,V3,V10 10920 1593 6.85
Ant-4 V1,V2,V3, V4, V10 152880, 2389 6399
Ant-5 V1,V2,V3, V4, V5 V10 458640, 2113 200.22
Ant-6 V1,V2,V3, V4, V5, V6, V10 1834560, 1302 324.95
Ant-7 V1,V2,V3, V4, V5, V6, V7, V10 25683840, 3039 139.21
Ant-8 V1,V2,V3,V4,V5, V6, V7, V8, V10 642096000 3500/ 120.88
Ant-9 [ V1,V2, V3, V4, V5 V6, V7, V8, V9, V10 18620784000 5116 82.69
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La tabla 6.1 muestra todos los valores del cociente de la expresion 6.1 (valor
proporcional a la métrica ‘Qg’ que se propone investigar) para los diferentes conjuntos
de ejemplos considerados en el analisis de los datos empresariales (ver tablas 5.8 y
5.16). Notese que en todos los casos el valor ‘N’ es de 423085 registros. Las etiquetas
‘Vi’ de la tabla 6.1 se corresponden con los atributos del conjunto de datos segun la
siguiente descripcion:

e V1 — Sem-Ped
e V2 — Marca

e V3 — PrecioParD
e V4 — Temporada
e V5 — Categoria
e V6 — Estilo

e V7 — Tipo

e V8 — Corte

e V9 — Rasgo

e V10 — UnidadesD

6.3. Consecucion de objetivos

Tal y como se indico en el epigrafe 2.2, esta Tesis se plantea unos objetivos
fundamentales, y es en este capitulo de conclusiones donde corresponde recapitular
sobre el grado de consecucién de los mismos.

Como primer objetivo se planteaba plasmar un estado del arte con clasificacion
bibliografica formal del papel del Data Mining en problemas predictivos de
Inteligencia de Negocios. El capitulo 1 presenta dicho estudio del estado del arte, desde
lo méas general a lo mas concreto, introduciendo los conceptos fundamentales de
Mineria de Datos y de Inteligencia de Negocios hasta plantear qué técnicas son las mas
empleadas habitualmente, para resolver qué tipos de problemas. Dicho capitulo
concluye con una tabla resumen (tabla 1.2) que posiciona los principales estudios
existentes en la materia, agrupados por técnicas y alcance.

El segundo de los objetivos planteados era el desarrollo un algoritmo de generacién y
reduccion de reglas de clasificacién capaz de generar sistemas de reglas precisas y
ordenadas en tiempos minimos. Dicho algoritmo es el CREA cuya complejidad
temporal, tal y como se ha demostrado tedrica y empiricamente, es sustancialmente
mejor que la de los algoritmos de clasificacion de su misma tipologia (ID3 y RBS).

En tercer lugar, se proponia realizar un estudio formal de la complejidad
computacional del algoritmo propuesto y verificar que el resultado del mismo es
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coherente con las pruebas empiricas realizadas. La primera parte de este objetivo
queda cubierta con el detallado estudio tedrico de la complejidad computacional
desarrollado en el epigrafe 3.4. En el capitulo 5 se han desarrollado numerosas pruebas
empiricas sobre un gran numero de conjuntos de datos (simulados y reales), y ha
guedado patente que los resultados de dichas pruebas empiricas son coherentes con el
resultado del estudio tedrico del coste computacional de CREA.

El cuarto objetivo era introducir un sistema de obtencion de caracteristicas mas
relevantes de entre las disponibles (‘feature selection”) utilizando la métrica ‘ACI’
proporcionada por el algoritmo RBS. Sobre este punto, se ha planteado una variante
de la métrica ‘ACI’, que se ha denominado ‘WACI’, que ha proporcionado resultados
validos en la extraccion de caracteristicas mas relevantes de entre las disponibles en el
conjunto de datos reales de la empresa MUSTANG.

Por ultimo, en los objetivos propuestos se planteaba comprobar si se cumple o no la
siguiente hipdtesis: Dados dos conjuntos de datos con igual nimero de ejemplos, si
se cumple que la potencia “V©’ coincide en ambos casos, los tiempos de ejecucion
del algoritmo CREA para dichas muestras coinciden o son muy parecidos. Las
pruebas realizadas en el apartado 5.2.7 contradicen la hipotesis, por lo que finalmente
debe rechazarse.

6.4. Lineas futuras de investigacion

El presente trabajo se ha querido englobar dentro del campo de las técnicas de analisis
de datos aplicables a la Inteligencia de Negocios y a la toma de decisiones estratégicas
por parte de ejecutivos o directivos de empresas. Si bien el ambito empresarial no es el
unico en el que se pueden aplicar estas técnicas, si es cierto que se ha puesto el foco en
la problemética de la toma de decisiones en el citado entorno empresarial. Los
responsables de la toma de decisiones, cada vez mas, tienen que lidiar con grandes
volumenes de datos (Big Data) para obtener una informacion fiable que les permita
tomar mejores decisiones y, con frecuencia, necesitan disponer de dicha informacion
con premura. Consideramos que la principal aportacion de esta Tesis es el algoritmo
CREA que alna en un mismo procedimiento un método para generar reglas de
clasificacion junto con un mecanismo de reduccion y ordenacion de las mismas. Este
algoritmo permite generar de forma rapida modelos reducidos de reglas de clasificacion
maés facilmente interpretables por un ejecutivo. Sin embargo este sistema tal cual esta
disefiado solamente permite resolver un tipo de problemas (clasificacion) a los que se
pueden enfrentar los directivos de empresa, aungue creemos que con él es posible sentar
las bases para futuras investigaciones y desarrollos que permitiran satisfacer mas
necesidades de este colectivo (sin menoscabo de otros &mbitos o colectivos).



120

6.4.1. Mejora de la seleccion de caracteristicas mas relevantes

La nueva métrica “‘WACI’ ha resultado muy util para la extraccion de caracteristicas
relevantes. Como ya se describid, el mecanismo de extraccion de estas caracteristicas
consiste en hacer sucesivas ejecuciones del algoritmo CREA cambiando los atributos
consecuentes de las reglas que se van a generar. Aquella combinacion de atributos que
proporciona un mayor valor del “‘WACI’ sera la que tenga una mayor relevancia para
clasificar el consecuente elegido. En el epigrafe 5.3.1 se describe mas detalladamente
coémo se ha aplicado esta técnica a los datos de la empresa MUSTANG para identificar
las combinaciones de atributos que mejor sirven para calificar la variable ‘UnidadesD’.
En este caso concreto ha sido factible implementar una solucion de fuerza bruta ya que
las variables que podian formar parte del antecedente eran 9, por tanto habia 511
combinaciones que probar (2°-1). Esta ejecucion, gracias a la eficiencia del algoritmo
CREA puede realizarse en unos pocos minutos, que es un tiempo mas que asumible. Sin
embargo, independientemente de la eficiencia de CREA, verificar todas las posibles
combinaciones de un conjunto de atributos es un problema intrinsecamente exponencial.
Para ‘C’ atributos, las combinaciones serian “2°-1°, por lo que una solucién de fuerza
bruta no serd valida para ndmeros de atributos un poco mayores. Por ejemplo,
asumiendo que cada ejecucion de CREA tarda un segundo (en la practica podra ser mas
0 menos dependiendo del conjunto de entrada y de la potencia de la maquina que
ejecute el proceso), para 9 atributos antecedentes el proceso tardaria:

C=9 — 29-1 =511 segundos =» 8,516 minutos (Expresion 6.2)
En cambio, para 15 atributos se tiene que:
C=15 — 215-1 = 32767 segundos =» 9,101 horas (Expresion 6.3)
Si hubiera que considerar 30 atributos el tiempo de ejecucién seria:
C=30 — 2%°-1 = 1073741823 segundos =>» 34,048 afios  (Expresion 6.4)

Estos ejemplos ilustran perfectamente la problematica de tener que procesar por fuerza
bruta un conjunto de atributos de un tamafio relativamente ‘grande’ (existen problemas
reales donde el nimero de atributos podrian llegar a ser mucho mas de 30). Se hace
necesario investigar otras técnicas que permitan realizar este tipo de célculos en un
tiempo razonable.

Una posibilidad seria la utilizacion de técnicas computacion evolutiva o algoritmos
geneéticos, que ya se apuntaron, en combinacion de la métrica ‘ACI’, en el trabajo de
(Zaragozi et al. 2011). Estas técnicas estan inspiradas en el mecanismo de evolucion
bioldgica observado en los seres vivos. A grosso modo, consiste en considerar una
combinacion de atributos como un ‘individuo’ que dispone de un ‘cromosoma’ formado
por una combinacion de digitos que pueden tomar los valores cero o uno; cada uno de
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estos digitos seria un ‘gen’ del cromosoma. Cada gen estard asociado a uno de los
atributos del conjunto de datos a procesar. Un valor de “‘O” significa que el atributo
correspondiente no se debe considerar; por el contrario, un valor de ‘1’ en el gen se
interpretard como que dicho atributo si va a ser considerado. Inicialmente se dispondra
de una “‘poblacién’ de individuos que deben ‘evolucionar’. La ‘evolucidn’ consiste en ir
combinando los cromosomas de los individuos de dicha poblacion y, adicionalmente,
hacerlos ‘mutar’, para generar nuevos individuos. Se verificara en cada caso el valor de
la métrica “‘WACI’ para cada uno de los nuevos individuos. Finalmente se promocionara
a los mejores (los que tengan mejor valor de “WACI’) y penalizara a los peores.

Este tipo de técnicas tiene el inconveniente de que no garantiza la obtencion de una
solucion o6ptima (al contrario que la fuerza bruta), ya que no prueba todas las
combinaciones. Sin embargo, si que proporcionan una solucién subdptima, y, lo mas
importante, pueden dar dicha solucion en un tiempo razonable.

Otra opcion para mejorar los tiempos de proceso en el problema de extraccion de
caracteristicas son las técnicas de supercomputacion, mas concretamente, la
computacion paralela. Esta metodologia consiste en dividir un problema en partes
independientes y ejecutar cada una de ellas simultdneamente en procesadores diferentes.
Idealmente (aungue en la practica se sabe que no es exactamente asi), si se dispone de
un namero “p’ de procesadores para ejecutar un proceso paralelo, el tiempo de ejecucién
se dividiria por ese valor ‘p’. El problema de la extraccién de caracteristicas con el
método CREA vy la métrica “WACI’ (o también con ‘ACI’) consiste en hacer multiples
ejecuciones del algoritmo CREA, cada una de ellas es independiente del resto por lo
que, en principio, se trata de un proceso susceptible de ser paralelizado.

Los algoritmos genéticos y la computacion paralela no son métodos excluyentes. En
problemas de especial envergadura podria plantearse una solucion que combine ambas
técnicas por lo que la investigacion de ambos campos, tanto por separado como
conjuntamente, aportard importantes mejoras a la problematica de la extraccion de
caracteristicas sobre conjuntos de datos muy grandes, especialmente, cuando dichos
conjuntos tienen un elevado numero de columnas.

6.4.2. Mejorar la presentacion de los sistemas de reglas

Pese a la reduccion de reglas que realiza el método RBS (incorporado en el algoritmo
CREA), en ocasiones, el nimero de reglas que proporciona este método puede ser algo
elevado para que un analista humano pueda gestionarlo. Como se comentd en el
epigrafe 2.1.2, un conjunto de reglas muy numeroso puede servir para construir un
sistema experto, ya que este puede procesar automaticamente las reglas y generar
conclusiones. Este trabajo se ha realizado pensando mas bien en la implementacion de
sistemas de apoyo a la toma de decisiones, en los que la informacion procesada se
presenta a un experto humano que, en base a dicha informacién y a su experiencia,
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ejercera la responsabilidad ultima de tomar las decisiones que considere mas
beneficiosas para su organizacion. Si el modelo resultante, pese a la reduccion del
método RBS, contiene muchas reglas, el experto humano tendra dificultades para
manejarlo, por lo que es de vital importancia que estos modelos vayan acompafiados de
alglin mecanismo que permita al usuario ‘navegar’ interactivamente por las reglas del
modelo. Actualmente se dispone de dos sistemas de representacion de los modelos de
reglas de clasificacion que ayudan al usuario-analista a visualizar el modelo.

El primero de ellos consiste en una representacion tabular en la que las reglas se
representan como en las tablas 5.9, 5.10 y siguientes del epigrafe 5.3.2. La informacion
de cada regla se representa en una fila de la tabla, los dos primeros campos son los
valores de soporte y confianza, y el resto son los valores que toman los distintos
atributos para esa regla. El valor final (a la derecha) es el consecuente de la regla
considerada. En esta representacion tabular, las reglas estan ordenadas por el valor ‘rs’
de cada una de ellas, de tal forma que la primera fila contiene la regla méas confiable
(mayor valor de ‘rs’). Ademas, para identificar la region a la que pertenece cada regla,
se colorean en verde las de ‘REG-2’ (reglas confiables), en rojo las de ‘REG-1’ (reglas
de descarte) y en amarillo las de ‘REG-3’ (reglas a observar).

| Antec | => Consec. 90+ i
pp(*) Conf(*%)|Estilc  |UnidadesD 50 L __________*_____
70+

¢
—— e g el

I
I
I
I
ast N Mum_000_ 0135 -E 50 - i
2230| 27.484fest N |Num 031050 | T | I
2230| 9.800fest N MNum_200_+++ g0+ 1
2230| 8.533fest N Num 101 200 | 9 I
2230| 7.812Jest N |Num_051_100 *7 :
2230 7.653Jest N  |Num_016_030 20- "
0009| 63.158fest 10  |Num_000_015 i
0009 15.788fest 10  |Num_031_050 104 I
0009] 10.526fest 10 [Num_051_100 ol - —W-—W- - - -2
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Figura 6.1: Vista tabular y gréafica de un sistema de reglas

La segunda forma de visualizar un sistema de reglas consiste en una representacion
gréfica real, al estilo de las que se muestran en el epigrafe 2.1.2 (ver figura 2.6 y 2.7),
pero eliminando las reglas de la region ‘REG-0’. En dichas graficas se representa cada
regla como un punto cuyas coordenadas son sus valores de soporte y confianza, de tal
forma que la regla que queda mas a la derecha y mas arriba sera la méas confiable de
todas.

Se ha desarrollado un entorno interactivo en el cual el analista puede aplicar ciertos
filtros (ver figura 6.2) sobre un conjunto de reglas para, en un momento dado, poder
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hacer preguntas al modelo del estilo ‘¢Como se comporta la variable consecuente
cuando el antecedente toma un determinado valor?’.

Antec => Consec. 90
*%HEstilo | ~JUnidadesD |~ 80
Los 10 primeros
Filtro predeterminado... 70
- vacio - &0
- No vacio -
50
(est02 40
[ est_10
- 30
| est M
20
10
0
[ Todos [E=| |25
| Aceptar | | Cancelar

Figura 6.2: Filtro para un sistema de reglas (implementado en una hoja de calculo)

Pp(% Estilo  |UnidadesD _..4 _____________ *___,

D L) T ] I L) 1
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Confianza

Figura 6.3: Vista de un sistema de reglas tras aplicar un filtro

Aplicado el filtro de la figura 6.2 al modelo representado en la figura 6.1, las vistas
tabular y gréafica del modelo se modifican como se muestra en la figura 6.3.
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Esta forma de representar los sistemas de reglas proporciona al analista un método de
una cierta potencia para poder estudiar el modelo generado, aunque sigue pareciendo
insuficiente. En el ambito del analisis de grandes volumenes de datos y, concretamente,
en la Inteligencia de Negocios, existe un campo de investigacion abierto que es la
visualizacion de los resultados tras cualquier proceso de andlisis. Como ya se ha
comentado anteriormente los ejecutivos valoran el hecho de poder tomar decisiones lo
mas rapidamente posible. Un requisito para ello es que los procesos de analisis sean lo
mas eficientes posibles en cuanto al tiempo de ejecucion; pero otro requisito igualmente
importante es que la informacion devuelta sea facilmente interpretable. De poco serviria
un proceso de calculo muy répido si la informacion resultante que proporciona necesita
qgue el analista le tenga que dedicar horas de estudio. Una posible forma de
representacion grafica de facil interpretacion seria dibujar el arbol de decision que se
genera al aplicar el método ID3 (ver figuras 2.1 y 2.2). Este tipo de gréficos tiene dos
importantes inconvenientes: Por una parte el dibujo de un arbol de decisidn puede ser
muy extenso cuando el nimero de reglas es elevado; en ese caso el arbol seria dificil de
visualizar en una pantalla de ordenador, mucho mas en un dispositivo mavil con
tamanos de pantalla reducidos. El otro inconveniente que tienen los arboles de
clasificacion es que el nodo raiz, unico punto de entrada al mismo, se refiere a una Gnica
variable predeterminada por el método de generacion del arbol (ID3 u otro), en este
caso un analista estd obligado a analizar el modelo empezando siempre por la misma
variable y, en general, tendra poca flexibilidad para recorrer el arbol ya que a partir de
un nodo tendrd un numero de caminos reducido por los que seguir su analisis.

Una alternativa a los arboles de decision que se puede investigar son los grafos de
decision (o ‘decision graphs’), de los cuales, los arboles de decision se pueden
considerar un subconjunto. La idea es generar vistas del modelo de reglas que el analista
pueda recorrer de la forma mas flexible posible. Nétese que la vista tabular de un
sistema de reglas (figuras 6.1 y 6.3) permite esta flexibilidad, a la hora de recorrer las
reglas. Una solucion interesante consistiria en dar una representacion grafica en forma
de grafo al conjunto de reglas, actualizandolo cada vez que se modifica el filtro
aplicado.

En general las posibilidades de representar graficamente un conjunto de reglas pueden
ser muy variadas. La idea que debe primar en cualquier estudio y desarrollo sobre este
particular es que la representacion escogida resulte Util y clara para el analista que tiene
gue tomar decisiones en base a la informacion representada.

6.4.3. Actualizacion de modelos con nuevos datos

Actualmente, tal y como esta disefiado el método CREA, con él es posible generar un
modelo a partir de un conjunto de datos de entrada. Con el paso del tiempo dicho
conjunto de datos crece (sea cual sea la ventana temporal considerada). Si se desea
actualizar el modelo anterior con los nuevos datos, la Unica opcidn (con las técnicas
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desarrolladas en esta tesis) es afiadirlos al conjunto de datos original y volver a generar
un modelo més actualizado, desechando el que qued6 obsoleto.

En el campo de la Mineria de Datos, existe un rama denominada ‘Data Stream Mining’
(o *‘Minado de Flujos de Datos’) que investiga la forma de disponer de modelos de
representacion del conocimiento actualizados a medida que se tienen nuevos ejemplos
con los que seguir alimentando el modelo. Con estas técnicas, el modelo original nunca
se desecha, lo que se hace es actualizarlo con los nuevos registros de informacion que se
capturan. Esta tarea de actualizacion del modelo puede realizarse con la frecuencia que
se considere mas conveniente. En el caso méas extremo, cada nuevo registro de datos se
utilizaria en el mismo momento de ser capturado para renovar el sistema. En este caso
se tendria un modelo actualizado en tiempo real. Otra opcidn seria establecer una
determinada ventana temporal o de nimero de nuevos registros disponibles, y ejecutar
un proceso por lotes para poner al dia el modelo.

Este tipo de técnicas se podria aplicar a los sistemas de reglas generados con el método
CREA actualizando los valores de soporte y confianza de las reglas disponibles o
introduciendo nuevas reglas cuando no estuvieran presentes en un modelo anterior.
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Figura 6.4: Actualizacion del modelo de reglas

En la figura 6.4 se ilustra como podria realizarse la actualizacion de un modelo de reglas
generado con el método CREA. Si se dispone de un nuevo ejemplo, compatible con la
regla ‘rg’ se debera actualizar el valor de soporte y confianza de esta regla. Si el flujo de
datos trae un ejemplo que no es compatible con ninguna de las reglas del modelo,
entonces se introduce una nueva regla (‘ris’) que, por ser la primera vez que se da en el
conjunto de datos, tendrd un soporte minimo. Una vez actualizadas las reglas
unicamente quedara recalcular los ejes y ver si alguna de las reglas ha cambiado de
region.



126

6.4.4. Aplicacion del algoritmo CREA a otros &mbitos

Desde el punto de vista de la aplicaciéon de los sistemas de reglas de clasificacion al
ambito de la Inteligencia de Negocio, el siguiente paso natural para avanzar en esta
investigacion, pasa necesariamente por buscar otros marcos de aplicacion empresarial,
donde testear el algoritmo CREA y sus futuras actualizaciones. Asi, por ejemplo, ya se
ha iniciado el analisis predictivo de portales de venta on-line, o el modelado del
comportamiento de clientes en portales de reserva telematica, entre otros, con resultados
muy satisfactorios.



Anexo |
Analisis multidimensional del
tiempo de procesamiento

Al.1l. Cubo de informacion

La variable objeto de estudio empirico, el tiempo de ejecucién del algoritmo CREA,
depende del conjunto de datos de ejemplos ,’E’, que en cada caso se quiere procesar, el
cual viene definido por tres pardmetros que lo caracterizan, el namero de ejemplos o
filas a procesar, ‘N’; el nimero de atributos de cada ejemplo, es decir, las columnas del
conjunto de datos, ‘C’; y el numero de valores, ‘V’, que puede tomar cada atributo. En
el presente estudio, para poder sistematizar el andlisis, el valor “V’ se considera
constante para todos los atributos de un mismo conjunto de datos.

Se han simulado 450 conjuntos de datos donde los parametros ‘N’, ‘C’ y ‘V’ toman los
siguientes valores:

N e {2x10°, 4x10°, 6x10°, 8x10°, 10x10°, 12x10°, 14x10°, 16x10°, 18x10°, 20x10°}
Ce{2 4,8, 16,32}

Ve{23,4,6,8,10,12, 14, 16}
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Es decir, el parametro ‘N’ puede tomar 10 valores distintos, ‘C’ puede tomar 5 valores y
‘V’ puede variar entre 9 posibles valores. De todas las combinaciones posibles de los
eventuales valores de estas variables surgen los 450 conjuntos de datos que se han
considerado para realizar el estudio ( [N| x |C| x [V| = 450 ). Con cada uno de estos
conjuntos de datos se ha ejecutado el algoritmo CREA, realizando la medicion del
tiempo de procesamiento. Dado que los datos obtenidos en estas mediciones estan en
funcién de los parametros ‘N’, ‘C’ y “V’, se puede plantear la construccion de un cubo
de datos de 3 dimensiones (ver figura Al.1) para realizar un andlisis multidimensional
de los tiempos de procesamiento del algoritmo CREA.

Figura Al.1: Representacion grafica de un cubo de datos de tres dimensiones

Fisicamente, el citado cubo de datos se puede implementar como un cubo OLAP con
disefio en estrella, donde la tabla central seria la tabla de hechos del cubo, esta
contendré los datos procedentes de las mediciones que se quiere analizar, es decir, los
tiempos de procesamiento. Las dimensiones de dicho cubo estaran representadas por
tres tablas para los posibles valores de cada uno de los parametros de los que dependen
los tiempos de procesamiento, ‘N’, ‘C’ y *V’.

N° Ejemplos ‘N’ N°® Columnas ‘C’
(dimensidn) (dimension)
Tiempos

(hechos - mediciones)

N°® Valores ‘V'
(dimension)

Figura Al.2: Disefio en estrella del cubo de datos de tiempos
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Con este planteamiento resulta sencillo proponer diferentes formas de presentar la
evolucion de la variable ‘tiempo’ en funcién de los parametros ‘N’, ‘C’ y “V’ de los que
depende y asi poder hacer un andlisis mas exhaustivo.

Tabla Al.L: Vista {C, V } frente a { N } de los tiempos de ejecucién
N= N= N= N= N= N= N= N= N= N=

2x10° | 4x10° | 6x10° | 8x10° |10x10°|12x10°|14x10°|16x10°(18x10°|20x10°
21.9 42.2 62.5 82.8 104.7| 123.4 145.3 165.7| 185.9 206.2
26.5] 51.5 78.1] 103.1 129.6 154.6) 179.7 207.8 232.8 257.8
31.2 60.9 92.2 123.5 154.7| 184.4 217.2 246.9 278.1 307.8
40.6| 81.2 121.8 162.5] 203.2 245.3 286.0 328.1 368.7 410.9|
50.0 101.6] 153.1 201.5 253.1] 303.1 354.7| 406.2 457.8 507.8
60.9 121.9 181.2 242.2 301.6 362.5 423.4 486.0 545.3 607.8
12 71.9 143.7 214.0 286.0 357.8 426.6 500.0 571.9 642.2 717.2
82.8 165.6| 246.9 329.7 411.0 493.8 576.6 657.8 740.7 826.5
93.7 185.9 279.7| 371.9 464.1 556.3 648.4 742.2 835.9 929.6
85.9 173.4 259.4 348.4 435.9 521.9 609.4 693.7| 782.8 870.3
106.3] 215.6 325.0 434.4 546.9 654.6) 768.7| 876.5 987.5| 1100.0
123.4 251.5 384.3 510.9 671.9 778.1] 940.7| 1082.8) 1203.1] 1334.3
160.9 314.1] 470.3 626.5 865.6 951.6| 1193.8) 1446.9] 1523.5 1864.1
206.3 390.7| 581.3 768.8 967.2| 1145.3] 1345.3] 1584.4) 1739.1] 2017.2
10 286.0 518.8 751.6 984.3] 1228.2| 1473.4) 1720.3] 1984.4] 2209.4] 2504.7|
12 409.4 675.0 957.8| 1214.1) 1485.9] 1743.8) 2004.7| 2284.3] 2551.5/ 2895.3
14 579.6 892.1] 1215.6| 1529.7| 1836.0] 2121.8| 2400.0f 2678.1] 2984.4] 3853.1
16 873.5| 1292.2] 1623.4] 1971.9 2348.4] 2704.7] 3029.7| 3385.9 3740.6/ 4081.3
2 356.2 742.2 1143.8) 1454.7) 1803.1] 2175.0f 2559.4f 2921.8] 3400.0f 3693.7
3 493.7] 1079.7| 1589.1] 2121.9] 2715.6| 3190.6/ 3779.7| 4337.5| 4887.5 5475.0|
4 1139.1] 1871.9] 2548.4]f 3243.8] 3995.3] 4635.9] 5386.00 6084.4 6714.00 7543.8
6 2592.2| 4846.9] 6782.8] 9262.5 12661.0] 15840.7| 18390.7| 15682.8] 16901.6| 18626.6|
8 3039.1] 5911.00 8765.6| 11881.3 14517.2| 16981.2| 19621.9, 22870.3] 25232.9| 27082.8|
10 3623.4] 7178.1] 9773.4] 14190.6| 16042.2| 20476.5 24728.1] 28907.8 31031.3] 34503.1
12 3543.8) 7451.6] 10486.0] 15240.7| 16406.2| 21496.9] 26257.8) 30632.8| 28815.7| 33482.8|
14 3592.2| 7512.5 10937.5 15931.3| 17378.1| 22814.1] 27834.4) 33500.0, 30514.1| 35579.6
16 3746.9] 7729.7| 11017.2] 16425.0 18003.1] 23561.0| 29109.4| 35428.2| 32306.3| 37560.9|
16 2 2961.00 5690.6] 7904.7| 10278.1 12220.3| 14364.1) 16687.5 19207.8 21746.8| 24231.3
16 3 4564.0f 10354.6| 14387.5| 24481.2| 29262.5| 33265.6| 45817.2] 59315.6| 75893.7| 64739.1]
16 4 4231.3] 9300.0] 17284.4] 20937.5 29150.0] 39946.9| 52575.0] 46112.5 51581.3] 62971.9
16 6 4390.6| 9157.8 14093.8| 19545.3 26634.4| 35192.2| 36668.8) 43014.1] 46409.3| 55281.2
16 8 4382.8] 9521.8 15398.5| 20534.3 25409.4| 30795.4] 34679.7| 40021.9] 45426.6| 51703.1]
16 10 5456.2| 10726.6] 16198.4| 22057.8) 28173.5| 35743.7| 42332.9] 49861.0| 56236.0] 62960.9|
16 12 5435.9| 12235.9 18570.3] 24479.7| 30231.3| 36056.3| 40965.7| 47335.9] 54375.0, 60689.1
16 14 5989.1] 11914.1] 19436.0] 27309.4] 34656.3] 42089.1| 48403.1 55364.1] 62090.7| 68067.2]
16 16 7239.1| 12782.8] 19184.3| 26917.2 34836.0| 43226.5 51579.7| 60587.5 69168.8 78279.7
2 10381.2| 24142.2| 34725.0 54681.2] 59109.4| 80293.8/103779.7/130282.8/129020.3/136096.9
3 9246.9| 21984.4) 31412.5 51523.4] 54103.1] 72500.0] 95192.2/120854.7|103211.0{120107.8|
32 4 9296.9| 20646.9 28576.5 47801.6] 69915.7| 63828.1 83643.7/106926.6/130068.7|156540.6|
6 9432.8| 19364.1| 29368.7| 45698.5 51856.2| 68189.1| 87121.8/105979.7|100217.2(112842.2
32 8 8443.7| 18787.5 30290.6| 40454.7| 50653.1] 60165.6| 70648.4) 80859.4) 89837.5/100078.1
32 10 10832.8| 21506.3| 31565.6| 43417.2| 56071.9] 70656.3 85953.2(101003.1/114484.4{128120.3
32 12 10207.8| 24414.0| 38435.9] 49787.5 61879.7| 72765.6] 84560.9] 92729.7|105367.2/118275.0
32 14 11490.6| 22843.8] 38571.9] 55395.3] 72539.1| 88464.0/103993.8/116043.7|129711.0{142379.7
32 16 14615.6| 25098.4| 37075.0 52078.2| 69934.3| 88725.0,108309.4{126728.1|146712.5/166485.9
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Tabla Al.2: Vista{V, C } frente a { N } de los tiempos de ejecucion
N= N= N= N= N= N= N= N= N= N=
2x10° | 4x10° | 6x10° | 8x10° |10x10°|12x10°|14x10°16x10°|18x10°|20x10°
21,9 422 62.5  82.8 104.7] 1234 1453 165.7 1859  206.2
859 1734 2594 3484 4359 5219 6094 693.7 782.8 870.3
356.2| 742.2] 1143.8] 14547 1803.1] 2175.00 2559.4] 2921.8 3400.0] 3693.7
2961.00 5690.6] 7904.7| 10278.1 12220.3 14364.1] 16687.5 19207.8] 21746.8 24231.3
10381.2] 24142.2] 34725.0] 54681.2] 59109.4] 80293.8/103779.7/130282.8/129020.3/136096.9
26.5 515 781 103.1] 129.6] 154.6] 179.7] 207.8 232.8) 257.8
106.3] 215.6] 325.00 434.4] 5469 654.6] 768.7 876.5 987.5 1100.0
493.7| 1079.7] 1589.1] 2121.9 2715.6] 3190.6] 3779.7] 4337.5 4887.5 5475.0
4564.0] 10354.6] 14387.5] 24481.2 29262.5 33265.6] 45817.2] 59315.6 75893.7] 64739.1
9246.9 21984.4| 31412.5) 51523.4] 54103.1] 72500.0] 95192.2/120854.7/103211.0/120107.8
31.2 60.9 92.2] 1235 154.7] 1844 217.2] 2469 278.1 307.8
1234 2515 3843 5109 6719 7781 940.7] 1082.8 1203.1 1334.3
1139.1] 1871.9 2548.4] 3243.8] 3995.3  4635.9 5386.0] 6084.4 6714.0] 7543.8
4231.3] 9300.0] 17284.4] 20937.5 29150.0] 39946.9| 52575.0 46112.5 51581.3 62971.9
9296.9 20646.9 28576.5| 47801.6] 69915.7| 63828.1] 83643.7/106926.6/130068.7/156540.6
40.6) 812 1218 162.5 203.2] 2453 286.0 328.1 368.7 410.9
160.9 314.1] 470.3 626.5 865.6 951.6 1193.8 1446.9 1523.5 1864.1
2592.2] 4846.9 6782.8 9262.5 12661.0] 15840.7| 18390.7| 15682.8 16901.6] 18626.6
4390.6) 9157.8] 14093.8 19545.3 26634.4] 35192.2| 36668.8 43014.1 46409.3 55281.2
9432.8] 19364.1] 29368.7| 45698.5 51856.2] 68189.1 87121.8/105979.7/100217.2|112842.2
50.00 101.6] 153.1 201.5 253.1] 303.1] 354.7] 406.2 457.8 507.8
206.3] 390.7] 581.3 768.8] 967.2] 1145.3 1345.3 1584.4 1739.1] 2017.2
3039.1 5911.0| 8765.6] 11881.3 14517.2] 16981.2] 19621.9 22870.3 25232.9 27082.8
4382.8] 9521.8] 15398.5 20534.3 25409.4] 30795.4 34679.7] 40021.9 45426.6] 51703.1
8443.7| 18787.5 30290.6] 40454.7| 50653.1] 60165.6] 70648.4] 80859.4 89837.5100078.1

0|0 |00 (00D | DO B(A (BB IWWW(W|W[N[ININN|N <

W W W W W W= W= w2 w2
N IR Y S Y e D S S I R DY e Y e N D R S S B Y e Y e B D S S e B DY R Y B Y S S I R LY )

10 60.9 1219 181.2] 24221 301.6] 362.5 423.4 486.00 545.3 607.8
10 286.00 518.8 751.6 984.3 1228.2) 1473.4] 1720.3] 1984.4] 2209.4 2504.7
10 3623.4) 7178.1] 9773.4] 14190.6/ 16042.2 20476.5] 24728.1] 28907.8 31031.3 34503.1
10 5456.2) 10726.6| 16198.4| 22057.8 28173.5 35743.7| 42332.9 49861.0] 56236.0] 62960.9
10 10832.8] 21506.3| 31565.6| 43417.2] 56071.9 70656.3] 85953.2/101003.1]114484.4/128120.3
12 719 143.7] 214.00 286.00 357.8] 426.6) 500.00 5719 642.2) 717.2
12 409.4 675.0 957.8 1214.1] 1485.9] 1743.8] 2004.7] 2284.3 2551.5 2895.3
12 3543.8 7451.6| 10486.0| 15240.7| 16406.2| 21496.9 26257.8 30632.8 28815.7| 33482.8
12 5435.9 12235.9 18570.3 24479.7| 30231.3| 36056.3] 40965.7| 47335.9 54375.0] 60689.1]
12 10207.8) 24414.0| 38435.9| 49787.5/ 61879.7| 72765.6 84560.9 92729.7105367.2118275.0
14 82.8] 165.6] 246.90 329.7 411.00 493.8 576.6) 657.8 740.7] 826.5
14 579.6] 892.1] 1215.6) 1529.7| 1836.0 2121.8 2400.0] 2678.1] 2984.4 3853.1
14 3592.2) 7512.5 10937.5| 15931.3 17378.1| 22814.1] 27834.4) 33500.0] 30514.1] 35579.6
14 5989.1] 11914.1] 19436.0| 27309.4| 34656.3] 42089.1] 48403.1] 55364.1] 62090.7| 68067.2
14 11490.6) 22843.8| 38571.9| 55395.3] 72539.1| 88464.0[103993.8/116043.7|129711.0/142379.7
16 93.7 1859 279.71 3719 464.1] 556.3] 648.4 742.2] 835.9 929.6
16 873.5 1292.2| 1623.4 1971.9 2348.4 2704.7| 3029.7| 3385.9] 3740.6/ 4081.3
16 3746.9) 7729.7| 11017.2| 16425.0] 18003.1] 23561.0] 29109.4 35428.2] 32306.3] 37560.9
16 7239.1] 12782.8 19184.3 26917.2| 34836.0| 43226.5] 51579.7| 60587.5 69168.8 78279.7
16 14615.6) 25098.4] 37075.0] 52078.2] 69934.3| 88725.0[108309.4/126728.1]146712.5/166485.9

Las tablas Al.1 y Al.2 muestran de dos formas diferentes los mismos datos de tiempos
resultantes de las mediciones realizadas. Son, por tanto, dos vistas posibles del mismo
cubo de informacion.

En los siguientes apartados se va a presentar un analisis exhaustivo de la evolucion de la
variable ‘tiempo’ en funcién de las dimensiones ‘N’, ‘C’ y “V’; se plantean tres tipos de
analisis en los que, de las tres dimensiones, dos se fijan a un determinado valor y la
tercera se utiliza para observar la evolucion de los tiempos de procesamiento. En cada
caso se presentan graficas que representan un subconjunto de datos extraido de alguna
de las tablas Al.1 0 Al.2 a las que en adelante se denominara ‘vista 1’ y “vista 2’ del
cubo de datos, y que de forma esquematica se van a representar como en la figura Al.3.
Notese que la ‘vista 1’ se divide en 5 bloques (uno por cada valor de ‘C’) y en cada



131

Vista 2

Vista 1

L L L L L IR (L (L (L [ L
- il [ il I I [ 'L I I [ L I I [ i gl
= [T el et e o o Bl e St b Rl e o o el o
— gl [ gl | 1 (L 'L | 1 [ L | I (L gl
m 4 gl g g =l |+LI_|_| B [ .+LI_I_I L.I_I_I_I.+LI_|_| o el
2_“_“_“_“_“_“_“_“_“_“_“_“_“_“_“_“_“_“
JEN T I N I S I L I (0 T U I T ST Y I
S EEREE R EEERE R BN B BEEEE T
[ 1 _I_I_ a1 _I_I_ 1 _I_I_ 1 _|_|_ 1 I_|_|_ 1 _|_|_ 1 I_I_I_ a1 _I_I_ N I_I_I_
S0 At o o S i et il i i B T
A IR N I N R N IR A A
= BRI EEET BRI Bl BRIl B e EEet el Bt S
_ﬁ____________________________________
S (VI I (IO [N I (IO RNV U DA AN I OO N NS AN I MDY [ S P I N N I
CN BN P T AL BRI AR BRI AL
T TR TR TR TR TR NS e N e
- NN TN NN e N e e e e
..ﬂ____________________________________
S e e il 1 i i e il o i il s i Tl 5 i Bl Bl s i el 5 Bl s e B o
n gl [ gl | I (L g | I (L L | I [ gl
- ==t A==+ A=+ 4+ |_|_l._|.r.l_l_l1.r I_I_I._l.r.I_I_I.T.r I_I_I._u.r.l.l_l.T.r
AN S IR SR BN A IR YRR I
I | [ | I | | ' | I | P | P | I |
(5] o ™o [ o ™o o oo oo o
>| « = - = = = o = @
[ [ M Jorob o e T I
_.________._—___"I___._F___“____________________
o R AR Ee RS L E AR AR SR SRR R TR e RER AR D
1 1 1 1 1 1 1 1 1 ] 1 1 1 1 1 1 1 1 1 1
% [1rrr bR e i A
S I S SR R e
IR T DN O R
d i i i i I I I I i I i i I I I I i i i i
R RS SEE S oSt EERE S AR S oS RS ot
= _"_"._."._ln _In_.“u_._._ln _"_"._."._un _“l_.“._nn_“ _"_"._._F_ln
> BEEEREREE P R T e
E3 b by 1 1 [ [ B | [ B |
= +|_L|_|_|_|r._q-.._.l_|_|“|_|_|r.__- +|_|.|“|_|_|rh- T R R R
u-_“_“_“___“___“___“___“_“_“_“_“_“_“_“_“_“
(= [Py NS (LA (S N [N - SV (- R S (RO (U N A Sl (S RS [N (R (R
- _“__1_.“._|“ _I“_."u_.“._ln _“_"._.“._|_ __l_.“._nn_“ _“|__1_._q_|_
i i i i i i i i i 1 i i | i | | i i i i
_.m 4.n|_|“|_|“|1._—-.._.|_.|_|“|_|“|_|._r 4.“|_|“|_|"|1.“.- ._..“.u_lnl_luu._..“. ._|n|_|“|_|ﬁ.._..ﬂ-
I I I I I I I I I 1 I I | | | | I I I I
I 1 1 1
L EEEERRREE i IR AR
1 _ 1 _ 1 _ 1 _ L _ L _ L _ L _ 1 _ 1 _ 1 _ L _ 1 _ 1 _ 1 _ 1 _ L _ 1 _ L _ 1 _
= oo oo oo L oo -
o - @ = o

agrupan en 9 blogues de 5 filas cada uno (valores de ‘V’ y “C’ respectivamente). En
ambos casos cada bloque de datos esta estructurado en 10 columnas (uno por cada valor

bloque hay 9 filas de datos (una por cada valor de *V’). En la “vista 2’ los datos se
de ‘N’).

Figura Al.3: Representacion esquematica de las vistas del cubo de datos ‘Vista 1' y ‘Vista 2’
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Al.2. Analisis en funcion del numero de ejemplos ‘N’

Al.2.1. Comparativa por numero de columnas ‘C’

Este apartado contiene 5 gréaficas extraidas de los datos de la “vista 1’, una por cada
valor de ‘C’. En cada grafica se representan 9 series de datos que se corresponden con
las filas de cada uno de los 5 blogues de dicha vista. El eje X representa el nimero de
ejemplos ‘N’ del conjunto de datos procesado.

Vista 1
c | v | N=2x10° ax10", ..., 20x10%,
2 [
, |2 o ._:_:{_:_r_:_}:_:_.:_3.-_:_3_:_-.{_:_ : Series de datos Grafica 1
——I——-Ir——|——]———i-—1I-——|r——-1r——_|1-—- .__
T it S R it e S i >
| | § | § |
: eSS |
G il vl Sl i i 1 | Series de datos Grafica 2
4 ‘_ = |__'__|__|__|__-| —-r'_——|T——
— =l ——!n- —Al— —T——L—-:-‘—-tr— —Eaaad
Rl a0 e
[ g 1 L
|| ER u |
il e ey Series de datos Grafica 3
. ! -_T_-l.____L'__T__'l___I__r_T_—I__
e R R PRSI R |
—
R (e F P R o RO i :
3o Series de datos Grafica 4
L B X e e e
_——lm e = e L e e e e
T e st e el i s
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| i i I i 1 i I I !
. RN . :
O Wiyt et ol sl St il il Ay it Series de datos Grafica 5
32 4 T ' T | | —
-_—T—_—-Il-_—_-l-'_—_—cr—_—_'l-_—_L_—_qr—_—-:-—_——ll-_—_J
e el hu  ld wlh  a
S T R e : :

Figura Al.4: Origen de las series de datos de las graficas del epigrafe Al.1.1
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Tiempos para C=2 y diferentes valores de V

1000,0
900,0 —16
800,0 —14
700,0 12
600,0 10
500,0 8
6

400,0
—_—

300,0
: 3
200,0 )

100,0

0,0

40105 Bx10°  12x105  16x10°  20x10°
2105 6x10°  10X105  14x105  1Bx10F
N

Tiempos para C=4 y diferentes valores de V
4300,0

4000,0
3500,0
3000,0
2300,0
2000,0
1500,0
1000,0

300.0

0,0
4105 8105 12x10°  16x10° 20x1(F

26105 &x10° 10x10° 14x10° 18x10°
N

GRAFICA 1: Tiempo frente a ‘N’ para ‘C=2’

GRAFICA 2: Tiempo frente a ‘N’ para ‘C=4’

Tiempos para C=8 y diferentes valores de V
40000,0

—_—1f
35000,0 1
30000,0 12
25000.0 ks
—_3
20000,0 ¥
15000,0 1!
10000,0 3
—
5000,0 /
0,0 =—
40105 Bx10°  12x10°  16x10°  20x10F
2105 6x105  10x105  14x105  18x105

N

Tiempos para C=16 y diferentes valores de V
90000,0
— {6
80000,0
' S —14
70000,0 / J 12
60000,0 /
50000,0
40000,0
30000,0
20000,0
10000,0
0,0
4105 8x10°  12x10°  16x10°  20x10°
2105 Bx10°  10x10°  14x10°  18x10°
M

GRAFICA 3: Tiempo frente a ‘N’ para ‘C=8

Tiempos para C=32 y diferentes valores de V
180000,0

—15
160000,0 “
140000,0 / 12
120000,0 g / — 10
100000,0 —8
80000,0 6
—_—4
60000,0 ;
40000,0
' —_2
20000,0 -
00-
4x105  Bx10°  12x10°  16x10°  20x10°
2x10°

Bx10%  10x10°  14x10°  16x10°
N

GRAFICA 5: Tiempo frente a ‘N’ para ‘C=32’

GRAFICA 4: Tiempo frente a ‘N’ para ‘C=16’
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Al.2.2. Comparativa por numero de valores ‘V’

Este apartado contiene 9 gréaficas extraidas de los datos de la “vista 2’, una por cada
valor de “V’. En cada gréafica se representan 5 series de datos que se corresponden con
las filas de cada uno de los 9 bloques de dicha vista. El eje X representa el nimero de
ejemplos ‘N’ del conjunto de datos procesado.

Vista 2
v | © | N=2x10°, 4x10%, ..., 20x10°,
2 -__:__L_:__I__: —L_t1_____ ] > H £
2 | 4 | p» Series de datos Grafica 6
B R R S Y M |
- - I M T T .'
2 fef=s==b=bog-d=abot-d-- . .
N I ot et At e A Series de datos Grafica 7
| e e s Tt
2 i :
a | o _‘:;_‘JIL_‘::r‘::::;.‘.T:.j::.:ﬁ:f:_*l Series de datos Grafica 8
T [ [ | [
z |ttt y : .
6§ | & Loroioabornen—-m—i-2 . Series de datos Grafica 9
R L Y Ml |
s :— ] : ] : ] | | -1 -. -
2 |- L ] | ]
R I e L ik Series de datos Grafica 10
B —— N —
2 [ =l . < . !
w | & PEEsasssEssses - Series de datos Grafica 11
= |—H T ! -
2 = : : S > L |
2 | & s r——a=———3—p Series de datos Grafica 12
Sl s e o B e e >
z |ttt >
1 | & P eaesrat—p Series de datos Grafica 13
-- e —— 1 >
I R e S B s Iy e B >
6 | & |Ssseaenseasa==eai—p Series de datos Gréfica 14
S e s s >

Figura Al.5: Origen de las series de datos de las graficas del epigrafe Al.1.2
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Tiempos para V=2 y diferentes valores de C
160000,0

140000,0

120000,0 16

100000,0
—8

80000,0
60000,0
40000,0

—2

20000,0

0,0

4105 8«10 12x10°  16x10°  20x10°
210 6x105  10x10%  14x10°  16x10°
N

Tiempos para V=3 y diferentes valores de C
[140000,0

120000,0
HODO0O,0 16
80000,0
60000,0
40000,0

20000.0
—__———-__

4105 Bx10%  12x10°  16x10°  20x10°
2105 6x105  10x10°  14x10°  18x10°
N

0,0

GRAFICA 6: Tiempo frente a ‘N’ para ‘V=2’

GRAFICA 7: Tiempo frente a ‘N’ para ‘V=3’

Tiempos para V=4 y diferentes valores de C
180000,0

160000,0
140000,0
120000,0
100000,0
80000,0
60000,0
40000,0 —2
20000,0

DO ——
4x10%  8x10% 12x10°  16x10F  20x10°
2105 &x105  10x105  14x105  18x10°
M

Tiempos para V=6 y diferentes valores de C
120000,0
—_— G2
100000,0
16
80000,0
—
60000,0
4
40000,0
—
20000.0 /N
0,0
4x10°  Bx10%  12x10°  16x10°  20x10°
26105 6105 10x10F  14x105 18x10F
N

GRAFICA 8: Tiempo frente a ‘N’ para ‘V=4'

GRAFICA 9: Tiempo frente a ‘N’ para ‘V=6'

Tiempos para V=8 y diferentes valores de C
120000,0

100000,0
80000,0
60000,0
40000,0

—

20000,0

0,0
4x10°
2%10°

8105 12x10°  16x10°  20x10°
G105 10x10%  14x10°  18x10°
N

Tiempos para V=10 y diferentes valores de C
140000,0

120000,0
100000,0 16
80000.0
60000.0
40000.0

20000.0

0,0

Gx10°  10x10°  14x10°

4105 Bx10® 12x10°
N

1B8x10°
16x10°  20x10°

GRAFICA 10: Tiempo frente a ‘N’ para ‘V=8’

GRAFICA 11: Tiempo frente a ‘N’ para ‘V=10’
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Tiempos para V=12 y diferentes valores de C
140000,0

120000,0
100000,0 18
80000,0
60000,0 4
40000,0
20000,0

0,0

4105 8«10 12x10°  16x10°  20x10°
2¢105  Bx10% 10x10%  14x10°  16x10°
N

Tiempos para V=14 y diferentes valores de C
160000,0

140000,0
120000,0 16
100000,0
&0000,0
60000.0
40000,0

20000,0

0,0
4105 Bx105 12x10° 16x10° 20x10°
24105 Bx10° 10x10° 14x10°  18x10°
N

GRAFICA 12: Tiempo frente a ‘N’ para ‘V=12" GRAFICA 13: Tiempo frente a ‘N’ para ‘V=14’

Tiempos para V=16 y diferentes valores de C
180000,0

160000,0
140000,0
120000,0
100000,0
80000,0
60000,0

—2

40000,0

20000,0 /

0,0
40105 Bx105  12x105  16x105  20x10F
2105 6x105  10x10°  14x10°  18x10°
N

GRAFICA 14: Tiempo frente a ‘N’ para ‘V=16’
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Al.3. Analisis en funcién del nimero de columnas ‘C’

Al.3.1. Comparativa por numero de ejemplos ‘N’

Este apartado contiene 10 gréficas extraidas de los datos de la “vista 2’, una por cada
valor de ‘N’ (una columna de datos). En cada gréafica se representan 9 series de datos
que se corresponden con los segmentos verticales en que se divide cada columna de
datos (9 bloques). El eje X representa el nimero de columnas ‘C’ del conjunto de datos
procesado.

Vista 2
= 8 .
M I 2’“:"" "‘1|“" 22000 | »Series de datos Graficas 15
- St B W B
o\ [ ek
frri-mr e aeErr 141 we-Series de datos Graficas 16
z Fhrr4-=-FF-114 b
I I o e il . .
(Lo eresserrit ] Series de datos Graficas 17
] [] ] [} ]
2 Frt1 - Rt 1
iRt )
ooty B Series de datos Graficas 18
2 'T"'I"_I_ "“'r"'--r""‘l"
LB OO o bl o ol oo . -
A W AE R Ed bk Series de datos Graficas 19
2 Frtt-=Ft114-FrF+171
s | a 'E::fjl_::::lt:::jl:E:'lti::: _ '
ey --r -+ 1--Fr 1411 W Series de datos Graficas 20
2 .JI.-._i__:__i...il-_i__l_-L.JI__
10 | ¢ FFroizoccoiriabrpolals
© [freisooororiatbrEriay] ®Series de datos Gréaficas 21
2 N NN e
U3 U0 SaSERnund bk ud e RE e _ _
“ b mrstiarrrit 1] ™ Series de datos Graficas 22
2 FEroa- oot
LC TN S bttt i o i
= pEroi oo erieeEr P ™=Series de datos Graficas 23
N N NN e
w | & FEroicarririsgrbeiiy
= Lrror- Ao -rrid--Er i+ 1] ™Series de datos Graficas 24
A\ YYYyYy

Figura Al.6: Origen de las series de datos de las graficas del epigrafe Al.2.1
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Tiempos para N=2x10° y diferentes valores de V
16000,0
—_— 1
14000,0 14
12000,0 — {2
10000,0 10
8
8000,0 6
6000,0 4
— 3
4000,0
2
2000,0
0,0
2 6 10 14 1@ 2 26 30
c

Tiempos para N=4x10° y diferentes valores de V
30000.0

—_6
25000,0 14
—2
0000,0 —10
8
15000,0 —_
4
10000,0
—_3
5000,0 2

S

2 6 10 14 16

0.0

2 26 30

C

GRAFICA 15: Tiempo frente a ‘C’' y ‘N=2x10> GRAFICA 16: Tiempo frente a ‘C’ y ‘N=4x10>

Tiempos para N=6x10¢ y diferentes valores de V
45000,0

—16
40000,0 “
35000,0 —_—12
30000,0 —10
25000,0 8
20000,0 TF
15000,0 _:
10000,0 =
5000,0
0,0

2 6 10 14 18
cC

2 26 30

Tiempos para N=8x10° y diferentes valores de V
60000,0
— 16
50000,0 “
— 12
40000,0 —10
8
30000,0 6
4
20000,0
—_—3
10000,0 2
0.0-#
2 6 10 14 18 2 26 0
C

GRAFICA 17: Tiempo frente a ‘C’ y ‘N=6x10> GRAFICA 18: Tiempo frente a ‘C’' y ‘N=8x10"

Tiempos para N=10x10° y diferentes valores de V
60000,0
—_— 1
70000,0 14
60000,0 —12
50000,0 10
8
40000,0 6
30000,0 4
— 3
20000,0
2
10000,0
0,0+
2 6 10 14 18 22 26 30
C

Tiempos para N=12x10° y diferentes valores de V
100000.0

—16
90000,0
14
80000,0
' —12
70000,0 0
60000,0 5
50000,0 6
40000,0 4
30000,0 —_
20000,0 2
10000.0
0,0 =
2 6 10 ¥ 16 2 26 30

C

GRAFICA 19: Tiempo frente a ‘C’ y ‘N=10x10> GRAFICA 20: Tiempo frente a ‘C'y ‘N=12x10>
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Tiempos para N=14x10% y diferentes valores de V
120000,0
— 16
1000000 14
—_—12
800000 —10
8
60000,0 6
4
40000,0
—_—1
20000,0 2
0,0 -t
2 6 10 14 48 2 26 0
C

Tiempos para N=16x10° y diferentes valores de V
140000,0
— 16
120000,0 14
—12
1000000
—10
80000,0 8
—
60000,0
4
40000,0 —3
2
20000,0
0,0-#
2 6 10 14 16 2 2% 0
C

GRAFICA 21: Tiempo frente a ‘C’ y ‘N=14x10> GRAFICA 22: Tiempo frente a ‘C’ y ‘N=16x10>

Tiempos para N=18x10° y diferentes valores de V
160000,0
— 1
140000,0 14
120000,0 —12
100000,0 =
8
80000,0 6
60000,0 4
—_—3
40000,0
—_—2
20000,0
0:0 f
2 6 10 14 18 2 26 3
C

Tiempos para N=20x10° y diferentes valores de
HE0000,0
—16
HE0000,0 “
HADD00,0 —_
H20000,0 —10
HODDOD,0 8
50000,0 6
4
50000,0
—_3
40000,0 / 5
20000,0
0,0 = /
2 6 10 14 18 22 26 30
C

GRAFICA 23: Tiempo frente a ‘C’ y ‘N=18x10" GRAFICA 24: Tiempo frente a ‘C’'y ‘N=20x10>
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Al.3.2. Comparativa por numero de valores ‘V’

Este apartado contiene 9 gréaficas extraidas de los datos de la “vista 2’, una por cada
valor de ‘V’ (9 bloques). En cada grafica se representan 10 series de datos que se
corresponden con las 10 columnas de datos (valores de ‘N’) de cada bloque. El eje X
representa el numero de columnas ‘C’ del conjunto de datos procesado.
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Figura Al.7: Origen de las series de datos de las graficas del epigrafe Al.2.1
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Tiempos para V=2 y diferentes valores de N Tiempos para V=3 y diferentes valores de N
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100000,0 H 12x10°
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GRAFICA 25: Tiempo frente a ‘C’ para ‘'V=2' GRAFICA 26: Tiempo frente a ‘C’ para ‘V=3’

Tiempos para V=4 y diferentes valores de N Tiempos para V=6 y diferentes valores de N
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GRAFICA 27: Tiempo frente a ‘C’ para ‘'V=4' GRAFICA 28: Tiempo frente a ‘C’ para ‘V=6'

Tiempos para V=8 y diferentes valores de N Tiempos para V=10 y diferentes valores de N
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GRAFICA 29: Tiempo frente a ‘C’ para ‘'V=8" GRAFICA 30: Tiempo frente a ‘C’ para ‘V=10’
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Tiempos para V=12 y diferentes valores de N Tiempaos para V=14 y diferentes valores de N
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GRAFICA 31: Tiempo frente a ‘C’ para ‘V=12' GRAFICA 32: Tiempo frente a ‘C’ para ‘V=14'

Tiempos para V=16 y diferentes valores de N
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GRAFICA 33: Tiempo frente a ‘C’ para ‘V=16"
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Al.4. Analisis en funciéon del niUmero de valores ‘V’

Al.4.1. Comparativa por numero de ejemplos ‘N’

Este apartado contiene 10 gréficas extraidas de los datos de la “vista 1’, una por cada
valor de ‘N’ (columnas de datos). En cada grafica se representan 5 series de datos que
se corresponden con los 5 segmentos verticales (bloques) en que se divide cada columna
de datos (valores de ‘N’). El eje X representa el nimero de valores ‘V’ del conjunto de
datos procesado.
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Figura Al.8: Origen de las series de datos de las graficas del epigrafe Al.1.1
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Tiempos para N=2x10° y diferentes valores de C
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GRAFICA 34: Tiempo frente a V' y ‘N=2x10> GRAFICA 35: Tiempo frente a ‘V’ y ‘N=4x10>

Tiempos para N=6x10¢ y diferentes valores de C
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GRAFICA 36: Tiempo frente a ‘V' y ‘N=6x105" GRAFICA 37: Tiempo frente a ‘V’ y ‘N=8x105’
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GRAFICA 38: Tiempo frente a V' y ‘N=10x10" GRAFICA 39: Tiempo frente a V' y ‘N=12x10>
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GRAFICA 40: Tiempo frente a ‘V’ y ‘N=14x10> GRAFICA 41: Tiempo frente a ‘V’ y ‘N=16x10""
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GRAFICA 42: Tiempo frente a ‘V' y ‘N=18x10" GRAFICA 43:

Tiempo frente a V' y ‘N=20x10>
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Al.4.2. Comparativa por numero de columnas ‘C’

Este apartado contiene 5 gréaficas extraidas de los datos de la “vista 2’, una por cada
valor de ‘C” (5 bloques). En cada grafica se representan 10 series de datos que se
corresponden con las 10 columnas de datos (valores de ‘N’) de cada bloque. El eje X
representa el nUmero de valores “V’ del conjunto de datos procesado.
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Figura Al.9: Origen de las series de datos de las graficas del epigrafe Al.1.1
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Tiempos para C=2 y diferentes valores de N
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GRAFICA 44: Tiempo frente a ‘V’ para ‘C=2’

GRAFICA 45: Tiempo frente a ‘V’ para ‘C=4’

Tiempos para C=8 y diferentes valores de N

40000,0
— 20x10F

35000,0 — 1B
5
300000 16x10
— a1
25000,0 12x10
5
200000 10x10
— 10"
15000,0 ¥} E
10000,0 —4x10°
— 2105

50000

0,0

2 4 6 B 10 12 14 16
W

Tiempos para C=16 y diferentes valores de N

90000,0
— 20105

&0000,0

— 1B
70000,0 16x10°
—_— 5
LY. 14x10
—_—12x10
300000 10x105
40000,0 —x10e
30000,0 6x10°
—_— 10

20000,0 d0°

10000.0 /-.__-——'—__-

0.0

P
N
=]
[=:]
=
=
-
251
=
b
-
o

GRAFICA 46: Tiempo frente a ‘V’ para ‘C=8’
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GRAFICA 48: Tiempo frente a 'V’ para ‘C=32

GRAFICA 47: Tiempo frente a ‘V’ para ‘C=16’
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Anexo |l
Verificacion de la hipotesis
del Objetivo 5

All.1l. Formulacion de la hipoétesis
En el objetivo 5 de la presente tesis (epigrafe 2.2) se plantea verificar la siguiente
hipdtesis: dados dos conjuntos de ejemplos, ‘E;” y “E’, caracterizados por los atributos
‘Ny’, ‘Cq’,y “V7” el primero y ‘N2, “Co” y Vo’ el segundo, si se cumple la siguiente
condicion:

Ni = NoA Vi = V,®2
Entonces se cumple que:

O( CREA(E,) ) =6( CREA(E,) )

Es decir, para un mismo nimero de ejemplos (‘N’) y un mismo valor ‘V°’, los tiempos
de procesamiento del algoritmo CREA deben coincidir o ser muy parecidos.

All.2. Comprobacion

Entre los conjuntos de datos utilizados de las pruebas empiricas, la tabla All.1 indica,
sombreados con el mismo color, aquellos conjuntos que cuyos valores ‘V° coinciden.
Ademas en la tabla All.2 se muestra un extracto de la tabla Al.2 con los tiempos de
ejecucion del algoritmo CREA que van a permitir confirmar o refutar la hipotesis.
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Tabla All.1: Valores de V°© para los conjuntos de datos simulados

Ve C=2

V=2 4 \ 65536

V=3 9 6561 43046721| 1,85x 10%°
V=4 \ 65536 1,84 x 10%°
V=6 36 1296| 1679616| 2,82 x 10*?| 7,96 x 10*
V=8 64 4096| 16777216| 2,81 x 10*| 7,92 x 10%®
V=10 100 10000| 100000000| 1,00 x 10'®| 1,00 x 10*
V=12 144 20736| 429981696| 1,85 x 10| 3,42 x 10*
V=14 196 38416|1475789056| 2,18 x 10*®| 4,74 x 10%
V=16 65536 1,84 x 10*°| 3,40 x 10°*®

V|C
212
204
2|8
2 (32
412
4|4
4|8 11301/ 16719 25084 32438 39959 46359 5360 60844 67140 75433
4|16
16| 2
16| 8
16|16 | 7239,1/12782,819184,3[26917,2(34836,043226,5 51579,7| 60587,5| 69168,8| 78279,7
16 | 32 |14615,6[25098,4(37075,0(52078,2/69934,3[88725,01108309,4(126728,1{146712,5(166485,9
V©=65536 Vv©=1,84x10"

A la vista de los datos se puede concluir que la hip6tesis planteada debe rechazarse ya
que los tiempos no coinciden en ningln caso, para conjuntos con iguales valores de ‘N’
y de “V®, es més, la tendencia observada es que para valores de ‘C’ grandes los tiempos
de procesamiento son mayores. Las gréficas 49 a 53 corroboran esta afirmacion.
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Tiempos para VAC = 16 WV=2/C=4

Tiempo mv=4/C=2
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Gréfica 49: Comparativa de tiempos para conjuntos con V©=16

Tiempos para VAC = 256 WV=2/C=8
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Gréfica 50: Comparativa de tiempos para conjuntos con VC=256
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Tiempos para VAC = 65536 WV=2/C=16
Tiempo mvV=4/C=8
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Grafica 51: Comparativa de tiempos para conjuntos con V©=65536

Tiempos para VAC = 4,29 x 10° WV=2/C=32
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Gréfica 52: Comparativa de tiempos para conjuntos con Vv©=4,29 x 10°
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Tiempos para VAC = 1,84 x 10"® WV=4/C=32
HV=16/ C=16
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Gréfica 53: Comparativa de tiempos para conjuntos con V©=1,84 x 10"
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