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RESUMEN
En los últimos años se está prestando una atención detallada a la influencia que la ionosfera ejerce en la
determinación de la posición mediante el uso de sistemas globales de navegación por satélite. En este
campo, la predicción a corto-plazo de las condiciones ionosféricas está adquiriendo una gran relevancia.
En este trabajo se presenta una metodología para predecir con 1- 24 horas de adelanto la frecuencia críti-
ca de la capa F2 de la ionosfera, foF2. El método propuesto está basado en técnicas de inteligencia artifi-
cial, concretamente, en modelado neuroborroso. Estas técnicas no han sido muy utilizadas en modelado
ionosférico, y su potencialidad y eficacia en este campo están aún por descubrir. La capacidad natural que
las técnicas neuroborrosas muestran para modelar sistemas complejos no lineales justifica su aplicación.
Los modelos neuroborrosos desarrollados se han aplicado, usando observaciones de foF2 de la
Estación de Slough, para predecir (1-24 horas de adelanto) bajo condiciones de calma o moderada acti-
vidad geomagnética. Los resultados obtenidos muestran una desviación relativa media entre las obser-
vaciones reales y las predichas entre el 4 y 10%, lo que es bastante aceptable desde un punto de vista
práctico. Una primera evaluación del método para modelar foF2 durante periodos de tormentas seve-
ras ha mostrado que las predicciones son eficientes únicamente a muy corto plazo (1-3 horas). El obje-
tivo final será comprobar la eficiencia del modelado neuroborroso para predecir con más de 3 horas de
adelanto durante periodos perturbados.
Palabras clave: ionosfera, predicción a corto-plazo, modelado neuroborroso, frecuencia crítica foF2.

ABSTRACT
Nowadays, a special attention is being given to the ionosphere influence on the position determination
using global navigation satellite system. In this framework, short-term forecasting of ionospheric
conditions is gaining a new importance.
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This work presents a new methodology to predict with 1-24 hours in advance the ionospheric F2-layer
critical frequency, foF2. The proposed method is based on artificial intelligence techniques,
specifically, on neuro-fuzzy modelling. Neuro-fuzzy techniques have not been extensively used in
ionospheric modelling but its application in this field can be efficient and provide successful results. It
is well known by scientific community the natural capability that these techniques show to model
highly non-linear and complex systems.
The method has been tested under quiet and moderately geomagnetic conditions using foF2 data from
Slough ionosonde station, providing foF2 forecast (1-24 hours in advance) with relative mean
deviation between 4-10%, which is quiet acceptable from practical point of view. A first evaluation of
neurofuzzy techniques to model foF2 during severe storm periods has revealed good prediction
accuracy for only small (less than 3 hours) lead time prediction. The final purpose will be to check the
efficiency of neurofuzzy modelling to predict foF2 with more than 3 hours in advance during disturbed
geomagnetic activity periods.
Key words: ionosphere, neurofuzzy modelling, short-term prediction, F2 layer critical frequency foF2.

1. INTRODUCCIÓN

La importancia que el conocimiento preciso de la región F2 ionosférica tiene
para su aplicación en sistemas de comunicaciones terrestres ha motivado que haya
existido un permanente interés en su estudio y modelado. Además, en los últimos
años, se está prestando una atención detallada a la influencia que la ionosfera, como
medio ionizado, ejerce en los sistemas globales de navegación por satélite (GNSS)
(Jakowski et al., 2005; Béniguel y Adam, 2007; Warnant et al., 2007a, b y c). En este
sentido, se ha de mencionar que el conocimiento y predicción a corto plazo de la fre-
cuencia crítica de la capa F2 ionosférica, foF2, adquiere una especial importancia.
Esta frecuencia puede ser utilizada para calcular perfiles de densidad electrónica y
contenido total de electrones que se aplica para estimar el retardo experimentado por
las señales emitidas por satélites cuando atraviesan la ionosfera. Este retardo puede
producir, por ejemplo, un error en la medida de posicionamiento dada por sistemas
de navegación. Además, los perfiles de densidad electrónica determinados a partir
de la frecuencia foF2 pueden ser utilizados, como condición del estado ionosférico
de base, en el cálculo de las irregularidades ionosféricas que dan lugar al centelleo
de la señal del satélite que degrada la información necesaria para el posicionamien-
to. Este problema ha cobrado mayor relevancia en el marco del Proyecto Galileo y
esta influencia se está analizando a partir de tres modelos ionosféricos básicos
(NeQuick, Costprof y NeUo-plas) desarrollados en la Universidad de Graz y en el
Centro Internacional de Física Teórica de Trieste (Hochegger et al., 2000; Radicella
y Leitinger, 2001). En este campo, la predicción a corto-plazo de las condiciones
ionosféricas cobra una nueva importancia.

Sin embargo, a pesar de este interés mostrado por la comunidad científica, el
modelado y predicción de los parámetros que caracterizan la región F2 de la
ionosfera continúa siendo en la actualidad un problema desafiante. Los efectos de
las tormentas negativas en la capa F2, los cuales son cruciales en las comunica-
ciones por radio HF, no pueden ser modelados satisfactoriamente. Los modelos
teóricos no son apropiados debido a que la concentración de electrones en la
región F2 depende de muchas entradas y parámetros incontrolados, por lo que las
aproximaciones empíricas deberían ser las recomendadas para uso práctico
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(Anderson et al., 1998). El problema radica en que los modelos empíricos de
foF2 existentes pueden ser aplicados únicamente a períodos de calma geomagné-
tica en los que las condiciones son muy similares a la media mensual. Durante
períodos perturbados, la región F2 es muy variable y las variaciones diarias y
horarias que tienen lugar son muy grandes. Aunque han sido muchos los métodos
desarrollados, desde los basados en la estadística (Muhtarov y Kutiev, 1999;
Marín et al., 2000; Muhtarov et al., 2001; Kutiev y Muhtarov, 2003, 2004; Liu et
al., 2005; Perrone et al., 2007), a los basados en redes neuronales (Wintoft y
Cander, 1999, 2000; McKinnell y Pool, 2000; Tulunay et al., 2001, 2004;
Oyeyemi y Pool, 2004; Oyeyemi et al., 2005 ), y varios los modelos globales y
regionales presentados (Bilitza, 2001; Araujo-Pradere et al., 2002; Araujo-
Pradere y Fuller-Rowell, 2003; Bilitza, 2003), la fuerte variabilidad del fenóme-
no y el gran número de procesos que intervienen, hacen que la predicción a corto
plazo de foF2 siga permaneciendo como un gran reto aún por resolver. Esta pro-
blemática se analiza con detalle en Mikhailov et al. (2007), donde además se
ofrece una revisión actualizada de los distintos tipos de modelos que se han
empleado para predecir a corto-plazo este parámetro ionosférico.

En este trabajo se aborda el modelado de la frecuencia crítica foF2 desde una
nueva metodología basada en técnicas de inteligencia artificial. Concretamente, los
autores aplican su experiencia en modelado de sistemas complejos (Andújar et al.,
2004; Andújar y Bravo, 2005; Andújar y Barragan, 2005; Andújar et al., 2006a y b),
para desarrollar una herramienta capaz de predecir la frecuencia foF2 a partir de
modelos neuroborrosos. Este tipo de técnicas no han sido utilizadas de forma exten-
siva en ionosfera pero su aplicación en este campo podría proporcionar excelentes
resultados.

Las técnicas neuroborrosas de modelado permiten elaborar un modelo de com-
portamiento de sistemas complejos y altamente no lineales, donde la información
puede ser inexacta o poco concreta, y para los cuales el uso de técnicas clásicas no
resulta eficiente. Por una parte, incorporan de los modelos borrosos la facilidad de
comprensión y conexión con el sistema físico que pretende modelar, y por otra, la
capacidad de adaptación y aprendizaje de los modelos basados en redes neuronales.
Sin embargo, mientras que los modelos basados en redes neuronales pueden ser con-
siderados como “caja negra”, los modelos neuroborrosos permiten incorporar el
conocimiento de un experto en diferentes partes del proceso de modelado. Además,
los modelos neuroborrosos tienen la posibilidad de elaborar el modelo directamen-
te a partir de datos de entrada/salida obtenidos del sistema. Estos aspectos son de
particular importancia en el caso de la ionosfera, debido a que hay mucha bibliogra-
fía disponible sobre el tema, y un gran volumen de datos de sondeos realizados
durante décadas.

El trabajo se divide en las siguientes secciones: modelos borrosos, donde se revi-
san las bases de estos modelos y se explican de forma detallada los fundamentos del
modelado neuroborroso; datos y metodología, donde se especifica la fuente de los
datos usados en este estudio y se aborda la metodología empleada para desarrollar
los modelos utilizados; resultados, donde se ilustran los principales resultados obte-
nidos en las predicciones de foF2 y, finalmente, conclusiones y trabajos en curso y
referencias.
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2. MODELOS BORROSOS

Las técnicas de modelado basadas en lógica borrosa se aplicaron por primera vez
a sistemas reales a mediados de los años 70 (Mamdani, 1974; Mamdani y Assilian,
1975). La principal característica de estos modelos borrosos, denominados modelos
Mamdani, es que permiten introducir de forma directa el conocimiento de un exper-
to por medio de reglas. En el caso de un sistema con una entrada y una salida, estas
reglas tienen la siguiente estructura:

Si (x es A) Entonces (y es B) (1)

donde A y B son conjuntos borrosos. Así, por ejemplo, en el diseño de un sencillo mode-
lo meteorológico, conocimiento del tipo “Si la concentración de nubes es escasa, la pro-
babilidad de lluvia es baja”, puede ser representado directamente con una regla del tipo
“Si (concentracion_nubes es escasa) Entonces (probabilidad_lluvia es baja)”. Las
variables concentracion_nubes y probabilidad_lluvia son descritas por medio de con-
juntos borrosos que, en este caso, podrían ser por ejemplo escaso, medio, alto o muy alto.

Un nuevo enfoque de modelo borroso fue propuesto en Takagi y Sugeno (1985),
surgiendo el llamado modelo Takagi-Sugeno (TS), también conocido como Takagi-
Sugeno-Kang (TSK) (Nguyen et al., 1995; Yen y Langari, 1999), modelo quasi-line-
al o modelo borroso lineal (Babuska, 1995; Babuska y Verbuggen, 1995). El mode-
lo Takagi-Sugeno (en adelante TSK) difiere del modelo Mamdani en la forma de las
reglas. Estas, para el modelo TSK, son del tipo:

Si (x es A) Entonces (y = f(x)) (2)

donde f(x) puede ser una función no lineal.
Mientras que el modelo Mamdani se caracteriza por su interpretabilidad, el

modelo TSK se caracteriza por su precisión. Debido a esta precisión, los modelos
TSK han sido ampliamente utilizados para el modelado de sistemas (Jang et al.,
1997; Yen y Langari, 1999; Andújar et al., 2004; Andújar y Bravo, 2005; Andújar y
Barragan, 2005; Andújar et al., 2006a y b).

Como se expondrá en la sección siguiente, la tarea fundamental en la obtención
de un modelo borroso de un sistema consiste en la identificación de sus parámetros,
de modo que al final, el modelo represente de la forma más fiel posible al sistema
modelado.

2.1. MODELADO NEUROBORROSO

Considérese el sistema definido por:

y1 = f1 (x1, x2, …, xn)

y2 = f2 (x1, x2, …, xn) (3)

ym = fm (x1, x2, …, xn)
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o de forma abreviada:

y = f (x) (4)

Un modelo borroso equivalente al sistema anterior puede ser representado
mediante un conjunto de reglas borrosas de la forma dada en (5):

R(1): Si x1 es Al
1 y x2 es A1

2 … xn es Al
n

(5)
ENTONCES yl

i es gl
i (x, θ l

i)

donde l = 1...M es el número de reglas del modelo borroso del sistema; Al
k el conjun-

to borroso definido en el universo de discurso de la variable de entrada xk, k=1,...n, e
y la i-ésima ecuación del proceso (i = 1…m).

Si el consecuente de la ecuación (5) es TSK con término afín (Takagi y Sugeno,
1985; Sugeno y Kang, 1998), éste puede ser escrito como en (6):

gl
i (x, θ l

i) = al
0i + al

1i x1 + … + al
ni xn (6)

donde al
ki representa el coeficiente constante para la variable de entrada xk corres-

pondiente a la regla l de la ecuación i-ésima. El vector θ l
i representa el conjunto de

parámetros adaptables:

θl
i = (a1

0i, al
li, …, al

ni) (7)

Considerando un sistema borroso TSK con desborrosificador centro-promedio y
método de inferencia producto, el sistema borroso equivalente a la expresión (3)
puede ser descrito como (Jang et al., 1997):

donde ^yi es la salida estimada del sistema, y wl
i es el grado de cumplimiento de la regla l:

donde σ l
i son los parámetros característicos de la función de pertenencia µl

Fk
(xk, σ l

i)
que define al conjunto borroso Al

k.
Si las funciones dadas en (3) se sustituyen por la ecuación (8), el ajuste adecua-

do de todos los parámetros de la base de reglas, σ l
i y θ l

i, permitiría que el sistema
borroso resultante represente un modelo equivalente del sistema real.

n
wl

i = Π µl
Fk

(xk, σ
l
i) (9)

k=1

M
∑ wl

i gl
i (x, θ l

i)
l=1^yi = ———————— (8)

M
∑ wl

i
l=1



172 Física de la Tierra
2008, 20    167-182

J.M. Córdoba, D. Marín, J.M. Andújar, I. Blanco y B.A. de la Morena Método de predicción a corto-…

Con el fin de poder minimizar el error entre la salida del modelo borroso y la sali-
da del sistema definido por la ecuación (3), se puede aplicar el método del gradien-
te descendente para el ajuste de los parámetros del modelo borroso (Yen y Langari,
1999).

Sea una función de error en la p-ésima iteración definida como el error cuadráti-
co medio:

donde y representa la salida del sistema que se pretende modelar e ^y es la salida el
modelo borroso que se pretende obtener. El método del gradiente descendente mini-
miza la función de coste J ajustando cada parámetro, σ l

i y θ l
i, con una cantidad pro-

porcional a la derivada de la función con respecto a cada parámetro. Aplicando pues
este método, la ley de adaptación de parámetros que define la parte precedente de la
base de reglas responde a (Andújar y Bravo, 2005):

De forma similar, el consecuente de la base de reglas se adapta según:

siendo η el factor de aprendizaje, un factor de escala del término derivativo que
afecta al tiempo de convergencia del método.

Si usamos funciones de pertenencia Gaussianas en la parte del antecedente de la
regla, esto es, si:

se obtienen las siguientes reglas de adaptación para los centros γ de la función
Gaussiana (Andújar y Bravo, 2005):

n
Π µl

Fi
(xi (p), σ l

i (p))
i=1 (xi (p) - γ l

i (p))
γ l

i (p + 1) = γ l
i (p) - 2ηe (p) · ————————————— ——————— (14)

M n (ßl
i (p))2

∑ [Π µl
Fi

(xi (p), σ l
i (p))]

l=1 i=1

- (x - γ)2
µ (x) = exp (—————) (13)

2ß2

∂J (p)
θ l

i (p + 1) = θ l
i (p) - η ———— (12)

∂θ l
i (p)

∂J (p)
σ l

i (p + 1) = σ l
i (p) - η ———— (11)

∂σ l
i (p)

1J(p) = — [y (p) - ^y (p)]2 (10)
2
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Los anchos ß‚ de la función de pertenencia Gaussiana se ajustarán según:

donde

e (p) = y (p) - ^y (p) (16)

es la señal de error, y µ l
Fi

representa la función de pertenencia i-ésima de la
regla l.

Al término afín del consecuente TSK le corresponde la regla de adaptación:

El resto de los términos del consecuente TSK se adapta según:

El algoritmo 1 implementa la ley de adaptación de parámetros descrita. En él, m
es el número de reglas, n el número de entradas, γ los centros de las funciones de
pertenencia Gaussianas, β‚ sus anchos, e el error, MSE la función de coste (Medium
Square Error), η el factor de aprendizaje, x las entradas, y la salida, y’ el consecuen-
te, r el margen de tolerancia, y ε el límite de error.

La adaptación del factor de aprendizaje se realiza en las funciones Inc(η,r) y
Dec(η,r) de acuerdo con la expresión:

La función Fx implementa el consecuente TSK con término afín u otro.

inc_η x η (p) J(p) ≤ J (p-1)
η (p + 1) { dec_η x η (p) J (p) ≥ r x J (p - 1) (19)

η (p) J (p - 1) ≤ J (p) < r x J (p - 1)

n
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El método de ajuste de parámetros descrito está basado en uno de los más impor-
tantes algoritmos de aprendizaje de las redes neuronales: Backpropagation (BP), de
ahí que esta técnica de modelado se denomine neuroborrosa (Yen y Langari, 1999).

3. DATOS Y METODOLOGÍA

3.1. DATOS

En este estudio se han seleccionado, haciendo uso de la base de datos del WDC-
C1 del Rutherford Appleton Laboratory (Chilton, UK), valores horarios de la fre-
cuencia crítica foF2 para la Estación de Slough (UK) (51.5ºN , 359.4ºE) correspon-
dientes a los periodos de tiempo 1970, 1980-1981 y 1992, todos ellos de alta activi-
dad solar.

Algoritmo 1

γ, ß, y’, e = bp (η, m, n, γ, ß, x, y, r, ε)
for each epoch

for each training point
y’ (p) = Compute_Fx
e (p) = y (p) - y’ (p)
γ = Update_Centres
ß = Update_Widths
y’ = Update_Consequents

endfor
error (epoch) = MSE (e)
if (error (epoch) < ε) Or (Stable (error (epoch)))

return (γ, ß, y’ error)
endif
if (error (epoch) < error (epoch-1)

Inc (η, r)
endif
if (error (epoch) > error (eproch-1)

Dec (η, r)
endif

endfor
return (g, ß, y’, error)

end
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Como se explicará a continuación, tener las observaciones divididas en tres perio-
dos es necesario para la construcción de un modelo borroso (Yen y Langari, 1999).

El primero de estos conjuntos temporales es el que recoge los valores compren-
didos entre el 1 de marzo de 1980 y el 28 de febrero de 1982, ambos inclusive. Este
primer conjunto de valores se supone desconocido con el fin de poder realizar una
predicción sobre los mismos con la metodología propuesta y, mediante comparación
con los valores reales observados, poder evaluar la eficiencia de los modelos des-
arrollados. La elección de este periodo para la evaluación del método está motivada
por la excelente calidad de los datos que contiene (existen 207 huecos, ausencia de
datos, que suponen únicamente un 1.2% del número total de observaciones). A este
primer conjunto se le denomina conjunto de test.

El segundo de los conjuntos es el que comprende aquellos datos obtenidos entre
el 1 de enero de 1970 y el 21 de febrero de 1971 (10.000 valores) y constituirá el lla-
mado conjunto de entrenamiento. La selección y construcción del conjunto de entre-
namiento cumple una función primordial en la metodología propuesta ya que posibi-
lita el ajuste de los parámetros del modelo neuroborroso a través del procedimiento
expuesto en 2.1. En general, se puede afirmar que el modelado neuroborroso funcio-
nará correctamente si los datos seleccionados para el ajuste de los parámetros del
modelo neuroborroso son representativos de las características del sistema que se pre-
tende modelar. En aplicaciones reales, rara vez es posible seleccionar periodos de
entrenamiento que sean representativos de todas las cualidades de un sistema y que
recojan aquellas características esenciales de un comportamiento futuro desconocido.

Además, en algunas ocasiones, las condiciones del entorno y/o los instrumentos
de medida y registro hacen que los datos recogidos sean inexactos. Por lo tanto, para
seleccionar un conjunto de entrenamiento, es necesario llegar a un compromiso
entre el número de datos que lo compone, intentando utilizar el mínimo imprescin-
dible, y la calidad de los mismos, procurando que sean lo más representativos posi-
ble de las características del sistema.

El tercer conjunto de datos utilizados es el comprendido entre el 1 de enero de
1992 y el 31 de diciembre de 1992. Este último conjunto de datos, al que suele deno-
minarse conjunto de validación (checking), tiene la misión de evitar un sobreapren-
dizaje del conjunto de entrenamiento y así evitar un comportamiento local y espe-
cializado. Durante la fase de ajuste de los parámetros del modelo borroso (fase de
aprendizaje) se tiene en cuenta tanto el error (diferencia) entre las salidas del mode-
lo borroso y los valores del conjunto de entrenamiento, como también estos mismos
errores con respecto al conjunto de validación. Por tanto, el sobreaprendizaje puede
ser detectado cuando el error (diferencia entre la salida del modelo neuroborroso y
los datos del conjunto de validación) comienza a crecer mientras que el error de
entrenamiento sigue decreciendo.

3.2. METODOLOGÍA

Una vez expuesto el método de aprendizaje (punto 2.1) y la estructuración de los
datos necesaria para la construcción del modelo borroso, a continuación se detalla
la metodología utilizada. Consta de las siguientes fases:
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1. Selección de las variables de entrada del modelo.
2. Diseño general de los modelos iniciales.
3. Ajuste de los modelos neuroborrosos.

En los sistemas de aprendizaje basados en ejemplos, y más concretamente en el
modelado borroso, se hace necesario un estudio previo de los datos de entrenamiento
con el fin de determinar el número de entradas necesarias y el tamaño del conjunto de
entrenamiento necesario para un correcto desempeño del modelo (Costa y Dente,
2001). Para la aplicación de técnicas neuroborrosas a la predicción de la frecuencia cri-
tica foF2, se hace necesaria la elaboración de tantos modelos neuroborrosos como
horas diferentes de adelanto queramos tener en la predicción. En este trabajo, se abor-
da dicha predicción con 1, 2, 3, 6, 12, 18 y 24 horas de adelanto. Las variables de
entrada para cada uno de los modelos se han seleccionado teniendo en cuenta los resul-
tados de un estudio previo. Este estudio concluye que se pueden determinar como váli-
dos los conjuntos de entrenamiento y validación expuestos en 3.1 y los modelos:

^y (t + n) = f (y (t), y (t - 1), y (t - 2), y (t - 3), y (t - 4) (20)

con n=1 para el modelo para 1 hora de adelanto y n=2 para el modelo de 2 horas de
adelanto y

^y (t + n) = f (y (t), y (t - 1), y (t - 2), y (t + n - 24), y (t + n - 25) (21)

con n=3, 6, 12, 18, 24 para 3, 6, 12, 18 y 24 horas de adelanto respectivamente, sien-
do ^y (t + n) el valor predicho de foF2 por el modelo neuroborroso con n horas de ade-
lanto a partir del instante t e y (t - m) el valor observado de foF2 en el instante t-m.

Una vez seleccionadas las entradas, se realiza el diseño de los modelos determi-
nando el número de funciones de pertenencia necesarias y expresando los modelos
obtenidos mediante un conjunto de reglas borrosas como las reflejadas en (5). En
este estudio se seleccionan 3 funciones de pertenencia para cada una de las entradas.
El último paso de la metodología propuesta consiste en aplicar el algoritmo 1 para
el ajuste de los parámetros borrosos de cada uno de los modelos.

4. RESULTADOS

En este trabajo, se determina la fiabilidad de los modelos desarrollados por medio
de la desviación relativa media (DRM) entre los valores de foF2 observados y las pre-
dicciones que los modelos proporcionan para cada tiempo de adelanto. Esto es,

N | foF2obsi - foF2predi|∑ ————————————
i=1 foF2obsiDRM (%) = ———————————————— x 100 (22)

N
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donde N es el número de muestras y foF2obsi y foF2predi son los valores de foF2
observado y predicho para la muestra i, respectivamente.

Este cálculo se ha realizado para 100 periodos temporales, cada uno de ellos
compuesto por tres días consecutivos, comprendidos entre el 1 de marzo de 1980 y
el 28 de febrero de 1982 (conjunto de test, ver apartado 3.1.). De los 300 días ana-
lizados, el 62.1% de los mismos presentan condiciones de calma (índice Ap<10), y
el 37.9% restante condiciones de moderada actividad geomagnética (índice Ap
variando entre 10 y 40).

Los valores DRM representativos de la precisión de los modelos desarrollados para
cada tiempo de adelanto se ofrecen en la tabla 1. Estos valores son el resultado de pro-
mediar todas las DRM obtenidas para cada uno de los 100 periodos de 3 días analizados.

Las mejores predicciones alcanzadas por el método descrito son para 1-3 horas
de adelanto, para los que la DRM es de alrededor del 4-8%. Para tiempos de adelan-
to mayores, la precisión de la predicción no depende significativamente del tiempo
de adelanto, obteniéndose valores de DRM entre el 9-10%. Estos resultados mues-
tran la eficiencia del sistema de predicción a corto plazo propuesto basado en el
modelado neuroborroso de foF2 bajo las condiciones geomagnéticas citadas (condi-
ciones de actividad geomagnética no perturbada).

En la Fig. 1, se representan, a modo de ejemplo, las variaciones de los valores de
foF2 observados y predichos con 1, 12 y 24 horas de adelanto para uno de los perio-
dos de calma actividad geomagnética analizado, desde el 1 al 3 de octubre de 1980.
Puede apreciarse cómo ambas curvas, observadas y predichas, son muy parecidas,
especialmente cuando el tiempo de predicción es de 1 hora.

Un primer análisis realizado para 15 periodos de actividad geomagnética pertur-
bada (Ap>40) ha mostrado que, para tiempos de adelanto de 1-3 horas, la metodo-
logía propuesta obtiene precisiones en las predicciones similares a las presentadas
para periodos no perturbados. Sin embargo, cuando se predice con tiempos de ade-
lanto superiores, las DRM aumentan significativamente hasta alcanzar valores que
oscilan entre el 20-30%. A pesar de ello, es importante resaltar la gran eficacia del
modelo neuroborroso para predecir a muy corto plazo (1-3 horas) incluso bajo con-
diciones de actividad geomagnética muy perturbadas. Para ilustrar este hecho, en la
Fig. 2 se presentan los valores de foF2 observados y predichos con 1 hora de ade-
lanto para tres periodos temporales donde se observaron efectos de fuertes tormen-
tas magnéticas. Como se puede apreciar, la línea de estimaciones sigue con bastan-
te fiabilidad la línea de medidas reales.

Tabla 1.- Desviaciones relativas medias en % (DRM) de los valores de foF2 observados respecto a los
predichos con distintos tiempos de adelanto. Estos valores son el promedio de los valores obtenidos
para 100 periodos temporales de calma y moderada actividad geomagnética. La desviación estándar
(SD) se especifica entre paréntesis.

Tiempos de adelanto (horas)

1 2 3 6 12 18 24

DRM
(SD)

3.92
(1.65)

7.91
(1.36)

8.24
(1.45)

9.11
(1.51)

9.73
(1.83)

9.88
(2.06)

9.92
(1.85)
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5. CONCLUSIONES Y TRABAJOS EN CURSO

Este trabajo presenta una primera aplicación de las técnicas neuroborrosas al
modelado de parámetros ionosféricos. Específicamente, estas técnicas se han aplica-

Figura 1.- Un ejemplo de las variaciones de foF2 observadas y predichas con 1 hora (panel izquierdo),
12 horas (panel central) y 24 horas de adelanto (panel derecho) para un período de calma
geomagnética.

14

12

10

8

6

4

V
al

or
es

de
fo

F2
(M

H
z)

0 24 48 72 0 24 48 72 0 24 48 72

Tiempo (horas, desde el 1 al 3 octubre 1980)

Observaciones reales
Predicciones a 1 hora
RMD (%) = 4.86

Observaciones reales
Predicciones a 12 horas
RMD (%) = 5.90

Observaciones reales
Predicciones a 24 horas
RMD (%) = 5.44

Figura 2.- Ejemplos de predicciones a 1 hora para tres periodos de condiciones geomagnéticas muy
perturbadas. Se adjunta el índice diario Ap para indicar del nivel de actividad geomagnética. Observar
el excelente grado de ajuste entre las observaciones y predicciones.
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do a la predicción de la frecuencia crítica de la capa F2, foF2, con 1-24 horas de
antelación.

Hasta ahora se ha comprobado la eficiencia del método para predecir a 1-24
horas durante períodos de calma y moderada actividad geomagnética, y a 1-3 horas
durante periodos perturbados. Bajo estas circunstancias el método proporciona pre-
cisiones en la predicción con desviaciones relativas medias entre el 4-10%, que son
valores bastante aceptables desde un punto de vista práctico. Sin embargo, el error
cometido en las predicciones aumenta considerablemente para tiempos de adelanto
superiores a 3 horas durante episodios de fuertes tormentas magnéticas.

Estos resultados se justifican a partir de la correlación existente entre las obser-
vaciones horarias de foF2, con los tiempos característicos que a continuación se
mencionan. Se conoce que NmF2 (concentración de electrones máxima en la región
F2) presenta una buena correlación entre horas para condiciones normales (no per-
turbadas). Durante las horas del día el tiempo característico de los cambios de NmF2
debidos a la recombinación es aproximadamente de 1.5 horas, pero durante estas
horas la región F2 está fuertemente controlada por la termosfera y el tiempo carac-
terístico de cambio de sus parámetros representativos (composición neutra, tempe-
ratura, vientos) es mucho mayor de 1.5 horas, por lo tanto el intervalo para un acep-
table nivel de correlación temporal puede ser entre 3 y 6 horas dependiendo de las
condiciones geofísicas. Durante la noche, el tiempo característico con relación a los
procesos de pérdidas es superior a 10 horas debido que el coeficiente lineal de pér-
dida es bajo para esta altura hmF2 (altura de la región F2 para la que la concentra-
ción de electrones es máxima), por lo que la correlación entre-horas de NmF2 es
muy buena durante las horas nocturnas. Por consiguiente, bajo condiciones “norma-
les”, el método de predicción de foF2 debe ser efectivo para predecir con 1-24 horas
de antelación con la única ayuda de observaciones previas de foF2, tal y como refle-
jan los resultados presentados. Sin embargo esta buena correlación entre-horas se
rompe durante periodos de tormentas geomagnéticas, y esta es la razón por la que la
precisión del método decae bruscamente para tiempos de predicción superiores a 3
horas.

La principal tarea a la que se enfrentan los autores de este trabajo es la de adap-
tar el modelo neuroborroso desarrollado para predecir periodos perturbados (para
tiempos de adelanto entre 3-24 horas). La aplicación de las técnicas neuroborrosas
presentadas para abordar esta problemática puede ser considerada como prometedo-
ra; es bien conocida por la comunidad científica la capacidad natural que muestran
los sistemas neuroborrosos para modelar sistemas altamente no-lineales y/o que pre-
senten incertidumbre, donde otras técnicas no funcionan correctamente.

El hecho de disponer de una herramienta capaz de predecir de forma eficiente a
1-3 horas bajo diferentes condiciones geofísicas, incluyendo eventos de tormentas
severas, es de particular importancia. Este conocimiento permitirá, junto con las pre-
dicciones ya existentes a 3 días del índice Ap (disponibles en
http://www.sel.noaa.gov/forecast.html), saber si se ha de predecir bajo condiciones
perturbadas o no. Por ejemplo, si el valor predicho ‘fiable’ a 1-3 horas se aparta sig-
nificativamente del valor de la mediana horaria mensual prevista y el índice Ap es
elevado para el día que se pretende predecir, la metodología expuesta se adaptará
para funcionar bajo condiciones de actividad geomagnética perturbada. Esta versión
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especial del método está siendo desarrollada en la actualidad. Se basa en la construc-
ción de un modelo borroso específico, entrenado fundamentalmente con días en los
que se aprecien los efectos de tormentas magnéticas en el comportamiento de foF2.
Dado que la bondad del modelo neuroborroso obtenido depende directamente de la
calidad de los datos del conjunto de entrenamiento, la utilización de un único con-
junto de entrenamiento, para el que además el número de días no perturbados es muy
superior a los perturbados, hace que el modelo desarrollado sea un modelo general
que no refleje el comportamiento perturbado que se pretende detectar. Por otra parte,
una inclusión en los modelos de entradas que reflejen el nivel de actividad geomag-
nética a través de índices como Ap o Kp también puede mejorar las predicciones
desde un punto de vista estadístico.
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