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Recuperacion de imagenes usando modelos
auto-regresivos condicionales: CAR e TAR

Image recovery using conditional autoregressive models: CAR and
IAR.

Resumen

Este articulo realiza la estimacion Bayesiana de campos aleatorios gausianos de
Markov. En particular, se propone realizar un andlisis de dependencia espacial
por medio de un grafo que caracteriza las intensidades observadas de una ima-
gen con un modelo ampliamente utilizado en estadistica espacial y geoestadistica
conocido como modelo autorregresivo condicional (CAR por sus siglas en inglés).
Este modelo es 1til para obtener distribuciones conjuntas multivariadas de un
vector aleatorio basado en especificaciones condicionales univariadas. Estas espe-
cificaciones condicionales se basan en las propiedades de Markov, de modo que la
distribucién condicional de un componente del vector aleatorio depende solo de
un conjunto de vecinos, definido por el grafo. Los modelos autorregresivos condi-
cionales son casos particulares de campos aleatorios de Markov y se utilizan como
distribuciones a priori, que combinadas con la informacién contenida en los datos
de la muestra (funcién de verosimilitud), inducen una distribucién a posteriori en
las que se basa la estimacién. El modelo CAR tiene un caso particular llamado
IAR, en el cual, la distribucién a priori no es propia. En este articulo se aplica
ambos modelos haciendo una comparacién entre ellos. Todos los parametros del
modelo se estiman en un entorno completamente Bayesiano, utilizando el algo-
ritmo Metropolis-Hastings. Los procedimientos completos de estimacién posterior
se ilustran y comparan utilizando varios ejemplos artificiales. Para estos experi-
mentos, el modelo CAR y el modelo TAR se comporta muy favorablemente con
imégenes homogéneas.

Palabras clave: Procesamiento probabilistico de imagenes, restauracion de iméage-
nes, modelado Bayesiano, modelo autorregresivo condicional.

Abstract

This article performs Bayesian estimation of Gaussian Markov random fields. In
particular, it is proposed to perform a spatial dependency analysis by means of a
graph that characterizes the observed intensities of an image with a model widely
used in spatial statistics and geostatistics known as the conditional autoregressive
model (CAR). This model is useful for obtaining multivariate joint distributions
from a random vector based on univariate conditional specifications. These condi-
tional specifications are based on the Markov properties, so that the conditional
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distribution of a component of the random vector depends only on a set of neigh-
bors, defined by the graph. Conditional autoregressive models are particular cases
of random Markov fields and are used as a priori distributions, which, combined
with the information contained in the sample data (likelihood function), induce
a a posteriori distribution on which the estimate is based. The CAR model has
a particular case called TAR, in which the a priori distribution is not proper,
in this article both models are applied making a comparison between them. All
model parameters are estimated in a completely Bayesian environment, using the
Metropolis-Hastings algorithm. The complete estimation procedures are illustra-
ted and compared using various artificial examples. For these experiments, the
CAR model and the TAR model performed very favorably with homogeneous ima-
ges.

Keywords: Probabilistic image processing, image restoration, Bayesian modeling,
conditional autoregressive model.

1. Introduccion

Los modelos estadisticos para analizar datos espaciales se dividen en dos clases
generales: modelos geoestadisticos con soporte espacial continuo y modelos en
una lattice, también llamados datos de area, donde los datos se producen en una
cuadricula (posiblemente irregular), con un conjunto enumerable de vértices o ubi-
caciones. Estos modelos autoregresivos se utilizan en muchos campos, incluyendo
la cartografia de las tasas de infecciones, (Elliott & Wartenberg 2004), agricultura
(Besag & Higdon 1999), econometria (LeSage & Thomas-Agnan 2015), ecologia
(Arslan & Akyiirek 2018). En este trabajo, se presenta el modelo CAR como un
ejemplo de los campos aleatorios gaussianos de Markov. Varios autores han analiza-
do este modelo, mostrando las caracteristicas de las covarianzas y las correlaciones
dada una estructura espacial, por ejemplo, el modelo CAR produce variaciones no
constantes en cada sitio, asi como covarianzas desiguales entre regiones separadas
por el mismo nimero de vecinos (ver Besag (1986), Assuncao & Krainski (2009)).
Wall (2004) estudié ampliamente la estructura de covarianza a priori que conlleva
el modelo CAR. Encontré que la relacién entre vecinos no parece tener explicacién,
ya que nodos con el mismo numero de vecinos y en vecindades similares tienen
covarianzas diferentes. Luego, Assuncao & Krainski (2009) en su articulo esclarece
todos estas rarezas y concluye que el modelo CAR es afectado por sus vecinos de
mayor orden.

Por otro lado, los campos aleatorios de Markov (GMRF) se han utilizado amplia-
mente para el andlisis de imdgenes durante muchos anos, (Besag (1986), Cross &
Jain (1983), Qian & Titterington (1991), Chen & Huang (1993), Horiguchi et al.
(1997)) . Uno de los modelos mas utilizados basados en los GMRF, es el modelo
Ising, sin embargo, el modelo de Ising (Halim (2008), Mao & Jain (1992), Van
Leemput et al. (1999)), funciona cuando la imagen es blanco y negro. Esto signi-
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fica que el modelo de Ising no puede hacer diferencias de mas de dos valores de
gris. Por lo tanto, segin Halim (2008) deberia realizarse una modificacién adicio-
nal para las imdgenes con colores. Morris et al. (1996) afirma que a pesar de que
los modelos de Ising han sido utilizado desde el primer trabajo en la segmentacion
de imégenes basada en MRF, los avances en las técnicas de Monte Carlo han re-
saltado las deficiencias de estos modelos. Por tanto, se presenta como alternativa,
el modelo CAR.

El modelo CAR visualiza el dominio de la imagen como un grafo no dirigido con
un vértice en cada pixel y una arista entre dos vértices si los pixeles correspon-
dientes son vecinos. Esto crea vecinos bien definidos que se utilizan para definir
la distribucién conjunta o condicional. La distribuciéon serd la distribucién normal
multivariada.

El sistema de vecindad es un punto clave en los modelos autorregresivos condicio-
nales o modelos CAR que se usan comtinmente en estadisticas espaciales. Para este
caso, los grafos que apoyan la construccién del GMRF seran aquellos que expresen
estas estructuras de vecindad. En este contexto, las aristas £ en el grafo B = (G, &),
representan las conexiones en la estructura de la imagen y, en consecuencia, definen
los vecinos que se utiliza para modelar la dependencia espacial.

El término condicional, en el modelo CAR se usa porque cada elemento del proceso
aleatorio se especifica condicionalmente en los valores de los nodos vecinos. En este
articulo se presenta una descripcién més detallada de la estructura implicita de
este modelo, y en particular, se presenta la forma en como se puede aplicar para
recuperar iméagenes. La Seccién 2 presenta el concepto de campo gaussiano de
Markov y como un ejemplo de este, el modelo CAR. La Seccién 3 define el modelo
que serd utilizado para la recuperacién de imagen. La Seccién 4 muestra algunos
ejemplos y experimentos. Las conclusiones y la discusién final se encuentran en la
Seccién 5.

2. Campos aleatorios gaussianos de Markov

Los campos aleatorios son distribuciones multivariadas que, en general, se usan
para describir la asociaciéon espacial entre las variables 8. Un campo aleatorio
de Markov extiende el concepto de cadena de Markov a un contexto espacial y
supone que dicha distribuciéon conjunta de 6 esta definida como sigue: sea un grafo
G = (V,€&) con n vértices V donde cada uno representa una de las componentes
del vector @ = (01,0s,...,0,) v £ el conjunto de aristas que conecta dos vértices
01' € 9]'. ASf,

f(0:l6-i) = F(Xil0;i),
con 0;.; el vector formado por todos los componentes de € quienes son vecinos de

i. En esta seccién se discute brevemente los campos aleatorios gaussianos de Mar-
kov que a menudo se usan como una distribucién a priori para efectos espaciales.
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Un GMRF s un campo de Markov donde la distribucién del vector aleatorio (de
dimensién finita) y una distribucién normal o gaussiana satisfacen los supuestos de
independencia condicional. Se puede encontrar una discusion detallada de GMRF
en Rue & Held (2005) y Assuncao & Krainski (2009).

Todos los resultados validos para la distribuciéon normal también seran validos
para un GMRF. Por lo tanto, en la siguiente seccién se presenta los resultados
mas relevantes de la distribuciéon normal multivariante. Después de definir formal-
mente un GMRF con todas las propiedades heredadas de la distribucién normal,
se presenta la conexién entre el grafo G y los parametros de la distribucién normal
multivariada p y ¥. Se mostrara que toda la informacién en el grafo se conden-
sa en la matriz de covarianza ¥ por medio de la matriz de precisiéon Q = 7!,
ademsds, el vector promedio p no influird en la estructura del vecindario del grafo.

2.1. La distribucién normal multivariante.

Para facilitar la comprensién de los campos aleatorios gaussianos de Markov, se
revisa la distribucién normal multivariante y algunas de sus propiedades bésicas.

Un vector aleatorio n-dimensional 8,51 = (01,02,...,0,)", n < oo tiene una
distribucién n—variada con vector de medias p,,,; y matriz de covarianza 3, x,,
si su funcién de densidad de probabilidad toma la siguiente forma:

fo(0) = (2m) (S| expl 1 (0 — )BT (6 — W)}, BER™ (1)

Esta distribucién serd denotada por @ ~ N(u,3) donde g y X son tales que
i = E(6;), Bij = Cov(6;,6;), Bii = Var(6;) y Corr(6;,0;) = 2i;(2i %)~ 1/2.

Para presentar algunas propiedades de la distribucién dada en (1), se considera la
siguiente particién: @ = (04,05) , py X |y

o= M4 Yaa Xanm
pp) |XaB XBB
donde #(A) + #(B) = n. Suponiendo tal particién, algunas propiedades bésicas
de la distribuciéon normal son:

m 04~ N(y,Xa4) es la distribucién marginal del vector 8 4 de orden A x 1,

= Y45 =0siysolosi @, e 8p son independientes,
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= la distribucién condicional de 84 dado € es N(p 4|5, X .4)5) donde,

HaB =Myt SapX5p04 —pg) ¥ (2)
Sap =244 — ZapS5pEBa; (3)

" Si0~NwX)y 0 ~ N(ut, X", entonces 8 + 6" ~ N(pu + pt, 3 + ).

2.2. Definicion basica y propiedades de GMRF

Para construir un GMRF se considera un grafo G = (V,€) con vértices n donde
cada vértice representa uno de los componentes del vector @ = (61,62, ...,0,) vy las
aristas conectan nodos que tienen algin tipo de asociacién. Un GMRF supone que
0 = (01,0s,...,0,)" ~ N(u,X) y que las aristas del grafo conectan nodos i y j si
y solosi8; £ 6;6_;;, es decir, si 0; es independiente de 6;, dados los componentes
de 6 excepto 0; y 6;.

TEOREMA 1. Si 0 ~ N(u,Q), entonces para i # j,

91' L 9j|9—ij =4 Q’ij =0.

La demostracién se puede encontrar en Rue & Held (2005). Por lo tanto, este
resultado establece que los componentes no nulos de @ determinan la relacién de
vecindad presente en G. Esto implica que cualquier distribucién normal con una
matriz de covarianza definida positivamente también es un GMRF y viceversa.
Por lo tanto, un GMRF se define formalmente de la siguiente manera:

DEFINICION 1. Un vector aleatorio 6 = (61,0, ...,0,)" € R™ es llamado GMRF
correspondiente a un grafo G = (V, &) con media p y matriz de precision Q > 0,
si y solamente si la funcion de densidad de probabilidad de 0 tiene la siguiente
forma:

1
w(6) = (25) " 21Q1 2 exp (56 - 10/ QMO -~ ).
donde la matriz Q cumple la siguiente condicion:

Qij #0 = {i,j} € E,Vi#j.

Si @ es una matriz densa, entonces G estd completamente conectado, es decir, el
vértice estd conectado a todos los demdas vértices del grafo. En este articulo, se
considera el caso donde @ es esparsa, es decir, la mayoria de las componentes de
la matriz son cero.

TEOREMA 2. Sea un grafo G = (V,E) que representa 6 un GMRF, con media p y
la matriz de precision Q simétrica y definitiva positiva. Luego, la distribucion de
cada componente 0; de 8, dado el vector 8_; formado por todos los componentes
de 0, excepto 0; es una distribucion normal tal que:
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6 2 CAMPOS ALEATORIOS GAUSSIANOS DE MARKOV

1
E(0:10_:) = pi— o5 Z Qi (0; — ),
gt
Prec(0;10_;) = Qui,
Qij

donde ¢ ~ j denota que el nodo j es vecino de nodo 1.

COI‘I‘(QZ‘,HJ‘|0_Z‘]‘) - - 175.]7

2.3. Especificacion de GMRF a través de condicionales com-
pletas

Una alternativa a la construccion de un GMRF es considerar las condicionales
completas de las distribuciones 7(6;|6_;). Este enfoque pionero se adopté en Besag
(1974) para construir los modelos autorregresivos condicionales, conocidos como
modelos CAR. Suponga que la distribucién condicional completa de 6; dada 6_;
para todos ¢ = 1,...,n es una distribucién normal con media y precision dadas
respectivamente por:

E(0;10_) = pi — Zﬂz’j(ej — Hj), (4)
Prec(0;]0-;) = £, (5)

con x; > 0, donde la suma en (4) estd sobre todos los j de ¢ vecinos. El siguiente
teorema nos muestra que esta densidad conjunta de 6 existe y que es unica.

TEOREMA 3. Si 60;, dado 0_;, ¥i = 1,...,n, tiene una distribucion normal, con
media y precision dadas en (4) y (5), por lo que la distribucion conjunta de 0 es
un GMRFE con vector de medias pp = (p1, pi2, . - ., bn) Y matriz de precision Q, de
modo que

P P
@y ={ 2 7 ©)
en que KiPij = K;Bji, 1 # J-
La demostracién de este resultado se puede encontrar en Rue & Held (2005). La
Expansiéon Brook se muestra a continuacion.

TEOREMA 4. Si f(01|0-1), f(02|0_2),..., f(0,|0_,) son las n distribuciones con-
dicionales completas de una densidad conjunta f(0) y si x es una configuracion
de referencia cualquiera tal que f(x) > 0, entonces la densidad conjunta f(0) se
puede obtener por medio de la siguiente relacion:
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f0)  _ f(0i]0a,...,0n) f(Oa]21,05,....6n)  f(Onlar, .. 2n_1)
f(:l?) f($1|92, .. ,Qn) f(l‘2|$1,93,...,9n) f(xn|x1, e ,xn_l)

Xﬁfowl,... 0i 1, T, )
i— 1f‘rl|917'~' 71— 1,(E2+1,...,$n)

La demostracién se puede encontrar en Assungao & Krainski (2009).

2.4. Un ejemplo de Campos de Markov Gaussianos: el modelo
CAR

Considere una region espacial que estd dividida en subregiones n indexadas por
enteros 1,2,...,n. Suponga que esta coleccién de subregiones estd dotada de un
sistema de vecindad {V; : i : 1,...,n}, donde V; denota la coleccién de subregio-
nes que, en un sentido bien definido, son vecinos de la subregion i. En términos
espaciales,

V; = {j : subregiones i y j que comparten borde}, para i€ {1,2,...,n},

El modelo CAR supone que las distribuciones condicionales completas para efec-
tos aleatorios correspondientes a las variables de respuesta para cada yi, ..., Yn,
definidas como 6y, ..., 0, y dadas por @ = 6;|0_;, i = 1,...,n, siguen distribuciones
normales con media y precisién dadas respectivamente en (4) y (5). Suponiendo
que B;; = p/d;, sii~ j,y Bij =0 caso contrario en que k; = d;/o?, esto es,

70-2

0:0—i ~ N (i + pbs, ?)7 (7)

donde 02 /d; es la variante condicional de 6;|0_;, p es una constante de proporcio-
nalidad, d; es el nimero de vecinos del nodo i en el grafo G, la media de los vecinos
del nodo i es 0; = Yo (d9)71(8;) vy € = {(i,7) € E(G) : j ~ i} es el conjunto de
aristas que pertenecen al grafo G.

Sea la matriz de adyacencia:

0, si i=j
A=41, si i~j
0, si itj
tome M = diag{dy,ds,...,d,}. No es inmediato que (7) conduzca a una distribu-

cién conjunta completa de 0. Besag (1974) usa la expansiéon de Brook y muestra
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8 3 RECUPERACION DE UNA IMAGEN

que cuando la matriz (M — pA)~! es definida positiva y simétrica, la distribucién
conjunta de 0 es:

6 ~ N(0,5°%), (8)

donde X = 0?(M — pA)~!. Para que la matriz de covarianza sea definida positiva,

es necesario que p < )\% donde A; es el valor propio més pequeno de la matriz

M~'2AM~'/2. La demostracién se puede encontrar en Banerjee et al. (2004).

En resumen, el modelo CAR esta definido por una estructura de correlacién in-
ducida por el grafo de la siguiente forma: la region de estudio V' se divide en n
unidades de drea sobre el conjunto de regiones {V; : ¢ : 1,...,n} que estdn vincula-
dos a un conjunto correspondiente de respuestas y = (y1, ¥y, ..., y,) distribuidas
condicionalmente como:

yil0;, 0y ~ N(u+0j,0,), v (01,...,0,)" ~ N(0,0°%), paracada j€{l,...,n}.

Asi, el patrén espacial en la respuesta estd modelado por el vector 6. Si el valor
de p = 1, se conoce como modelo autorregresivo impropio, ya que si p = 1, la
matriz X definida en (8) no posee inversa, lo que hace que la distribucién normal
sea impropia. El modelo ICAR fue propuesto por Besag & Kooperberg (1995). En
este articulo se compara el comportamiento de los dos modelos, el CAR y el AR
por medio de la recuperacién de una imagen. Se verifica que modelo se comporta
mejor calculando los valores DIC y el ECM de cada uno de ellos.

3. Recuperacion de una imagen

El modelo aqui propuesto se define de la siguiente manera: suponga que un es-
pacio bidimensional se divide en N pixeles, etiquetados por los nimeros enteros
1,2,..., N. Las ubicaciones de los pixeles formaran una red cuadrada regular. Su-
ponga ademés que cada pixel es una variable aleatoria 6;, 1 < i < N que puede
tomar cualquier valor real, por tanto 6; € R. Los valores de las variables que
representan pixeles se denominan intensidades.

Un ruido arbitrario se indicard con y = {y1,¥2,...,yn}, asi y € RY. En general,
no es posible observar 8 directamente, sino que la imagen observada y es una copia
degradada de 6,

y=58+0+c¢ 9)
donde 8 es una constante y para cada i € {1,...,N}, € ~ N(O,ay_l) Y € €€
son independientes cuando i # j. Entonces, el vector y = (y1,...,yn) tiene como

funcion de verosimilitud:
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L(0,0,0,p,y) = (2m02) " exp {—;(y —0—5)(y—6- ﬁ)}

3.1. Formulacién Bayesiana
Considerando el modelo definido en (9) para las intensidades ¢ = 1,..., N, asig-

namos al vector 0 la distribucién a priori correspondiende al modelo CAR o IAR,
tal que,

(01,....,0,)" ~ N(0,0°%), paracada j€{l,...,N},
donde X es definida como en (8), con esto, se presume que existe una correlacién
espacial entre los datos y que el efecto aleatorio ayuda a explicar este comporta-

miento. Para los deméas pardmetros, se suponen distribuciones a priori no infor-
mativas: p ~ Unif(0, 1), o, ~ Gamma(a,n) o ~ Gamma(ag,n0) y 8 ~ N(uo,0d).

Las distribuciénes condicionales a posteriori para ¢ y o, tiene forma conocida.
Especificamente,

_ 1
Jy1‘0ﬂ0—7ﬂap70727[377—9773y ~ Gamma(a+n/2an+ §(y7(ﬂ+9))t(y7(ﬂ+9)))
mientras que,

1
o~ 16,0,,8,0,0,%,8,70,7,y ~ Gamma(a0+n/2,no+§0t20).

Lo mismo ocurre para 8 y 6; de forma que la distribucién condicional completa
para 3 es N(ug, o%) en donde,

1\ ' [ yi—0i o
i 1
(2+2) (S5t

—-1/2
2 1

La distribucién condicional completa de 8|c, 0, 5, p,y es

Hp

| =

N

6lo,0y,8.p,y~N (0, @ ' (y—p), 2 ").
Con ® =0, ' I+ ()=, La forma de la distribucién condicional completa para

p no coincide con alguna conocida. Por esta razén, la estimacién de los pardme-
tros se realiza mediante la obtenciéon de muestras de la distribucién a posteriori
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mediante métodos MCMC. El algoritmo completo para estimar los pardmetros del
modelo es un Gibbs con pasos de Metropolis. Para muestrear la distribucién poste-
rior de p se hace una reparametrizaciéon U = logit(p). Este método de transformar
el espacio de parametros dentro del algoritmo Metropolis-Hastings es ttil para
problemas con espacios de pardmetros restringidos, en este caso p < )\%, (Givens
& Hoeting 2012). Una vez que se ha generado la pseudomuestra a partir de la
distribucién a posteriori, se dispone de varios estimadores posibles, una opcion es
la media posterior, que puede estimarse mediante la media muestral de la pseudo-
muestra.

4. Aplicacién

El ejemplo que se utiliza para recuperar una imagen utilizando un campo aleatorio
gaussiano es la imagen dada en la Figura (1a). Para generar una imagen ruidosa,
se le agrega a cada intensidad un ruido gaussiano independiente con G'z = 25, la
imagen resultante es la que se muestra en la Figura (1b). En estos andlisis, el ojo
humano puede hacer un buen trabajo delimitando los limites y las intensidades de

la imagen.

(b)

Figura 1: Ejemplo y datos (Imagen de OpenClipart-Vectors en Pixabay). La super-
ficie de intensidad real se muestra en (a) y los datos simulados con ruido gaussiano
correspondientes en (b).

La imagen tiene un tamano de 134 x 125 pixeles. Esta imagen genera una red cua-
drada regular de tamano 16750 x 16750, la cual, sera la que caracterizara la matriz
de adjacencia A y la matriz de vecindades M de la matriz de covarianza de la
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B o2 DIC ECM
CAR | 0.285 | 22.732 | —95122.38 | 5.014de — 07
TAR | 0.285 | 22.732 | —94544.02 | 4.861e — 07

Tabla 1: Estimativas posteriores de AIC y ECM.

distribucién normal definida en 8. Para el analisis, ejecutamos el MCMC durante
1000 iteraciones, con un periodo de burn-in de 500. Algo notable en estos mode-
los, es que son necesarias pocas iteraciones para obtener convergencia en la cadena.

La Tabla 1 muestra las medias a posteriori usando los modelos CAR e IAR para
los parametros Sy 05. Para comparar los modelos, se calculé el valor de DIC y
el valor ECM (error cuadritico medio). La estimacién del pardmetro 5 y 0’5 fue
de 0.285 y 22.732 aproximadamente la misma para ambos modelos. La estimaciéon
del pardmetro p fue de 0.89, lo que podria indicar una correlaciéon espacial fuerte
ente pixeles vecinos. La estimacién de O'Z estd cerca del verdadero valor del ruido
25, que fue incluido al realizar la simulacién de los datos.

La Figura 2 muestra las cadenas e histogramas generados para los pardmetros 3, oy
y para un sélo componente del vector € por el método MCMC para el modelo CAR,
(no se puede mostrar las 16750 cadenas correspondientes a cada componente del
vector 0). En cada uno de ellos hay un periodo burn-in de 500 iteraciones después
de eso, se asume que la cadena de Markov estd en equilibrio y las reconstrucciones
subsecuentes son de hecho la distribucién subsecuente necesaria. Las Figuras 2b y
2d muestran las densidades marginales estimadas para 3 y 61, mostrando que son
simétricas y muy estrechas. La densidad de la Figura 2f proviene del parametro
05, es casi simétrica y razonablemente estrecha.

La Figura 3 muestra la media posteriori del vector 8 para cada modelo, es decir,
la reconstruccion de la imagen. Cada uno de los componentes de este vector, re-
presenta la intensidad a posteriori, es decir, cada uno de los pixeles recuperados.
En la Figura 3b muestra la reconstruccién siguiendo el modelo CAR. Note que
los resultados son visualmente buenos sin suavizar excesivamente las discontinui-
dades. En la Figura 3c se muestra la reconstruccién utilizando el modelo IAR. La
reconstruccién de intensidad es muy similar que la del modelo CAR. Los resulta-
dos son muy similares, lo que no nos permite concluir cual de los dos modelos es
mejor.

5. Conclusiones

En este estudio, se propone y evalia un método de eliminaciéon de ruido para
imagenes que siguen una distribucién normal y un GMRF para las variables la-
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Figura 2: Ejemplos de estadisticas de seguimiento y densidades posteriores. Los
histogramas de valores muestreados estiman densidades marginales de probabili-
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Figura 3: Reconstrucciones con el modelo CAR (b) y el modelo TAR (c) de la

superficie original en la Figura (a).
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tentes. Aunque los resultados son generalmente buenos, es dificil interpretar el
parametro p ya que puede ocurrir que incluso valores muy altos de p inducen solo
una modesta correlacién espacial entre observaciones (ver Banerjee et al. (2004)).

A pesar de que el modelo CAR es ampliamente utilizado, tiene algunos aspectos
no intuitivos. Para citar un caso, Wall (2004) estudi6é una estructura de covarian-
za a priori implicita en el modelo CAR; este estudio concluyé que la correlacion
espacial implicita entre diferentes ubicaciones utilizando un modelo CAR no pa-
rece seguir un esquema intuitivo, por ejemplo, Wall (2004) muestra que cuando
p es negativo, las correlaciones entre areas vecinas pueden ser positivas o negati-
vas, sin importar el signo de p. Sin embargo, Assungdo & Krainski (2009) explica
como las consecuencias aparentemente contradictorias o poco practicas, propues-
tas en el articulo de Wall (2004) se debe a que el modelo CAR utiliza la estructura
completa del grafo de vecindad, no solo de vecindad inmediata. A través de los
resultados del algebra lineal, Assungao & Krainski (2009) descomponen la matriz
de covarianza del modelo CAR a priori y a posteriori en una suma infinita de
términos, esta descomposicion aclara céomo toda la estructura de la vecindad del
mapa afecta la covarianza de algunas dreas vecinas en términos de sus vecinos de
mayor grado. Es decir, no se puede concluir simplemente que el valor de p indica
la fuerza de correlacién espacial entre vecinos; p es un parametro mas general que
esta influenciado por toda la estructura de vecindad del grafo. En el caso de la
imagen, el valor obtenido fue de p = 0.89, pero sin un andlisis mas profundo no se
puede interpretar detalladamente.

Otro problema encontrado con el uso del modelo CAR es el bajo valor de corre-
lacién marginal a priori que se genera, incluso cuando el parametro p tiende a su
limite superior 1. En el caso en que el valor p se aproxime lo suficiente a 1 y se uti-
lice el modelo TAR, no se encuentra una notable diferencia entre los dos modelos.
Besag & Kooperberg (1995) propusieron el modelo IAR, en parte basidndose en lo
siguiente: sefialaron que para un modelo CAR, el valor de p tenia que ser 0,999972
para tener una correlacién marginal cercana a 0.75. Algo similar muestra Ver Hoef
et al. (2017), en el cual el valor del modelo CAR aplicado a sus datos fue p = 0.7
que produce una correlaciéon marginal méaxima de 0.07, algo que claramente no es
esperado, ya que se espera que los vecinos de primer orden tenga una fuerte rela-
cién. Ver Hoef et al. (2017) también muestra que existe confusién al elegir entre
el modelo TAR y el modelo CAR aunque ambos se describen a menudo juntos en
la literatura, hay poca orientacion en elegir entre ellos.

En la aplicacién, tampoco se encontré diferencias notables, quizé la tnica ventaja
del modelo TAR es que tiene un parametro menos para estimar y podria mejorar
el tiempo computacional, aunque este no fue el caso, ya que el tiempo fue casi el
mismo (aproximadamente 8 minutos para ambos modelos). En conclusién, ambos
modelos pueden ser utilizados para recuperar imagenes ruidosas con buenos resul-
tados computacionales y visuales, sin embargo, no se evidencia ninguna ventaja
utilizando el modelo IAR contra el modelo CAR.

Recibido:
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