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ÍNDICE GENERAL

3 Descripción del algoritmo 35
3.1 GACE: Explicación y Funcionamiento . . . . . . . . . . . . . . . 35
3.2 Combinación de las técnicas: Clasificación y aportación . . . . . . 38
3.3 Sistemas Basados en Reglas Difusas: Aplicación . . . . . . . . . 42
3.4 Optimización de funciones: Aplicación . . . . . . . . . . . . . . . 45
3.5 Aspectos a tener en cuenta en la codificación del algoritmo . . . . 46
3.6 Implementación del algoritmo propuesto . . . . . . . . . . . . . . 47

4 Experimentación y resultados 53
4.1 Aplicación del algoritmo a problemas de predicción de tráfico . . 53
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La gente prefiere olvidar lo imposible;
les hace la vida más fácil.

Neil Gaiman

1
Introducción

El transporte y la movilidad juegan un papel fundamental en nuestra vida dia-

ria. Acciones como viajar, el transporte de mercancı́as o pasajeros, o incluso ir al

trabajo forman parte de nuestro dı́a a dı́a. La mayorı́a de los desplazamientos que

realizamos se realizan por carretera, como se puede apreciar de los datos aportados

por el último eurobarómetro sobre la calidad del transporte emitido por la Comi-

sión Europea [Commission 14]. De este estudio, podemos extraer como primera

conclusión que el método más utilizado para la mayorı́a de nuestros desplazamien-

tos diarios es, sin duda alguna, el coche particular. La Figura 1.1 muestra la gran

diferencia existente entre el uso de este medio de transporte en comparación con el

resto en lo que al dı́a a dı́a se refiere ya que más de la mitad de los desplazamientos

se hacen en este tipo de transporte. A estos datos hay que añadir que el coche es,

por encima de medios de transporte como el avión o el tren, uno de los más utili-

zados en los desplazamientos de larga distancia (al menos, 300 km). Centrándonos

en el transporte por carretera, en términos de calidad, un 38 % de los encuestados

opina que ha mejorado en los últimos 5 años en su paı́s. A la par, un 36 % opina

todo lo contrario.

A la pregunta de ’¿cuál de los siguientes aspectos piensa que es uno de los

problemas más serios que afectan a las carreteras?’, y siendo posible un máximo de

3



1. Introducción

Figura 1.1: Valores en porcentaje (eje X) de las respuestas a la pregunta En un dı́a nor-
mal, ¿qué método de transporte utiliza normalmente? realizada en el Eurobarómetro
de 2014 sobre Transporte.

tres respuestas, un 60 % de los encuestados eligió la congestión de tráfico como una

de sus opciones, seguido por un 59 % que eligió el mantenimiento de la carretera.

El resto de respuestas y sus porcentajes se muestran en la Figura 1.2.

Los Sistemas Inteligentes de Transporte, del inglés Intelligent Transportation

Systems (ITS) se definen como la intersección de las tecnologı́as de la comuni-

cación y la electrónica con el fin de mitigar los problemas del transporte, ya sea

terrestre, marı́timo o aéreo. Tecnologı́as como las comunicaciones vehiculares, los

sistemas de control de señales de tráfico, cámaras que detectan la velocidad o la

matrı́cula automáticamente, o los sistemas de información en carretera son algunas

de las áreas de aplicación de los ITS.

La congestión del tráfico y su temprana detección es otro tema fundamental en

este campo de investigación. Uno de los objetivos de los ITS en este ámbito es

realizar una predicción satisfactoria que pueda ayudar a tomar medidas para, por

ejemplo, la disminución de ruido, no sólo en entornos urbanos, sino también en

autopistas, el ahorro de energı́a, resultado del descenso de la polución, el incre-

mento de la eficacia y el rendimiento de los sistemas de transporte, y ahorro en

infraestructura pública para las instituciones.
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Figura 1.2: Valores en porcentaje (eje X) de las respuestas a la pregunta ¿Cuál de los
siguientes aspectos piensa que es uno de los problemas más serios que afectan a las
carreteras? realizada en el Eurobarómetro de 2014 sobre Transporte.

Para realizar predicciones del estado futuro del tráfico, dos de los métodos más

usados en la previsión de tráfico en la última década han sido el Filtro de Kalman,

del inglés Kalman Filter (KF) [Zhang 12b] y Autoregressive Integrated Moving

Average (ARIMA) [Tan 07]. El KF utiliza un conjunto de ecuaciones que propor-

cionan un medio de cálculo eficiente para estimar el estado del proceso de forma

que minimice el error medio [Welch 95]. El filtro tiene sus ventajas en varios as-

pectos: mantiene estimaciones pasadas, presentes e incluso de futuros estados y

puede hacerlo incluso cuando el modelo del sistema es desconocido. Por otro la-

do, ARIMA es una generalización del modelo ARMA (AutoRegressive Moving

Average) [Box 13], adaptado para series temporales de manera que pueda predecir

puntos futuros en dichas series.

Ambos son modelos regresivos que encuentran patrones en los datos pasados

para la predicción de un valor en el futuro. Su uso no sólo se reduce a los ITS

[Williams 98, Ahmed 79, Yang 07, Okutani 84], sino que se ha extendido a otros

campos. Por ejemplo, ARIMA se ha usado en la predición de la calidad del agua

5



1. Introducción

en [Ömer Faruk 10], en la previsión de la demanda eléctrica en [Taylor 06] y en la

demanda de turismo en [Chen 12]. En el caso del KF, el método ha sido usado en

[De Ridder 13] para determinar la calidad del aire y en [Saha 10] para la previsión

del clima. Además, estos dos métodos pueden ser combinados, como se puede ver

en [Liu 12]. Sin embargo, estos procesos tienen varios problemas. Para los KFs

tradicionales, la precisión de la predicción puede ser inestable [Wang 05]. ARIMA

puede ser incapaz de predecir correctamente series temporales de flujo de tráfico

dado que están basados en teorı́a de procesos estocásticos estacionarios en los que

normalmente se realizan supuestos [Tan 07].

En los últimos años, se han desarrollado otras alternativas. En [Bauza 13], la de-

tección de la congestión se realizó a través del uso de comunicaciones Vehı́culo a

Vehı́culo (V2V) en autopistas de largo recorrido. Otro ejemplo de previsión de con-

gestión usando un esquema de comunicaciones vehiculares se presentó en [Xu 10],

donde se propone el uso de varias redes de transmisión. En [Rzeszotko 12], dife-

rentes técnicas de minerı́a de datos son usadas para predecir la velocidad media en

una calle y ruta dada por vehı́culos individuales para evitar retenciones de tráfico.

Otro tipo de esquema es el llamado Time-of-Day (TOD). Un ejemplo es utiliza-

do en [Jia 06], donde el control TOD divide un dı́a en varios intervalos e intenta

encontrar los controladores óptimos para cada intervalo.

Otra clase de alternativas son las técnicas de Soft Computing como Máqui-

nas Vector Soporte, del inglés Support Vector Machines (SVM), Redes Neuro-

nales, del inglés Neural Networks (NN), Algoritmos Genéticos, del inglés Ge-

netic Algorithms (GA) o Sistemas basados en Reglas Difusas, del inglés Fuzzy

Rule-Based Systems (FRBS). Estas técnicas se han usado por separado, como en

[Castro-Neto 09], donde se utiliza una SVM de regresión online para predecir la

fluidez del tráfico a corto plazo teniendo en cuenta las condiciones del medio, o

en [Li 11] donde, entre otros modelos, se utiliza una NN para predecir el tiem-

po de viaje de motoristas; o combinando diferentes métodos como es el caso de

[Stathopoulos 08], donde se utiliza un FRBS con una metaheurı́stica para optimi-

zar los parámetros de los sistemas y predecir el tráfico a corto plazo, de [Gu 12],

donde se combinan un GA y una NN Difusa para predicción de tráfico, de [Gu 11],

donde una SVM se combina con un método de descomposición empı́rico y se op-

timiza con un Algoritmo de Optimización de Partı́culas, del inglés Particle Swarm

6



Optimization (PSO) para la predicción de tráfico en tiempo real, o de [Zhang 14],

donde se combinan FRBS con GAs para la predicción de congestión a corto plazo.

Siguiendo con estas técnicas, SVMs se encuentran con dificultades para obtener

valores precisos cuando tratan con una gran cantidad de variables. Por otro lado,

las NN obtienen buenos resultados y han atraı́do más atención a lo largo de los

años. Sin embargo, debido al problema de óptimo local y su poca habilidad de

generalización, su eficacia es, en algunos casos, limitada. Además, el resultado de

una NN depende no sólo del entrenamiento de la red sino de la cantidad de datos

de calidad disponibles y de los parámetros definidos.

Por otra parte, la aplicación de métodos probabilı́sticos como el método de la

Entropı́a Cruzada, del inglés Cross Entropy (CE) [Rubinstein 99] o el método de

Adaptación de la Matriz de Covarianza, del inglés Covariance Matrix Adaptation

(CMA) [Hansen 01] en este tipo de problemas se contempla en artı́culos como

[Lopez-Garcia 16a], donde CE se utiliza junto a otros métodos para la predicción

de la congestión en una autopista, o en [Stellet 15], donde CMA se aplica a sistemas

de asistencia al conductor.

El trabajo que nos ocupa tiene como principal objetivo la utilización de técnicas

de Soft Computing, concrétamente FRBS y GA, para la previsión de congestiones

de tráfico a corto plazo en autopistas y autovı́as. Además, se utilizan métodos pro-

babilı́sticos, como es el caso de CE nombrado anteriormente, para la mejora del

rendimiento del resto de técnicas usando su capacidad de explotación. Ası́ pues, se

ha desarrollado un algoritmo hı́brido que combina GA y CE, llamado GACE por

sus siglas en inglés, siendo este la principal aportación de esta tesis.

Todas las técnicas de las que se ha hablado durante esta introducción son uti-

lizadas en muchos y variados ámbitos. Uno de ellos, la optimización, ya sea de

problemas del mundo real [Lu 14, DellÁmico 15] como creados artificialmente

[Syberfeldt 09, Wang 09] es un tema que siempre ha sido bien recibido y genera

una creciente atención en la comunidad cientı́fica. El reto que supone resolver los

problemas antes especificados es una motivación para su estudio, sobre todo en el

área de la inteligencia artificial. Hay muchos tipos de optimización, entre los que

destacan la optimización numérica [Schwefel 81], lineal [Bertsimas 97], continua

[Eiselt 87] o combinatoria [Papadimitriou 98]. Este tema se ampliará en secciones
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posteriores, donde aplicaremos el algoritmo desarrollado a esta clase de problemas

para demostrar su utilidad en otros campos.

1.1 Propósito e hipótesis
Poder prever la formación de congestiones en autopistas y autovı́as a corto plazo

es un reto para los ITS. Realizar dicha predicción correctamente conllevarı́a, como

se ha hablado en el apartado anterior, la disminución de la polución, el ruido y

el tiempo de viaje ası́ como un aumento de la productividad en el transporte de

mercancı́as y personas.

El propósito de la tesis presentada en esta memoria está motivado por la inten-

ción de predecir las posibles retenciones a corto plazo que se den en todo tipo de

carreteras. Una de las ventajas de realizar dicha predicción a corto plazo es la adap-

tación de la toma de decisiones al momento exacto en el que ocurren los sucesos.

Por ejemplo, si se produce un accidente en la carretera por la que circulamos, es

posible que se produzca una retención al poco tiempo. En el caso de realizar esta

predicción a largo plazo, no se podrı́an prever las posibles situaciones inesperadas

en las carreteras. Otra de las ventajas es la capacidad de organizar un desplaza-

miento antes de comenzarlo. Si el usuario conoce si existirán o no retenciones en la

vı́a que forma parte de su ruta, podrá organizar, incluso durante el desplazamiento,

la ruta que le lleve a utilizar el menor tiempo posible para llegar a su destino. Esto,

aunque también se puede llevar a cabo con una predicción a largo plazo, lleva a

que el usuario no se tenga que preocupar por su ruta hasta el momento anterior

de comenzarla. Para llevar a cabo dicho propósito, no sólo se ha trabajado en la

predicción de la congestión en un único punto sino a lo largo de toda la sección

de una autopista, dando un nuevo enfoque a este tipo de problema. Para alcanzar

este objetivo se propone el uso de Sistemas Basados en Reglas Difusas Jerárqui-

cos, del inglés Hierarchical Fuzzy Rule-Based Systems (HFRBS). Para optimizar

los parámetros de cada sistema de la jerarquı́a, se combina un algoritmo de CE con

un GA, proporcionando ası́ tanto una mejora tanto en la exploración del espacio de

búsqueda como la explotación de los individuos de la población.

A su vez, y para demostrar que el algoritmo propuesto para la optimización

de los sistemas puede también aplicarse a otros ámbitos de la literatura, se utiliza
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dicho algoritmo para optimizar diferentes funciones matemáticas de complejidad
creciente.

Dados estos propósitos, la hipótesis que se quiere demostrar con la realización
de este trabajo es la siguiente:

La optimización de jerarquı́as de Sistemas Basados en Reglas Difusas ası́ como de
los sistemas que las forman a partir de la hibridación de Algoritmos Evolutivos

con Métodos Probabilı́sticos ayudará a predecir la formación de congestiones de
tráfico a corto plazo utilizando diferentes tipos de punto de interés. A su vez, esta
hibridación podrá adaptarse a otros ámbitos, como puede ser la optimización de

funciones, de cara a obtener un rendimiento aceptable en éstos.

1.2 Motivación
La motivación sobre la que se ha edificado esta tesis, sin entrar en detalle sobre
las partes utilizadas, es la de crear un algoritmo hı́brido que sea capaz, no sólo de
ayudar a los sistemas inteligentes a predecir de manera lo más fiable posible las
congestiones de tráfico que se puedan producir en entornos urbanos o carreteras,
sino que se pueda aplicar a otro tipo de problemas diferentes, como pueden ser
problemas de optimización, o elección de clasificadores de un ensemble, previo
paso del estudio del problema en cuestión y adaptación de sus caracterı́sticas a
dicho problema.

1.3 Difusión de los resultados
Durante los años en los que se ha realizado el proyecto que conlleva como colofón
final la escritura de este documento, los resultados que se han ido obteniendo con
las diferentes experimentaciones y problemas se han ido difundiendo en diferentes
congresos, a nivel nacional e internacional, y revistas con alto ı́ndice de impacto.
A continuación, se listan las publicaciones derivadas del trabajo de tesis aquı́ pre-
sentado:

� P. Lopez-Garcia, E. Onieva, A. Perallos, Optimización de Sistemas Basados

en Reglas Difusas para la predicción de congestión a corto plazo, Jornadas
cientı́fico-técnicas y seminario doctoral SEMATICA 2014.
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� P. Lopez-Garcia, E. Onieva, A. Perallos, L. Arjona, E. Osaba, Optimización

de Sistemas Basados en Reglas Difusas para la predicción de congestión a

corto plazo, Congreso Nacional sobre Metaheurı́sticas, Algoritmos Evoluti-

vos y Bioinspirados (MAEB), 2015, en los Proceedings, páginas 621–628.

� P. Lopez-Garcia, E. Onieva, E. Osaba, A. Masegosa, A. Perallos, Hybri-

dizing Genetic Algorithm with Cross Entropy for Solving Continuous Fun-

ctions, Genetic and Evolutionary Computation Conference, 2015, en los Pro-

ceedings, páginas 763–764.

� P. Lopez-Garcia, E. Onieva, E. Osaba, A. Masegosa, A. Perallos, A hybrid

method for short-term traffic congestion forecasting using genetic algorithms

and cross-entropy, IEEE Transactions Intelligent Transportation Systems,

2016, Volumen 17, Issue 2, Páginas 557-569. Esta revista cuenta con un fac-

tor de impacto de 2.377 en el Journal Citations Report del año 2014, y se

encuentra indexada en las siguientes posiciones:

1. Posición 13 de 125 de la categorı́a Civil Engineering, cuartil Q1.

2. Posición 41 de 249 en la categorı́a Electrical & Electronic Engineering,

cuartil Q1.

3. Posición 9 de 33 de la categorı́a Transportation Science & Technology,

cuartil Q2.

� P. Lopez-Garcia, E. Onieva, E. Osaba, A.D. Masegosa, A. Perallos, GACE:

A meta-heuristic based in the hybridization of Genetic Algorithms and Cross

Entropy methods for continuous optimization, Expert Systems with Applica-

tions. 2016, Volumen 55, páginas 508–519. Esta revista cuenta con un factor

de impacto de 2.240 en el Journal Citations Report del año 2014, ası́ como

ocupa las siguientes posiciones en diferentes categorı́as:

1. Posición 29 de 123 de la categorı́a Computer Science, Artificial Intelli-

gence, cuartil Q1.

2. Posición 48 de 249 de la categorı́a Electrical & Electronic Engineering,

cuartil Q1.
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3. Posición 12 de 81 de la categorı́a Operations Research & Management
Science, cuartil Q1.

También, y para quien sea de interés, se añade una lista con los diferentes artı́cu-
los en los que ha participado el doctorando como co-autor a lo largo del trabajo
realizado:

� A. D. Masegosa, A. Bahillo, E. Onieva, P. Lopez-Garcia, A. Perallos, A new

optimization approach for indoor location based on Differential Evolution,
International Fuzzy Systems Association (IFSA) 2015.

� E. Osaba, F. Diaz, E. Onieva, P. Lopez-Garcia, R. Carballedo, A. Perallos, A

Parallel Meta-Heuristic for solving Multiple Asymmetric Traveling Salesman

Problem with Simultaneous Pickup and Delivery to solve a Demand Respon-

sive Transport Problem, Hybrid Artificial Intelligence Systems International
Conference, HAIS 2015.

� E. Osaba, E. Onieva, F. Diaz, R. Carballedo, P. Lopez-Garcia, A. Perallos, A

migration strategy for distributed evolutionary algorithms based on stopping

non-promising subpopulations: A case study on routing problems, Interna-
tional Journal of Artificial Intelligence. Esta revista cuenta con un factor de
impacto de 1.257 en el Journal Citations Report de 2014.

� E. Osaba, X.S. Yang, F. Diaz, P. Lopez-Garcia, R. Carballedo, An Improved

Discrete Bat Algorithm for Symmetric and Asymmetric Traveling Salesman

Problems, Engineering Applications of Artificial Intelligence. Esta revista
cuenta con un factor de impacto de 2.207 en el Journal Citations Report de
2014.

1.4 Estructura del trabajo
La presente memoria se estructura en los siguientes capı́tulos:

� El Capı́tulo 2 presenta un estudio del estado del arte en las diferentes mate-
rias de las que se nutre este trabajo, en especial en la Soft Computing y sus
componentes, los Sistemas Inteligentes de Transporte, y los tipos de Optimi-
zación, ası́ como sus técnicas y funciones.
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� La descripción del algoritmo propuesto en esta tesis, ası́ como su funciona-
miento, aportación de la hibridación de las técnicas y aplicación a los FRBS
y el resto de problemas se encuentra en el Capı́tulo 3.

� En el Capı́tulo 4 se detallan las diferentes experimentaciones y los resultados
obtenidos en cada una de ellas, ası́ como los operadores y codificaciones
utilizados por el algoritmo para cada tipo de problema.

� Por último, las conclusiones extraı́das del trabajo realizado y los trabajos
futuros que se realizarán tras la terminación de esta tesis se recogen en el
Capı́tulo 5.
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Dicen que la curiosidad mató al gato, pero
no cuentan si lo que descubrió merecı́a la
pena.

José Saramago

2
Estado del Arte

En este capı́tulo se recoge el estado del arte en los diferentes ámbitos en los que

se desarrolla este trabajo. En la Sección 2.1 se recoge diferente información sobre

la Soft Computing, con especial hincapié en metaheurı́sticas y su hibridación, y

Lógica Difusa. Por otro lado, en la Sección 2.2 se encuentran los Sistemas Inteli-

gentes de Transporte, con diferentes definiciones y tipos. Por último, en la Sección

2.3 se definen la optimización de funciones, explicando los tipos que nos podemos

encontrar, técnicas que se han aplicado a este tema, y repositorios de funciones

benchmark que se encuentran en la literatura actual.

2.1 Soft Computing
Se puede definir la Soft Computing como un conjunto de metodologı́as cuyo obje-

tivo es explotar la tolerancia al error y la incertidumbre para conseguir manejabili-

dad, robustez y soluciones de bajo coste y mejores representaciones de la realidad

[Zadeh 94].

Podemos encontrarla definida más recientemente en [Verdegay 08], donde la

Soft Computing se define como un conjunto de técnicas y métodos que permiten

tratar las situaciones prácticas reales de la misma forma que suelen hacerlo los
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seres humanos, es decir, en base a inteligencia, sentido común, consideración de

analogı́as, aproximaciones, etc. Se puede considerar a la Soft Computing lo con-

trario a lo que se denomina Hard Computing.

La Figura 2.1 muestra una diferenciación basándose en los métodos que utilizan

tanto la Hard como la Soft Computing. En dicha figura, se muestra como la Hard

Computing engloba los métodos precisos, como es el razonamiento inductivo, o

la inteligencia artificial, y la optimización numérica tradicional. Estos métodos re-

quieren un modelo analı́tico y a menudo una gran cantidad de tiempo de cómputo, a

la vez que son métodos determinı́sticos en los que los datos proporcionados deben

estar completos. Por su lado, la Soft Computing trata modelos aproximados, jugan-

do a la par con la imprecisión, la incertidumbre y, como su propio nombre indica,

la aproximación. Dentro de estos modelos, podemos encontrar los que aplican un

razonamiento aproximado, como son la lógica difusa y los modelos probabilı́sti-

cos, y la aproximación funcional y métodos de optimización, donde encontramos

las metaheurı́sticas y las redes neuronales. A diferencia de los modelos de la Hard

Computing, los modelos utilizados por la Soft Computing son estocásticos y capa-

ces de trabajar con datos ambiguos y que, en ocasiones, contienen ruido. A la vez,

mientras los métodos de Hard Computing son secuenciales, los de la Soft Com-

puting pueden trabajar en paralelo y sus respuestas son aproximadas, requiriendo

normalmente un tiempo de cómputo menor.

Centrándonos en los modelos de la Soft Computing, y más concretamente en

los métodos de aproximación/optimización, estos se dividen en metaheurı́sticas,

donde encontramos englobados métodos como el recocido simulado, la búsqueda

tabú, colonias de hormigas, optimización por colonia de partı́culas, búsqueda de

vecindarios variables, y la computación evolutiva, basada en métodos biológicos,

dentro de la que se ha desarrollado, por ejemplo, la programación evolutiva, las

estrategias evolutivas y los algoritmos genéticos. Por otro lado, en la rama del ra-

zonamiento aproximado, encontramos la lógica difusa, donde podemos encontrar,

por ejemplo, los sistemas basados en reglas difusas. En este trabajo, dentro del am-

plio abanico de técnicas disponibles, nos centraremos en los algoritmos genéticos

y la lógica difusa, de las que hablamos con más detalle en las siguientes secciones.
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2.1 Soft Computing

Figura 2.1: Clasificación de técnicas de Hard y Soft Computing

2.1.1 Metaheurı́sticas

En las últimas décadas, las metaheurı́sticas han sido ampliamente utilizadas pa-

ra resolver problemas complejos de optimización. Muchos de estos algoritmos se

han inspirado en la naturaleza y han obtenido un gran rendimiento en problemas

de alta dimensionalidad. En esta categorı́a se encuentran algoritmos como PSO

[Kennedy 10], Algoritmos Genéticos (GA) [Holland 75], Optimización de colonia

de hormigas, del inglés Ant Colony Optimization (ACO) [Dorigo 97], Evolución

Diferencial, del inglés Differential Evolution (DE) [Neri 10] o Recocido Simulado,

del inglés Simulated Annealing (SA) [Van Laarhoven 87]. Desde su formulación,

estos algoritmos se han utilizado en problemas de optimización tales como los pre-

sentados en [Cai 10], donde se combinan un SA y una búsqueda local para reducir

el coste computacional de la primera técnica minimizando lo posible la tempe-

ratura; en [Wang 11], donde se presenta un algoritmo PSO que adopta, bajo una

probabilidad, una de cuatro estrategias a la hora de actualizar una partı́cula, y se

aplica a un total de 26 problemas de optimización numérica, cada uno de los cuáles

cuenta con caracterı́sticas diferentes; en [Ciornei 12], donde la hibridación de un

GA y un ACO se aplica a diferentes problemas de optimización continua; o en

[Thakur 14], donde un GA se aplica a problemas de optimización multimodal y es

comparado con otras implementaciones de GA existentes en la literatura. Además,

técnicas probabilı́sticas como CE [Rubinstein 99] o CMA [Hansen 01] también han

sido aplicadas a este tipo de problemas, como se mostrará en secciones posteriores.

15



2. Estado del Arte

2.1.2 Algoritmos Genéticos

Los GA son metaheurı́sticas de búsqueda que imitan los procesos de selección na-

tural. La idea principal a partir de la cual se define su funcionamiento es mantener

una población de cromosomas que representan soluciones candidatas a un proble-

ma dado. Dichas soluciones evolucionan con el tiempo mediante un proceso de

competición y variación controlada. Cada cromosoma de la población tiene asocia-

do un valor fitness que define la calidad de dicho individuo. Dicha calidad será el

factor que que determinará cuáles son los cromosomas utilizados para crear otros

nuevos a partir de diferentes operadores.

Desde su aparición en los 70 de la mano de Holland [Holland 75], y gracias a su

adaptabilidad a problemas difı́ciles, han aparecido en la literatura aplicados tanto

en solitario [Thakur 14, Osaba 13, Osaba 14] como en combinación con diferen-

tes tipos de técnicas para resolver una gran cantidad de problemas diferentes. En

[Adeli 11] se presentan tres sistemas de diagnóstico de enfermedades usando reco-

nocimiento de patrones basado en NN y GA. Por otro lado, se ha utilizado un GA

para optimizar las reglas y funciones de pertenencia de dos controladores difusos

utilizados para un modelo de control en intersecciones señalizadas presentado en

[Qiao 11]. Otro ejemplo es el de [Bevilacqua 12], donde, para optimizar el diseño

de redes distribuidas, se utiliza GAs multiobjetivo.

En su versión más clásica, un GA mantiene una población de soluciones candi-

datas, o individuos. Cuatro procesos son aplicados iterativamente en dicha pobla-

ción, hasta completar un número determinado de ciclos, u otro criterio denominado

condición de parada:

1. Operador de selección: Este proceso selecciona dos (o más) individuos para

ser padres, dependiendo de su fitness. Los individuos que son mejores que

otros, es decir, cuyo valor fitness es el más alto, en caso de estar ante un pro-

blema en el que buscamos maximizar el valor retornado por la función de

evaluación, o más bajo en caso contrario, tienen una mayor probabilidad de

ser seleccionados por el operador. Las caracterı́sticas de los padres seleccio-

nados se transferirán a sus descendientes, o hijos, que son creados usando los

otros operadores.
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2. Operador de cruce: Este operador crea nuevos individuos combinando los
padres. Un valor, conocido como probabilidad de cruce (Pcruce), está asocia-
do a este tipo de operador. Dicho valor suele encontrarse en el rango [0.5,
1.0] y determina el uso o no de este operador sobre un determinado par de
individuos. Esto es, el operador sólo se aplica en el caso de que un número
aleatorio supere el valor del parámetro.

3. Operador de mutación: Este proceso modifica un individuo aplicando algún
tipo de cambio en su cromosoma. Como el operador de cruce, este operador
también tiene un parámetro asociado, conocido como probabilidad de mu-
tación (Pmutacion). En la mayorı́a de los casos, este parámetro oscila en el
intervalo [0.0, 0.3]. Como en el caso de la probabilidad de cruce, el valor de
la probabilidad de mutación determina su aplicación o no sobre el individuo
en cuestión.

4. Método de reemplazo: Este proceso define cómo los nuevos individuos reem-
plazan, total o parcialmente, a los individuos en la población actual. Hay dos
tipos de métodos de reemplazamiento. El primero, conocido como modelo
generacional, reemplaza toda la población por los hijos creados. El segundo,
el modelo estacionario, sólo reemplaza una pequeña parte de la población.

Los GAs han sido utilizados en muchos casos para mejorar o ‘afinar’ diferentes
componentes de un FRBS. En [Onieva 12], un GA es utilizado para obtener la me-
jor base de reglas posible para un controlador que maneja un vehı́culo autónomo en
intersecciones. En [Cordón 01b], se da una amplia explicación de GAs usados para
optimizar diferentes partes de un FRBS. Los GAs y las estrategias evolutivas se
utilizan de manera combinada en [Cordón 01a] para aprender a partir de ejemplos
bases de datos de tipo Mamdani. En el Algoritmo 1 se encuentra un ejemplo de la
estructura que sigue un GA.

2.1.3 Entropı́a Cruzada
El método de CE fue propuesto por Rubinstein en 1997 [Rubinstein 97]. Fue creado
como un método adaptativo para eventos que ocurrieran con probabilidades muy
bajas, también llamados rare-event propabilities, y para optimización combinatoria.
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Datos: Pobtam, Pcruce, Pmutacion
Resultado: Mejor individuo encontrado

1 t← 0

2 P0 ← Inicializar Poblacion de Pobtam individuos
3 Evaluar P0

4 mientras Condicion de parada no alcanzada hacer
5 Padres← Seleccionar padres de Pt
6 Hijos← Cruce(Padres, Pcruce)
7 Hijos←Mutate(Hijos,Pmutacion)
8 Evaluar Hijos
9 Pt+1 ← Reemplazamiento con la Población actual Pt e Hijos

10 t← t+ 1

11 fin
Algoritmo 1: Pseudocódigo del proceso seguido por un GA.

El nombre de la técnica viene del método de entropı́a cruzada de Kullback-Leibler

[Kullback 51] para medir la cantidad de información necesaria para identificar un

evento a partir de un conjunto de probabilidades. CE tiene tres fases principales.

las cuáles se ejecutan iterativamente:

1. Generación de un número Ejemplosnum de ejemplos aleatorios siguiendo

una distribución normal con media x̄ y desviación tı́pica σ.

2. Seleccionar un número Ejemplosseleccionados de ejemplos con mejor valor

fitness a partir del conjunto creado en la fase anterior.

3. Actualizar los valores de x̄ y σ de acuerdo con el valor fitness de los ejemplos

escogidos.

CE se puede aplicar en problemas de estimación u optimización [Rubinstein 99],

y puede ser usado en diferentes campos. Por ejemplo, en [Haber 10], CE mode-

la un sistema de control difuso para un proceso de perforación. Por otro lado, en

[Garcia-Villoria 10], se resuelve usando un CE un problema de programación com-

binatoria. En [Xia 12] se expone otro caso donde CE se utiliza para un problema

de toma de decisiones, ayudando a determinar los pesos óptimos de los atributos.
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Conforme el número de iteraciones va avanzando, x̄ converge hacia los pun-

tos con mejores resultados mientras que σ disminuye hasta que ambos se centran

en el área de mejores soluciones encontradas en el dominio. CE cuenta con un

parámetro, Learnrate cuyo valor se encuentra normalmente en el intervalo [0.7,

0.9] [De Boer 05]. Este parámetro se utiliza para actualizar los valores de media

y varianza durante la ejecución del algoritmo con las medias y varianzas de los

nuevos ejemplos seleccionados.

En el Algoritmo 2 se encuentra el proceso que sigue el método en pseudocódi-

go. Es importante tener en cuenta que el algoritmo está presentado para un pro-

blema unidimensional; en el caso de contar con más dimensiones, x̄ y σ deben ser

vectores y cada una de dichas dimensiones debe ser tratada de manera indepen-

diente al resto.

Datos: Ejemplosnum, Ejemplosactualizar, Learnrate
Resultado: Mejor individuo encontrado

1 x← Inicializar Medias
2 σ ← Inicializar Desviaciones
3 mientras Condicion de parada no alcanzada hacer
4 Ejemplos← Generar Ejemplosnum Ejemplos con distribución normal

N(x,σ)
5 Evaluar Ejemplos
6 Ejemplosseleccionados ← Seleccionar los Ejemplosactualizar mejores

individuos de Ejemplos
7 x← (1− Learnrate) · x+ Learnrate·Media(Ejemplosseleccionados)
8 σ ← (1− Learnrate) · σ + Learnrate· Varianza(Ejemplosseleccionados)

9 fin
Algoritmo 2: Pseudocódigo del proceso seguido por la Entropı́a Cruzada

2.1.4 Hibridación de técnicas

A pesar de su éxito en muchos y variados problemas y el grandı́simo número de

técnicas existentes, las metaheurı́sticas aún tienen varios problemas a los que no se

les ha encontrado una solución por el momento. Uno de ellos es la variabilidad de
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su rendimiento cuando se escoge un mismo algoritmo para diferentes problemas,

ya que dependen de las caracterı́sticas de la función a optimizar. Otro, relacionado

con el anterior, es la selección del algoritmo apropiado para cada tipo de proble-

ma. Centrando nuestra atención en el primer problema, uno de los enfoques toma-

dos para abordarlo es la combinación de dos o más algoritmos para obtener uno

mejor o contrarrestar sus deficiencias. Esta combinación es llamada Hibridación

[Topcuoglu 07].

La hibridación de técnicas es un tema importante en la literatura [Purwar 15,

Hernández 13]. El concepto se basa en combinar dos o más técnicas para crear si-

nergia entre ellas y mejorar su rendimiento, además de disminuir o eliminar sus

carencias. Las técnicas utilizadas obtienen un buen rendimiento para resolver un

problema especı́fico, y su combinación hace que se mejoren los resultados obte-

nidos si se hubieran ejecutado en solitario cada una de sus partes. Los algoritmos

hı́bridos han demostrado ser prometedores en muchos campos en general. Algu-

nos ejemplos son, entre otros, [Purwar 15], donde se combina la técnica de clúster

K-means con un perceptrón multicapa para crear un modelo de predicción. Dicho

modelo elige una técnica entre 11 propuestas para su utilización en datos médicos

incompletos (missing values). [Sangsawang 14] propone dos enfoques hı́bridos, un

GA con autoajuste adaptativo y un PSO con distribución Cauchy para un problema

con restricciones y los compara con metaheurı́sticas clásicas. Por último, se puede

encontrar un survey reciente sobre la hibridación, ya no sólo de metaheurı́sticas en-

tre sı́, sino con otros tipos de técnicas como los algoritmos exactos, en [Blum 11].

En el campo de la optimización en particular podemos encontrar también variedad

de hibridaciones. Algunos ejemplos son los presentados en [Abd-El-Wahed 11],

donde se combinan las técnicas PSO y GA para actualizar las partı́culas del primer

método, usando dicha hibridación en funciones multimodales extraı́das de la lite-

ratura. También contamos con [Hernández 13], en el cual se presenta un método

que combina DE con un algoritmo Hill Climbing para optimización con restriccio-

nes. Por último, en [Mandal 11] se puede encontrar DE, en este caso combinado

con un algoritmo de búsqueda local, que se aplica posteriormente a problemas de

optimización del mundo real.

El algoritmo que ha sido desarrollada durante esta tesis se basa en la combina-

ción de dos de las técnicas nombradas anteriormente, un GA y una CE.
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2.1.5 Lógica Difusa

La lógica difusa, introducida por Zadeh en 1965 [Zadeh 65], permite procesar in-

formación imprecisa usando reglas del tipo IF-THEN. Surge de la necesidad de

controlar sistemas de los que no se tiene más que descripciones lingüı́sticas, in-

completas e inexactas basadas muchas veces en apreciaciones subjetivas de las va-

riables de control [Zadeh 96]. La lógica difusa se basa en el concepto de conjunto

difuso, donde la idea principal es que los elementos tengan un grado de pertenencia

a un conjunto. Dicho grado de pertenencia se define en el intervalo [0, 1], en vez de

únicamente un valor {0, 1}.

El grado de pertenencia de una variable a un conjunto viene dado por su función

de pertenencia. Una función de pertenencia de un conjunto difuso es una genera-

lización de una función caracterı́stica en un conjunto clásico. Representa el grado

con el que un elemento pertenece a un conjunto. A la hora de determinar una fun-

ción de pertenencia, se eligen funciones sencillas. Contamos pues con diferentes

tipos, siendo las más comunes la función triangular, función gamma, función S,

Gaussiana, y trapezoidal, entre otras. Centrándonos en las funciones triangulares y

trapezoidales, siendo éstas últimas las utilizadas en el trabajo que nos ocupa, pode-

mos decir que las funciones triangulares son aquellas que cuentan con tres puntos

caracterı́sticos, y, como indica su nombre, la función tiene forma de triángulo. La

Ecuación 2.1 muestra la formulación matemática de la misma.

A =


(x− a)/(m− a) si x ∈ (a,m]

(b− x)/(b−m) si x ∈ (m, b)

0 en cualquier otro caso
(2.1)

siendo a el punto donde comienza la función, m el punto donde la función

de pertenencia es igual a 1, y b el punto donde finaliza la función. Por otro lado,

contamos con las funciones trapezoidales, las cuales cuentan con cuatro puntos.

Se puede decir que estas funciones son una extensión de las triangulares ya que

el punto extra con el que cuentan es el punto medio m que se transforma en un

intervalo. La Ecuación 2.2 muestra la codificación de este tipo de funciones.
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2. Estado del Arte

Figura 2.2: Ejemplo de funciones de pertenencia triangulares y trapezoidales

A =


(x− a)/(b− a) si x ∈ (a, b]

1 si x ∈ (b, c)

(d− x)/(d− c) si x ∈ (b, d)

0 en cualquier otro caso

(2.2)

donde a es el punto donde comienza la función, b y c son los puntos entre los

cuáles la función de pertenencia toma valor 1, y d el punto donde ésta finaliza. Con

la idea de ilustrar ambos tipos de funciones y dejar todo lo claro posible los puntos

que las delimitan, un ejemplo gráfico se puede encontrar en la Figura 2.2 con varias

funciones triangulares y una función trapezoidal.

Las funciones F1 y F3 son triangulares mientras que la función F2 es trape-

zoidal. Contamos en dicha gráfica con cuatro elementos, con distintos grados de

pertenencia a dichas funciones. Por ejemplo, el elemento x1 tendrá un grado de

pertenencia 1 a la función F1 y un grado de pertenencia 0 a las funciones F2 y F3.

Además, es el punto a de la función F2. x2 cuenta con grado de pertenencia 0.5 a

las funciones F1 y F2, mientras que x3 tiene un grado de pertenencia 0.75 a la fun-

ción F2 y 0.25 a la función F3. Por último, x4 cuenta con un grado de pertenencia

0.25 a la función F3. De esta manera, se muestra como un elemento puede tener

grados de pertenencia a dos o más clases diferentes (elementos x1, x2 y x3), y co-

mo éste puede tener el mismo valor pero ser elementos completamente diferentes

(elementos x3 y x4)

22



2.1 Soft Computing

Figura 2.3: Ejemplo de un sistema basado en reglas difusas

En problemas de tráfico, como en [Onieva 09] o en [Lopez-Garcia 16a], la lógi-

ca difusa se ha utilizado a menudo dado que permite que la información y las deci-

siones puedan ser tratadas con este tipo de reglas. Por ejemplo: si la ocupación es

alta y el flujo de coches es bajo, entonces existe congestión en la vı́a.

Uno de los tipos de sistemas difusos más utilizado son los FRBS. Podemos defi-

nirlos como una extensión de los sistemas basados en reglas, dado que trabajan con

reglas IF-THEN cuyos antecedentes y consecuentes están compuestos por reglas

de lógica difusa, en vez de lógica clásica. Estos sistemas están formados por varias

entradas, un sistema de inferencia difuso con un conjunto de reglas en su interior y

una salida. Un ejemplo de esta clase de sistemas se encuentra en la Figura 2.3

Los FRBSs son utilizados en diferentes tipos de problemas de la vida real. En

[Ghorbani 10], se utiliza uno de estos sistemas para simular diferentes polı́ticas de

gestión de energı́a en vehı́culos eléctricos. Clasificadores basados en reglas difusas

y sistemas envolventes difusos son usados en [Iglesias 10] para reconocer acciones

o actividades de los usuarios para predecir futuras acciones y monitorizar la salud

de dichos usuarios remotamente. Podemos encontrar otro ejemplo en [Awan 11],

donde se utiliza un FRBS para predecir el tiempo atmosférico.

En la literatura se distinguen, principalmente, dos tipos de FRBS en función del

tipo de consecuente:

1. FRBS de tipo Mamdani. Este tipo de sistemas utiliza variables de entrada y

salida reales. Consta de un sistema de fuzzificación, que transforma dichas

variables a su valor en los conjuntos difusos, un sistema de inferencia, la

base de reglas, que contiene la información sobre el problema en forma de
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Figura 2.4: Ejemplo de un sistema de tipo TSK

reglas IF-THEN, y un sistema de defuzzificación, que vuelve a transformar
los valores a su valor real. El resultado de la regla es, por tanto, un conjunto
difuso. Un ejemplo serı́a ”Si X1 es ALTO y X2 es MEDIO entonces Y es
ALTO”. La Figura 2.3 muestra un ejemplo de este tipo de sistema.

2. FRBS de tipo TSK (Takagi-Sugeno-Kang). En este caso, en vez de trabajar
con reglas lingüı́sticas, se proponen reglas cuyo antecedente está compuesto
por variables lingüı́sticas y el consecuente se representa como una función
utilizando las variables de entrada. El resultado de la regla es, por tanto, una
función. Siguiendo con el ejemplo anterior, ”SiX1 es ALTO yX2 es MEDIO
entonces Y es f(X1,X2)”. De una manera más formal, la salida de un sistema
TSK se obtiene mediante la media ponderada de las salidas individuales pro-
vistas por cada regla Yi, y la entrada del sistema. La Figura 2.4 ilustra este
proceso, a la vez que muestra la diferencia entre un sistema como el presen-
tado en la Figura 2.3 y el actual, siendo dicha diferencia, como se ha dicho,
la base de reglas utilizada y la inclusión de pesos medios para el cálculo de
la salida.

En secciones posteriores se hablará más detalladamente de la composición y
aplicación de los sistemas TSK al trabajo desarrollado.

2.2 Sistemas Inteligentes de Transporte
Los ITS son el vı́nculo entre las tecnologı́as de la información y la comunicación y
los vehı́culos y redes que transportan personas o mercancı́as.

Hay definiciones muy diversas realizadas por diferentes organismos e institu-
ciones de gran relevancia. Por ejemplo, el Departamento de Transporte de EEUU
lo define como:
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2.2 Sistemas Inteligentes de Transporte

Los ITS consisten en la aplicación de la tecnologı́a avanzada de computación,
electrónica y comunicaciones para incrementar la seguridad y la eficiencia del

transporte de superficie.

Por otro lado, el Ministerio de Fomento Español lo define como:

Los ITS se pueden definir como un conjunto de aplicaciones avanzadas dentro de
la tecnologı́a informática, electrónica y de comunicaciones que, desde un punto de

vista social, económico y medioambiental, están destinadas a mejorar la
movilidad, seguridad y productividad del transporte, optimizando la utilización de
las infraestructuras existentes, aumentando la eficiencia del consumo de energı́a y

mejorando la capacidad del sistema de transportes.

Los ITS surgen a finales de los 80 y principios de los 90 como alternativa soste-
nible al problema generado por la creciente demanda de movilidad, especialmente
en ámbitos urbanos e interurbanos.

Las áreas donde se aplican estos sistemas son, principalmente, las siguientes:

� Sistemas de Tratamiento del Tráfico Avanzado: Integrarı́a el tratamiento de
diferentes funciones de carretera. En este apartado se encontrarı́a, por ejem-
plo, la predicción de las posibles retenciones de tráfico y las instrucciones
que se darı́an a los vehı́culos de manera que se mejorara la eficiencia de la
red de la carretera. Una de las claves de este apartado serı́a la detección de
los incidentes de forma que se redujera la congestión que provocan, y posi-
bilitarı́an una actuación más rápida.

� Sistemas de Información al Viajero: Provee al viajero de información en sus
vehı́culos, hogares o lugares de trabajo. Esta información incluye: localiza-
ción de incidentes, información meteorológica, rutas óptimas, etc.

� Sistemas de Control de Vehı́culo: Se busca en estos sistemas mejorar la segu-
ridad durante el viaje y la eficiencia del vehı́culo. En este área se englobarı́an
los sistemas de alerta de colisión, tanto automáticos (el coche activarı́a el
freno automáticamente) como manuales (dependiendo del usuario), o la in-
formación y control de la infraestructura, como por ejemplo el manejo de la
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velocidad de los vehı́culos mientras van por una vı́a que tiene establecida una

velocidad determinada.

� Operaciones con Vehı́culos Comerciales: Los sistemas que se encuentran en

esta categorı́a buscan mejorar la productividad y eficiencia de las flotas de

camiones, furgonetas, y taxis.

� Sistemas de Transporte Público: En este punto se encuentran las soluciones

que se aportan para mejorar la accesibilidad a la información de los usuarios

del transporte público ası́ como la mejora del horario que este mantiene y la

utilización de las flotas de vehı́culos.

� Sistemas de Transporte Rural: Esta opción es un reto para los ITS debido a

las restricciones económicas relativas a las carreteras con poca densidad de

vehı́culos en muchos lugares rurales.

Por otro lado, las ITS intervienen en los diferentes tipos de transporte de mane-

ras variadas:

� El transporte aéreo es uno de los tipos en los que más se ha avanzado, debi-

do a la necesidad de ordenar el espacio aéreo con sistemas de localización,

control de vuelo, o en las relaciones entre aviones y aeropuertos.

� En el caso del ferrocarril, siendo la seguridad uno de los objetivos más im-

portantes, las circulaciones se han regulado utilizando los últimos avances

tecnológicos, apoyándose en su singularidad de interacción contı́nua entre

los vehı́culos y la vı́a.

� Para transporte marı́timo, los avances tecnológicos se han centrado en las

telecomunicaciones, ya sea a la hora de navegar o de usar localización en un

área determinada.

� Por último, el transporte de carretera es actualmente un foco de actuación

constante que avanza a pasos agigantados dado la cantidad de problemas que

presenta, siendo algunos de los más importantes la congestión en carretera, o

la accidentalidad creciente.
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Centramos pues lo que resta de esta sección en el transporte por carretera, donde

se encuentra englobado la parte principal del trabajo realizado en esta tesis. Como

se ha dicho anteriormente, las razones impulsoras del desarrollo de los ITS en este

campo son la accidentalidad, las congestiones de tráfico y el deterioro del medio

ambiente, por lo que los avances se han centrado en temas como la seguridad, la

capacidad de las infraestructuras y los efectos contaminantes de los vehı́culos.

Podemos encontrar dos áreas:

1. Infraestructuras inteligentes, cuya finalidad es mejorar la seguridad del

transporte público y privado desde el entorno de circulación, ya sea pro-

porcionando instalaciones o servicios más eficientes. Un ejemplo podrı́a ser

sistemas de gestión de emergencias, de información meteorológica o infor-

mación de tráfico y viaje.

2. Vehı́culos Inteligentes, mejorando la seguridad y movilidad de los vehı́culos

instalando sistemas como sensores, equipos informáticos y de comunicacio-

nes, que mitigarı́an las consecuencias de los accidentes que pudieran ocurrir.

Áreas de interés dentro de este campo son los vehı́culos autónomos o los

sistemas de asistencia a la conducción.

Un diagrama donde se resume la información de esta sección se encuentra en

la Figura 2.5. En nuestro caso, donde se quiere predecir la congestión en una vı́a,

y tal y como queda recalcado en el diagrama antes mencionado, el trabajo pertene-

cerı́a al área de infraestructuras inteligentes, y más concretamente, a los sistemas

de tratamiento del tráfico.

2.3 Optimización
A lo largo de esta sección, se describen los diferentes tipos de optimización que se

pueden encontrar en la literatura en la Sección 2.3.1, un estudio de las diferentes

técnicas de Soft Computing aplicadas a los diferentes tipos presentados en la Sec-

ción 2.3.2, y, por último, diferentes tipos de funciones benchmark que se usan en

diferentes artı́culos, las funciones que contienen y sus diferentes caracterı́sticas en

la Sección 2.3.3.
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Figura 2.5: Diagrama resumen de los Sistemas Inteligentes de Transporte, sus áreas y
sus aplicaciones

2.3.1 Tipos de Optimización

En secciones anteriores se ha hablado brevemente de los tipos de optimización,

siendo los más destacados la optimización numérica [Schwefel 81], lineal [Bertsimas 97],

continua [Eiselt 87] o combinatoria [Papadimitriou 98].

Adentrándonos más en cada una de ellas, podemos definir la optimización

numérica, también llamada solamente optimización, de la siguiente forma: Con-

siderando una función f(x), se busca un valor x por el cual la función f obtiene su

valor máximo o mı́nimo y, tal que Max/Min y = f(x).

Ambas variables x e y pueden ser tanto un solo valor, como un vector de ellos.

La función f puede tener una serie de restricciones que se deben satisfacer, pu-

diendo diferenciar ası́ optimización con o sin restricciones. Este es, por tanto,

el caso más básico de optimización que nos podemos encontrar en la literatura

[Nocedal 06].

En el caso de la optimización lineal, o programación lineal, el objetivo gene-

ral es minimizar una función objetivo lineal de variables reales continuas sujetas

a restricciones lineales. Podemos contar con dos tipos de soluciones: una solución
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viable, es decir, aquella que satisface todas las restricciones, o una solución ópti-

ma, que a su vez serı́a viable, siendo esta aquella que obtiene el menor valor de

la función objetivo. Para resolver este tipo de problemas podemos usar dos méto-

dos: métodos simples [Lagarias 98], que buscan reducir este tipo de problemas a

sistemas cuadráticos, de manera que puedan ser resueltos por valores únicos, o los

llamados métodos barrera o de punto interior [Wright 05], derivadas de la progra-

mación no lineal. Un ejemplo de esta clase de optimización podemos encontrarlo

en [Murat 14], donde se busca minimizar el tiempo de acceso de los viajeros y el

tiempo de viaje de las lı́neas de autobús de la ciudad de Izmir, en Turquı́a. Otro

ejemplo lo podemos encontrar en [Bouras 13], donde se resuelve un problema li-

neal de un sólo objetivo con una combinación de técnicas. Por último, se presenta

un algoritmo hı́brido entre un GA y un PSO para resolver un problema lineal de

dos niveles en [Kuo 15].

En la optimización combinatoria, se tienen una familia de subconjuntos que

forman parte de un conjunto finito, tales que el objetivo es encontrar uno de ellos

que satisfaga la función objetivo. Ejemplos de este tipo de optimización pueden

ser el problema del viajante de comercio (o Traveling Salesman Problem (TSP))

[Osaba 14, Zhang 12a] o problemas de empaquetado [He 13, Silva 14].

Centrándonos en la optimización continua, las variables toman valores dentro

del dominio de los números reales [Wright 99]. Esta caracterı́stica distingue este ti-

po de optimización de otras como la combinatoria o la discreta, donde las variables

pueden ser binarias, enteros u objetos de un conjunto. Se han aplicado algoritmos

iterativos a la optimización continua, los cuales generan una secuencia de valores

en cada iteración para, finalmente, converger en una solución válida. Debido a su

alta complejidad, diferentes técnicas han sido aplicadas a esta clase de problemas

[Jourdan 09, Elsheikh 14, Holland 75], entre ellas, técnicas de inteligencia artifi-

cial.

Brevemente, se nombran a continuación otros tipos de optimización, depen-

diendo de diversos factores como:

� Restricciones: podemos contar con problemas sin restricciones o con restric-

ciones. Los problemas con restricciones se pueden tratar como uno sin ellas
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si se sustituyen dichas restricciones por valores de penalización en las fun-

ciones objetivo.

� Objetivos: la mayorı́a de los problemas de optimización tienen una única

función objetivo. Se pueden tener también con muchas funciones objetivo, o

con ninguna. En este último caso, el problema se transforma en la búsqueda

de valores que cumplan las restricciones propuestas, creando ası́ soluciones

viables.

� Datos: dependiendo del conocimiento o no de todos los datos que propor-

ciona el problema, podemos contar con modelos determinı́sticos, donde los

datos se conocen a ciencia cierta, o modelos estocásticos, que trabajan con la

incertidumbre y, por tanto, con distribuciones de probabilidad.

2.3.2 Técnicas de Soft Computing aplicadas a Optimización

La literatura está llena de ejemplos de todos los tipos anteriormente mencionados,

demostrando de esta manera que la optimización es un campo en continuo creci-

miento y avance. Usando la base de artı́culos Scopus como referencia, a lo largo del

año 2014, es decir, desde el 1 de Enero hasta el 31 de Diciembre, un total de 6139

artı́culos contienen uno de los tipos de optimización de los que se ha hablado en el

apartado anterior entre las keywords del documento. Sobre esta cantidad, alrede-

dor de un 80 % de los artı́culos contienen estudios sobre optimización numérica y

lineal (40 % para cada uno , con 2471 y 2474 artı́culos respectivamente), mientras

que la optimización combinatoria cuenta con un 11 % (678 artı́culos) y la opti-

mización continua el restante 9 % (516 artı́culos). La Figura 2.6 contiene cuántos

documentos de cada clase hay en dicho buscador.

En todos los casos, podemos encontrar técnicas de Inteligencia Artificial, con-

cretamente de Soft Computing, aplicadas a esta temática. Para optimización lineal,

podemos encontrar [Valizadeh 14], donde se aplica un modelo lineal para la cadena

de suministro de biofuel en Malasia. Sobre dicho modelo se utiliza un PSO multi-

objetivo y se compara con un algoritmo genético multiobjetivo del estado del arte

llamado NSGA-II [Deb 02]. Otro ejemplo lo tenemos en [Azar 14] donde, entre to-

das las SVM que se utilizan para el diagnóstico del cancer de mama, se encuentra
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Figura 2.6: Artı́culos publicados durante el año 2014 en cada tipo de optimización
(fuente: Scopus)

una basada en la programación lineal, la cual obtiene un más de un 97 % de acierto

en el dataset utilizado.

Como se ha mencionado en el apartado anterior, hay ciertos problemas muy

conocidos y utilizados en la literatura sobre optimización combinatoria. Uno de

ellos es el TSP. La Soft Computing se ha utilizado mucho en este tipo de problemas,

por ejemplo, en [Osaba 14], donde se aplica una metaheurı́stica creada por el autor

para resolver problemas de este tipo, o en [Okulewicz 13], donde se aplica un PSO

a diferentes tipos de problemas de optimización combinatoria, entre ellos el TSP,

pero además un problema de empaquetamiento (problema de la mochila).

Para optimización continua encontramos [Liao 14], donde se propone una ACO

unificado para este tipo de optimización. Dicha propuesta combina tres variantes

de este tipo presentados previamente. La propuesta es aplicada a funciones bench-

mark utilizadas en diferentes congresos y revistas. Un algoritmo ACO se aplica

también para la la resolución de problemas de optimización continua en [Chen 14].

En [Toledo 14] se utiliza un GA con estructura de población jerárquica para resol-

ver problemas continuos sin restricciones. Tanto este como un SA, DE y un PSO

se utilizan en funciones benchmark en dicho artı́culo.
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2.3.3 Funciones Benchmark

En el apartado anterior, algunos de los artı́culos mencionados han utilizado funcio-

nes benchmark extraı́das o bien de revistas que las proporcionan, de congresos que

cuentan con workshops dedicados a la temática de la optimización, o simplemente

de internet. Esta sección se encarga de recoger algunas de esas recopilaciones de

funciones, explicar sus caracterı́sticas y para qué tipo de optimización se podrı́an

utilizar dichas funciones.

Según el teorema no free lunch enunciado en [Wolpert 97], si se comparan dos

algoritmos con todas las posibles funciones de un conjunto, el rendimiento de am-

bos algoritmos serı́a, de media, el mismo. Por lo tanto, tener un conjunto de funcio-

nes extremadamente grande, donde se recoja todas las posibles es, en esencia, algo

infructuoso. Por ello, cuando se evalua un algoritmo, se debe buscar en qué tipo de

problemas obtiene mejor rendimiento. Para esta tarea, debemos hacer un estudio de

pocas pero bien elegidas funciones de diferentes tipos [Whitley 95]. Ası́, podrı́amos

obtener conclusiones del rendimiento del algoritmo según el tipo de función en el

que se aplica. Una función benchmark es, por tanto, una de las funciones que for-

man el conjunto a evaluar. La literatura cuenta con varios ejemplos de conjuntos

de funciones, como pueden ser las extraı́das de la tesis de De Jong [De Jong 75]

o las que se pueden encontrar en el artı́culo [Eiben 97]. Por otro lado, la revista

Soft Computing publicó un número especial dedicado a problemas de optimiza-

ción continua de gran escalabilidad donde se recogı́an un total de 19 funciones

[Lozano 11]. Entre estas funciones, se cuenta con las expuestas en el congreso de-

dicado a la computación evolutiva IEEE Congress on Evolutionary Computation

(CEC) en una competición sobre este tipo de problemas en el año 2005. En el

último año de esta competición (en el momento en el que se escribe este docu-

mento, 2015), cuenta con un total de 15 funciones de 1000 dimensiones cada una.

Tanto en esta conferencia, como en la célebre Genetic and Evolutionary Compu-

tation Conference (GECCO), se realizan competiciones de optimización utilizando

diferentes conjuntos de funciones, dependiendo de la competición, cuyos resulta-

dos y contenido son totalmente accesibles para aquellos que quieran utilizarlas. El

algoritmo presentado en esta tesis participó en la Black-Box Optimization Bench-

marking (BBOB) celebrada en la conferencia GECCO’15. En esta competición,
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Nombre No de Funciones Tipos de Funciones Referencia
De Jong 5 - [De Jong 75]
Eiben 7 Unimodales, Multimodales, Separables [Eiben 97]
SOCO 19 Escalables [Lozano 11]
CEC 15 4 (ver Referencia) Referencia 3

BBOB 24 5 (ver Referencia) Referencia 4

Mittelmann - - Referencia 5

Tabla 2.1: Tipos de benchmark encontrados en la literatura y sus caracterı́sticas

se proponı́an un total de 24 funciones de cinco tipos diferentes1: separables, con
condicionamiento bajo o moderado, con condicionamiento elevado y unimodal,
multimodales con estructura global adecuada, y multimodales con estructura glo-
bal débil. Los resultados obtenidos con las funciones utilizadas en esta competición
se mostrarán en capı́tulos siguientes.

Por último, diferentes páginas ofrecen benchmark para los diferentes tipos de
optimización explicados en los apartados anteriores. Un ejemplo puede ser el crea-
do por Hans Mittelmann en 2, donde se pueden encontrar actualizados diferentes
benchmark a elegir.

Con la intención de resumir todo lo recogido en esta sección, en la Tabla 2.1 se
encuentran las diferentes opciones propuestas.

1 http://coco.gforge.inria.fr/doku.php?id=bbob-2015
2 http://plato.la.asu.edu/bench.html
3 http://staff.ustc.edu.cn/ ketang/lsgo2015.html
4 http://coco.gforge.inria.fr/doku.php?id=bbob-2015
5 http://plato.la.asu.edu/bench.html

33





No importa lo rápido que viaje la luz, siempre
se encuentra con que la oscuridad ha llegado
antes y la está esperando.

Terry Pratchett

3
Descripción del algoritmo

En este capı́tulo se tratarán todos los aspectos relacionados con el algoritmo

que se presenta en este trabajo. La explicación y funcionamiento del método se

encuentra en la Sección 3.1. Por otro lado, su aportación a los algoritmos hı́bridos,

ası́ como el área en el que se encuentra ubicado se muestra en la Sección 3.2. En

la Sección 3.3 se habla de la aplicación del método a la optimización de los FRBS,

mientras que en la Sección 3.4 se explica su aportación al campo de la optimización

de funciones. Por último, en la Sección 3.5 se explican algunos de los detalles que

hay que tener en cuenta a la hora de aplicar el algoritmo.

3.1 GACE: Explicación y Funcionamiento
Se han desarrollado una gran cantidad de metaheurı́sticas a lo largo de la última

década, como se ha expuesto en el estado del arte. Sin embargo, pese a su éxito

en diferentes problemas, todavı́a sufren de varios problemas que se consideran aún

abiertos, ya sea a la hora de elegir qué técnica es mejor para qué problema, o las

debilidades de cada una de ellas. Centrándonos en las últimas, y poniendo como

ejemplo metaheurı́sticas poblacionales como GA y ACO, cuentan con problemas

35



3. Descripción del algoritmo

de explotación del espacio de búsqueda [Talbi 02]. Otro ejemplo, teniendo en cuen-

ta en este caso los algoritmos basados en trayectoria, como pueden ser el SA y la

Búsqueda Tabú, es la posibilidad de quedar estancados en un óptimo local debi-

do a su mal comportamiento en lo que a exploración del espacio de búsqueda se

refiere [Wang 04]. Por último, otro problema, llamado el problema de Selección

de Algoritmo, retrata el hecho de que, al contar con tantos algoritmos disponibles,

no sea una tarea sencilla saber cuál obtendrá mejor resultado con la información

disponible [Muñoz 13].

El algoritmo GACE, llamado de esta manera por combinar un Algorito Genéti-

co y un método de Entropı́a Cruzada (Genetic Algorithm with Cross Entropy en

inglés) está diseñado con la idea de aprovechar la habilidad de exploración de un

GA y la habilidad de explotación de CE en un problema de optimización dado.

La principal aplicación dada, y en la que se centra el desarrollo de esta tesis, es la

optimización de una jerarquı́a de sistemas difusos con el objetivo de mejorar las

entradas, etiquetas y reglas de cada uno de los sistemas que lo forman. Por otro la-

do, el algoritmo se ha aplicado a otros campos para probar su rendimiento además

de demostrar su capacidad de adaptación a diferentes problemas que se le pueden

plantear como se verá en secciones posteriores. El hecho de usar estos algoritmos

hace que se intente evitar el estancamiento por parte de CE en un óptimo local gra-

cias a la habilidad de exploración del GA, mientras que se explota todo lo posible el

espacio de búsqueda por la aplicación del CE, evitando de esta manera el problema

presentado en el párrafo anterior sobre los algoritmos poblacionales.

Sabiendo pues los motivos de desarrollo de este método hı́brido, se pasa a ex-

plicar de manera detallada su funcionamiento general, que se seguirá sea cual sea

el problema al que se aplique. En primer lugar, se inicializará la población de so-

luciones. Dependiendo del problema que se esté tratando, esta inicialización se

realizará de manera distinta, ya que depende de la codificación de los individuos

para dicho problema. Aún ası́, un punto común de todos los problemas es que cada

elemento de la población se inicializará de forma completamente aleatoria. Una

vez realizado este paso, la población se divide en dos subpoblaciones:

1. Población dedicada al GA, que contará con individuos a los que se les apli-

cará los diferentes operadores de un GA. Estos individuos serán elegidos por
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3.1 GACE: Explicación y Funcionamiento

el respectivo operador de selección escogido.

2. Población dedicada al CE, con un número de individuos que se utilizarán

en una CE. Los individuos que forman esta subpoblación son los mejores

individuos existentes en la población actual de soluciones.

Los tamaños de subpoblación son elegidos por el usuario y su suma debe ser

igual al tamaño de la población actual.

Una vez que ambas poblaciones se han escogido, cada una se usa de manera

diferente:

� En la población dedicada al GA se aplican los operadores de cruce y muta-

ción para generar los nuevos individuos. Los operadores concretos a utilizar

variarán según el tipo de problema a abordar y se especifican en la Sección

4.1.3.1.

� En el caso de la subpoblación dedicada al CE, se aplica el método CE a sus

individuos. Primero se actualizan las medias y desviaciones empleando el

Algoritmo 2 (lı́neas 7 y 8). Tras esto, los individuos son generados aleatoria-

mente siguiendo una distribución normal usando dicha media y desviación

actualizadas. En la Sección 4.1.3.2 se encuentra este proceso aplicado, en

este caso, al problema de predicción de congestión y sus individuos.

Cuando ambos algoritmos son aplicados a sus respectivas subpoblaciones, con

los individuos resultantes de éstas se crea una población completamente nueva que

contendrá, por tanto, individuos de los operadores del GA e individuos del método

CE. Esta nueva población reemplaza en su totalidad a la anterior, por lo que GACE

es un algoritmo generacional. Se aplica elitismo en la nueva población, es decir, se

mantiene en la población al mejor individuo encontrado en la anterior generación.

La Figura 3.1 muestra el proceso descrito.

Cabe destacar que los individuos pueden formar parte de ambas poblaciones a

la vez. De esta manera se consigue que sean los mejores individuos los que vayan

’mejorando’con el paso de las generaciones, además de terminar centrando la me-

jora en un espacio de búsqueda concreto a lo largo de la ejecución del algoritmo.
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3. Descripción del algoritmo

Figura 3.1: Pasos que sigue el algoritmo GACE

3.2 Combinación de las técnicas: Clasificación y apor-
tación
Tras haber realizado una explicación del funcionamiento del algoritmo, y habiendo

realizado anteriormente una explicación detallada de la aplicación y uso de los

Algoritmos Genéticos y la Entropı́a Cruzada en los diferentes temas de los que

trata esta tesis, surge la necesidad de especificar las diferentes categorı́as, siempre

siguiendo una taxonomı́a detallada, en las que residirı́a el algoritmo desarrollado

según las técnicas encontradas en el estado del arte.

Esta clasificación surge debido a cómo se ha extendido durante la última déca-

da la hibridación de diferentes algoritmos de manera que se cree una sinergia entre

ellos, mayoritariamente para suplir las debilidades de uno de los métodos con me-
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canismos o caracterı́sticas de otro, y viceversa. Ejemplos de estas debilidades son,

por ejemplo, las dadas en el capı́tulo anterior: la falta de explotación del espacio de

búsqueda por parte de metaheurı́sticas basadas en poblaciones [Talbi 02] o, en el

caso de algoritmos basados en trayectorias, la facilidad con la que pueden quedarse

atrapados en óptimos locales [Wang 04]. En el caso de algoritmos probabilı́sticos

como DE, se han identificado problemas como la forma especı́fica en la que se

crean los nuevos individuos o el potencial de generar sólo un número limitado de

soluciones en una generación [Segura 15].

Se pueden encontrar diferentes taxonomı́as en la literatura que buscan clasifi-

car los algoritmos hı́bridos siguiendo una serie de pautas o guı́as. Por ejemplo, en

[Talbi 02], se presenta una de ellas, además de un amplio número de hibridacio-

nes clasificadas con esta taxonomı́a. El artı́culo presentado en [Raidl 06] continúa

con la idea anterior, combinando el punto de vista expuesto en [Cotta-Porras 98] y

en [Alba 05] por Blum et al. con la taxonomı́a de Talbi. La taxonomı́a más actual

encontrada sobre este tema se encuentra en [Jourdan 09], donde se extiende, de

nuevo y siguiendo un enfoque distinto, lo aportado en [Talbi 02] de manera que se

tienen en cuenta esquemas cooperativos entre métodos exactos y metaheurı́sticas.

Basándonos en las taxonomı́as anteriores, se escoge la propuesta en [Talbi 02] para

realizar esta clasificación, dado que es la más utilizada incluso por los artı́culos más

actuales.

Siguiendo, por tanto, esta taxonomı́a, podemos dividir las hibridaciones de-

pendiendo del diseño y la implementación llevada a cabo. Para el caso del diseño

encontramos hibridaciones:

� De nivel bajo, dependiendo de si una función de una de las metaheurı́sticas

es sustituida por otra, o alto, si las diferentes metaheurı́sticas completas están

contenidas en la hibridación.

� De relevo, donde el conjunto de metaheurı́sticas se aplican una detrás de otra,

o de trabajo en equipo, donde se aplican agentes de cooperación paralela.

� Homogénea, donde todos los algoritmos utilizan la misma metaheurı́stica, o

heterogénea, donde todas las metaheurı́sticas utilizadas son diferentes.
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3. Descripción del algoritmo

� Global, si todos los algoritmos usan el espacio de búsqueda completo, o par-
cial, si cada uno de los algoritmos utiliza su propio espacio de búsqueda.

� Especialista, que combina algoritmos que resuelven diferentes problemas, o
general, donde todos los algoritmos intentan resolver el mismo problema de
optimización.

Para la parte de implementación, la hibridación puede ser:

� Especı́fica, si solo resuelve un conjunto pequeño de problemas, o de propósi-
to general.

� Secuencial, donde los algoritmos trabajan uno por uno, o paralela, donde
cada algoritmo está trabajando al mismo tiempo que el resto.

Por otra parte, si las metaheurı́sticas usadas trabajan de manera paralela, se
encuentran en una de las siguientes tres categorı́as:

1. Estáticas, si el número de tareas y la localización del trabajo se generan du-
rante el tiempo de compilación.

2. Dinámicas, si el número de tareas se determina durante la compilación pero
la localización del trabajo se determina y/o cambia durante la ejecución.

3. Adaptativas, donde las tareas pueden ser creadas o borradas como una fun-
ción.

Centrándonos en las caracterı́sticas del diseño, el algoritmo propuesto recae en
las siguientes categorı́as:

� Nivel Alto: la propuesta se encuentra dentro de las hibridaciones de nivel alto,
ya que tanto GA como CE están contenidos en su totalidad en la hibridación
y se mantienen todos los operadores de cada uno de los métodos hibridados.

� Trabajo en equipo: durante la ejecución del método propuesto, ambas partes
trabajan en paralelo, uniendo los resultados de su ejecución al final de la
generación en la creación de la nueva población.
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� Heterogéneo: Si tomamos CE por su naturaleza estadı́stica, la hibridación

es heterogénea, ya que GA es una técnica basada en población, siendo, por

tanto, ambas diferentes. En cambio, si pensamos en CE como un algoritmo

poblacional, ya que mantiene una serie de individuos a lo largo de las gene-

raciones, entonces estarı́amos ante un caso de hibridación homogénea.

� Parcial: Los algoritmos que forman la hibridación son aplicados a dos sub-

poblaciones diferentes. A su vez, estas sub-poblaciones se forman de manera

distinta: La sub-población con la que trabaja el GA se forma a partir del

operador de selección mientras que con la que trabaja CE está formado por

los mejores individuos de la población actual.

� General: El algoritmo se aplica a un problema dado con una función objetivo

a optimizar, por lo que ambas partes funcionan de manera que se mejore los

resultados obtenidos para dicha función, aplicándose, por tanto, al mismo

problema objetivo.

Por otro lado, y teniendo en cuenta la parte de implementación, la hibridación

desarrollada formarı́a parte de las siguientes categorı́as:

� Propósito general. Aunque sı́ que es cierto que en este trabajo sólo se aplica

la técnica desarrollada a ámbitos especı́ficos como la predicción y la optimi-

zación de funciones, el algoritmo está creado de manera que pueda adaptarse

a cualquier clase de problema. Bastarı́a con adecuar la inicialización y los

métodos de cruce y mutación del GA, y el cálculo de la media y desvia-

ción para la actualización de los individuos en CE, al problema con el que se

quiera tratar, además de, obviamente, la codificación de los individuos de la

población de la que dependen ambas técnicas.

� Paralela. La aplicación de las diferentes partes de la técnica se realiza de ma-

nera separada gracias a las dos subpoblaciones que se mantienen, reduciendo

ası́ el tiempo de cómputo.

El objetivo tras la hibridación que se realiza en este trabajo, como ya se ha

mencionado varias veces, es la aportación que ambas técnicas pueden hacer a sus
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3. Descripción del algoritmo

diferentes ejecuciones. Por lo tanto, lo que se busca es el buen rendimiento de
ambos algoritmos en problemas de optimización de ı́ndole totalmente diferentes.
Será básico, como se hablará en secciones posteriores, encontrar los parámetros
correctos para su aplicación en cada uno de los diferentes problemas.

3.3 Sistemas Basados en Reglas Difusas: Aplicación
Anteriormente se ha hablado brevemente de los Sistemas Basados en Reglas Difu-
sas y algunas de sus aplicaciones en problemas de la vida real. En la parte principal
del trabajo desarrollado en esta tesis, se han utilizado este tipo de sistemas como
herramienta para la predicción de congestión a corto plazo en diferentes puntos de
una carretera.

En esta sección, se amplia la información de esta clase de sistemas. Concréta-
mente, de una de sus variantes: el FRBS jerárquico (Hierarchical FRBS, HFRBS)
[Fernández 09]. Esta clase de sistemas cuentan con varios FRBSs, los cuáles están
unidos unos a otros de tal forma que la salida de uno de ellos es la entrada de otro.

Dependiendo de la forma en la que estructuren los sistemas [Benitez 13], con-
tamos con tres modelos diferentes de HFRBS:

1. HFRBS en serie: la salida de un FRBS es la entrada del siguiente. También
es posible incluir variables externas como una entrada del siguiente sistema.

2. HFRBS en paralelo: La estructura de los sistemas está organizada en capas.
Las salidas de la primera capa son las entradas de los sistemas de la segunda
capa, y ası́ sucesivamente.

3. HFRBS hı́bridos: Una combinación de los casos anteriores.

La Figura 3.2 muestra un ejemplo de un sistema de jerarquı́a en serie, mientras
que la Figura 3.3 y la Figura 3.4 muestran sistemas paralelos e hı́bridos respectiva-
mente.

Por otro lado, gracias a su estructura, son útiles para la mejora del equilibrio
entre precisión e interpretabilidad en problemas con un gran número de variables,
dando lugar a una posible solución al problema de ‘maldición de la dimensionali-
dad’ (curse of dimensionality problem), [Benitez 13].
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Figura 3.2: Tipos de jerarquı́as de FRBS: HFRBS en serie.

Figura 3.3: Tipos de jerarquı́as de FRBS: HFRBS en paralelo.

Figura 3.4: Tipos de jerarquı́as de FRBS: HFRBS hı́brido.
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Este trabajo está enfocado en el segundo tipo de sistemas: HFRBS en paralelo

(Parallel HFRBS, PHFRBS). Se ha elegido este tipo de jerarquı́a porque, de esta

manera, todas las variables que pasan al sistema son procesadas al mismo tiempo

y con la misma relevancia. Esto se puede observar comparando las Figuras 3.2 y

3.3: mientras que en el primer caso la cuarta variable entra al último sistema, in-

fluenciando a la salida sólo en ese momento, en el segundo caso, donde los sistemas

están en paralelo, las cuatro variables se tienen en cuenta desde el primer momento,

y son las salidas de sus sistemas (FRBS 1 y FRBS 2) las que, usadas como entradas

en el último sistema darán lugar a la salida de la jerarquı́a, teniendo, por tanto, la

misma relevancia a la hora de calcular el resultado final.

Utilizamos esta jerarquı́a con una restricción: cada sistema sólo cuenta con dos

entradas. Por lo tanto, si hay un número impar de variables, la última variable será la

primera entrada del último sistema. Esto hace que las etiquetas y las reglas utili-

zadas para cada sistema no se dispare, haciendo imposible en términos de tiempo

de cómputo el funcionamiento del sistema, y en términos de representabilidad, su

interpretación posterior.

Pongamos como ejemplo de esto lo siguiente: contamos con cuatro variables de

entrada y tres etiquetas para cada una de ellas. Con un sistema no jerárquico, con-

tamos con un total de 34 = 81 reglas para cubrir cualquier combinación. En el caso

de sistemas jerárquicos como los que nos ocupan, donde cada sistema cuenta con

dos entradas, para cuatro entradas, contamos con EtiquetasEntradas · Sistemas,
donde Sistemas = Entradas− 1, es decir, 32 · 3 = 27 reglas para cubrir todas las

combinaciones. Generalizando, contamos con un total de 3N · N − 1 reglas para

N entradas, sabiendo que se necesitan N − 1 FRBSs simples para tratarlas, por

lo que el número de reglas crece exponencialmente. En el caso de los datasets de

congestión, de los que se hablará posteriomente, y que cuentan con un total de 47

entradas, si no se usara jerarquı́a se necesitarı́an un total de 347 reglas, mientras que

usando jerarquı́as, contamos con un total de 32 · 46 = 414 reglas.

En el trabajo que nos ocupa, se han utilizado FRBS de tipo TSK, nombrados

anteriormente, dado que permite un cálculo rápido de la salida del sistema. Se han

utilizado trapecios para la codificación de las entradas y singletons (constantes)

para las salidas. Para la inferencia se ha utilizado una T-norma mı́nimo y agregación

por centro de masas (media ponderada).
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Año Artı́culo MF Tipo de Sistema Estructura Aprendizaje
1995 [Shimojima 95] Radial Basis TSK Hı́brida GA, Back-propagation
2004 [Chen 04] Exponencial TSK Hı́brida Colonia Hormigas
2007 [Chen 07] Exponencial TSK Hı́brida, Serie PIPE
2008 [Aja-Fernández 08] Triangular Mamdani Paralela, Hı́brida FITM
2009 [Joo 09] Triangular TSK Paralela Greedy
2010 [Jelleli 10] Gausiana TSK Paralela Toma de Decisiones
2012 [Benitez 13] Triangular Mamdani Serie GA Multi-objetivo
2013 [Zhang 14] Trapecio TSK Serie GA Multi-objetivo
2016 Nuestro trabajo [Lopez-Garcia 16a] Trapecio TSK Paralela Método Hı́brido (GACE)

Tabla 3.1: Tabla de artı́culos en la literatura de Sistemas Jerarquicos Basados en Re-
glas.

El algoritmo propuesto realiza en estos sistemas la optimización de sus dife-
rentes partes. De manera breve, dado que en futuras secciones se realizará con más
detalle esta explicación, el algoritmo se encarga de optimizar, mediante la hibridi-
zación propuesta, las entradas de cada sistema, las etiquetas por las que se regirá la
selección de las reglas, y las reglas en sı́ mismas.

Finalmente, y con el objetivo de reunir una lista de artı́culos sobre este tipo
de sistemas para ampliar el conocimiento sobre estos y su aplicación, la Tabla 3.1
contiene las principales aportaciones de los HFRBS a la literatura en la última
década. En dicha tabla se muestra el año de publicación, la referencia al artı́culo,
las funciones de pertenencia (membership functions, MFs) utilizadas, el tipo de
sistema, su estructura y el algoritmo de aprendizaje utilizado, detallado en cada
uno de los artı́culos destacados.

3.4 Optimización de funciones: Aplicación
La principal idea tras la aplicación del algoritmo desarrollado en esta tesis a fun-
ciones benchmark es demostrar lo siguiente:

� Su capacidad de adaptación a otro tipo de problemas.

� La habilidad para alcanzar, sin haberse creado especı́ficamente para esta ta-
rea, un buen resultado en ella.

� La capacidad del algoritmo de superar, con la combinación de ambas partes,
a algoritmos en el estado del arte en esta materia.
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� Comprobar si el cambio de ciertas partes del algoritmo, como pueden ser los

métodos de cruce y mutación de la parte genética del mismo, afecta positiva

o negativamente a su rendimiento en otros problemas.

Además de cada uno de estos puntos, es crucial para lograr el mayor rendi-

miento posible, conocer los valores correctos de los parámetros de cada una de las

variables que influyen en cada generación del algoritmo. Como se verá en siguien-

tes secciones, este estudio se ha llevado a cabo en la parte de la experimentación

dedicada a estas funciones, centrándonos en las probabilidades de cruce y muta-

ción por parte de la parte genética, y del número de individuos que se escogen para

actualizar los valores de media y desviación tı́pica que se utilizan en cada una de

las ejecuciones de la Entropı́a Cruzada.

La razón por la que este estudio no se realiza antes de la aplicación del algo-

ritmo a la optimización de los sistemas es simple: en el caso de la optimización

de los sistemas, la experimentación está centrada en un ámbito general de estos

parámetros, es decir, se toman los establecidos por defecto en la literatura (alta

probabilidad de cruce, baja probabilidad de mutación, usar todos los individuos y

probabilidad de actualización alta) y se centran los esfuerzos en la cantidad de in-

dividuos de cada subpoblación al igual que en la calidad de la solución, número de

reglas y etiquetas, y reducción del tiempo de cómputo por la gran cantidad de datos

escogidos. Posteriormente, y dada la respuesta positiva en cuanto a rendimiento da-

da por el algoritmo en este problema, se realiza dicho estudio para confirmar dicho

rendimiento en otro tipo de problemas y establecer estos parámetros sin estudios

posteriores en otros ámbitos.

3.5 Aspectos a tener en cuenta en la codificación del
algoritmo
En este apartado, se recalcan los aspectos a tener en cuenta encontrados durante

la codificación y puesta a punto del algoritmo. Dichos aspectos no empeoran la

ejecución del mismo, sino que traen en consecuencia tener en cuenta más detalles

a la hora de adaptarlo a los diferentes problemas propuestos.
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3.6 Implementación del algoritmo propuesto

Precisamente, la necesidad de adaptar el algoritmo, concrétamente la inicializa-

ción de la población y el cálculo de medias y desviaciones en la parte CE es una de

sus limitaciones. Aunque con fácil solución, requiere el estudio previo del proble-

ma en cuestión, de manera que la inicialización de los individuos sea la correcta.

En cada uno de los problemas que tratamos, la inicialización ha sido diferente,

adaptándose al problema en cuestión.

Por otro lado, de entre todos los parámetros a tener en cuenta, el tamaño de la

población principal, de la que dependen a su vez el tamaño de las subpoblaciones,

merece una mención en esta sección. Aunque se realiza un estudio en capı́tulos

posteriores, es importante conocer que un número elevado de individuos aumenta

el tiempo de cómputo del algoritmo a la vez que no mejorará significativamente sus

resultados. Esto hace que este tamaño sea pequeño, en torno a 50 individuos, y que

ambas poblaciones tengan un máximo de este tamaño como máximo en sus ejecu-

ciones puras (sólo GA o sólo CE). Esto deriva en una posible pérdida de diversidad.

Al contar con tan poco número de individuos, si el número de generaciones es ele-

vado, o incluso cuando no, todos los individuos de la población terminan siendo el

mismo, provocando que, pese a contar con más ’tiempo’para mejorar, no se pro-

duzcan cambios. Las soluciones ofrecidas para solucionar esto han sido variadas.

Finalizar la ejecución antes de cumplir el criterio de parada si la mejor solución

no cambia en un porcentaje de generaciones dado, aumento de la probabilidad de

mutación en el caso de que la diversidad disminuya, y el estudio de los parámetros

de actualización en el caso del CE son algunas de ellas.

3.6 Implementación del algoritmo propuesto
La motivación de esta sección es mostrar las diferentes implementaciones que se

han realizado del algoritmo adaptándose a los problemas propuestos, ampliando lo

descrito en la Sección .

Recordando lo descrito en la Sección 3.6, y siguiendo el pseudocódigo descri-

to en el Algoritmo 3, correspondiente a la primera implementación publicada en

[Lopez-Garcia 16a] y aplicada a problemas de predicción de congestión de tráfico,

el método propuesto trabaja sobre una población de individuos, denominada Pobt,

que se inicializa de una forma diferente dependiendo de la codificación dada al
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3. Descripción del algoritmo

problema que nos ocupe (lı́nea 2), aunque siempre de manera aleatoria. Tras dicha

inicialización, la población actual se divide en dos subpoblaciones: una población

dedicada al GA, llamada GApob, con un número de individuos GAtam, y una po-

blación dedicada al CE, llamada CEpob, con CEtam individuos. Los tamaños de las

subpoblaciones son escogidos por el usuario y su suma delimita el tamaño de la

población actual. Es decir, Pobtam = GAtam + CEtam.

Los individuos de GApob son elegidos por el operador de selección escogido

(lı́nea 7) mientras que los pertenecientes aCEpob son los ejemplos con mejor fitness

en Pobt (lı́nea 8). Una vez formadas ambas subpoblaciones, se trabaja en cada una

de manera diferente:

� En GApob se aplican los operadores de cruce (lı́nea 9) y mutación (lı́nea 10)

para la creación de los nuevos individuos.

� En CEpob se utiliza un método CE para la generación de nuevos individuos

a partir de la media x y desviación σ (lı́nea 11). Por otro lado, se escogen un

número Ejemplosactualizar de los mejores individuos de esta subpoblación

para actualizar los valores x y σ de cara a las siguientes generaciones (lı́nea

12).

Con los individuos resultantes de ambas subpoblaciones, nombrados en el Al-

goritmo 3 como HijosGA e HijosCE para el caso de GApob y CEpob respectiva-

mente, se crea una población completamente nueva Pobt+1 que sustituirá completa-

mente a la actual Pobt (lı́nea 13). Por último, y tras evaluar la población Pobt+1, se

aplica elitismo a ésta, añadiendo el mejor individuo encontrado hasta el momento

si este no se encuentra en la población (lı́nea 15).

Como se puede comprobar, la mayorı́a de los parámetros que hay que tener

en cuenta para el correcto funcionamiento del algoritmo son dados por el usua-

rio. Tras realizar esta implementación, las preguntas que surgen son las siguientes:

¿Qué parámetros pueden cambiar para mejorar el rendimiento? ¿Cuál es exacta-

mente el número de individuos necesarios para, por ejemplo, actualizar el vector

de medias y desviaciones? ¿Qué porcentaje de individuos de la población hay que

escoger para cada sub-población?
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3.6 Implementación del algoritmo propuesto

Datos: Pcruce, Pmutacion, GAtam, CEtam, Learnrate, Ejemplosactualizar
Resultado: Mejor individuo encontrado

1 t← 0

2 Pob0 ← Inicializar Poblacion con GAtam + CEtam individuos
3 x← Inicializar Medias
4 σ ← Inicializar Desviaciones
5 Evaluar Pob0
6 mientras Condición de parada no alcanzada hacer
7 GApob ← Operador de Selección(Pt, GAtam)
8 CEpob ← Seleccionar mejores ejemplos(Pt, CEtam)
9 HijosGA ← Operador de cruce(GApob, Pcruce)

10 HijosGA ← Operador de mutación(GApob, Pmutacion)
11 HijosCE ← Generar nuevos individuos(Pobt, CEpob, x, σ)
12 (x, σ)← Actualizar(Learnrate, Ejemplosactualizar, x, σ)
13 Pobt+1 ← HijosGA

⋃
HijosCE

14 Añadir el mejor individuo encontrado a Pobt+1 si no estuviera ya
15 Evaluar Pobt+1

16 t← t+ 1

17 fin
Algoritmo 3: Pseudocódigo del proceso seguido por GACE cuando se aplica a
problemas de predicción de la congestión.

Para responder estas preguntas, se lleva a cabo un estudio posterior a esta expe-

rimentación, en el que se intenta, ya no sólo adaptar el tamaño de la población a las

diferentes dimensiones del problema, sino saber qué porcentajes del tamaño total

de la población deben ser para cada sub-población, y porcentaje de individuos den-

tro de la población del CE que se debe usar para actualizar sus diferentes vectores.

Por tanto, el algoritmo varı́a, quedando como resultado lo expuesto en el Algoritmo

4, publicado en [Lopez-Garcia 15, Lopez-Garcia 16b].

Los cambios realizados de la primera versión a la que se presenta para la opti-

mización de funciones matemáticas (Algoritmo 4) son los siguientes:

� Cálculo del tamaño de la población dependiendo del tamaño del problema

(lı́nea 2 del Algoritmo 4). En este caso, el tamaño del problema, se multi-
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3. Descripción del algoritmo

plicará por una constante que determinará el tamaño de la población. En la
Sección 4.2 se presenta un estudio orientado a la obtención de este valor.

� Cálculo del tamaño de la sub-población GA (GAtam) a partir de un porcenta-
je, y no como un valor fijo, adaptándose ası́ al tamaño de la población Pobtam
(lı́nea 2).

� Por consiguiente, el tamaño de la sub-población CE, CEtam queda calculado
como CEtam = Pobtam −GAtam (lı́nea 3).

� El número de ejemplos utilizados para actualizar la media y desviación,
Ejemplosactualizar, se calcula ahora a partir de un porcentaje pup dado por el
usuario (lı́nea 4).

Los resultados de esta experimentación, ası́ cómo los valores que finalmente se
han tomado y con los que se busca ahorrar el cálculo de los mismos en cada pro-
blema en el que se aplica el algoritmo, se encuentran en la Sección 4.2, contenida
en el siguiente capı́tulo de esta memoria.
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3.6 Implementación del algoritmo propuesto

Datos: Pcruce, Pmutacion, pga, Learnrate, pup
Resultado: Mejor individuo encontrado

1 Cálculo de Pobtam a partir del tamaño del problema GAtam ←
||Pobtam · pga||

2 CEtam ← Pobtam −GAtam
3 Ejemplosactualizar ← ||CEtam · pup||
4 t← 0

5 Pob0 ← Inicializar Poblacion con GAtam + CEtam individuos
6 x← Inicializar Medias
7 σ ← Inicializar Desviaciones
8 Evaluar P0

9 mientras Condición de parada no alcanzada hacer
10 GApob ← Operador de Selección(Pt, GAtam)
11 CEpob ← Seleccionar mejores ejemplos(Pt, CEtam)
12 HijosGA ← Operador de cruce(GApob, Pcruce)
13 HijosGA ← Operador de mutación(GApob, Pmutacion)
14 HijosCE ← Generar nuevos individuos(CEpob, x, σ)
15 (x, σ)← Actualizar(Learnrate, Ejemplosactualizar, x, σ)
16 Pobt+1 ← HijosGA

⋃
HijosCE

17 Evaluar Pobt+1

18 Añadir el mejor individuo encontrado a Pobt+1 si no estuviera ya
19 t← t+ 1

20 fin
Algoritmo 4: Pseudocódigo del proceso seguido por GACE en la optimización
de funciones matemáticas.
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Las cosas no se dicen, se hacen,
porque al hacerlas se dicen solas.

Woody Allen

4
Experimentación y

resultados

Este capı́tulo recoge la experimentación realizada con el algoritmo propuesto

en esta tesis. La Sección 4.1 cuenta con la explicación de los datasets utilizados, el

cálculo de la congestión ası́ cómo la aplicación del método a las diferentes partes de

los FRBSs utilizados. Por otro lado, la Sección 4.2 contiene todo lo relacionado con

la aplicación de GACE a diferentes funciones matemáticas, el estudio de diferentes

parámetros del algoritmo, y los resultados obtenidos por el mismo.

4.1 Aplicación del algoritmo a problemas de predic-
ción de tráfico
A lo largo de esta sección, se encuentra la experimentación llevada a cabo con la

técnica propuesta ası́ cómo información sobre los datasets utilizados, operadores y

configuraciones de la misma. En la Sección 4.1.1 se encuentra la información sobre

los datos utilizados, tal como su obtención, qué información aportan o cómo se van

a utilizar en esta experimentación. La codificación de las soluciones se detalla en
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4. Experimentación y resultados

Figura 4.1: Página de Caltrans Performance Measurement System (PeMS)

la Sección 4.1.2 mientras que los operadores utilizados tanto en la parte GA como

en la parte CE se encuentran en la Sección 4.1.3. Por último, los resultados de la

experimentación se muestran en la Sección 4.1.4

4.1.1 Datos reales de tráfico

Los datos usados en este trabajo son proporcionados por el Caltrans Performance

Measurement System (PeMS 1). En la Figura 4.1 puede verse una captura de pan-

talla de la página de la plataforma. PeMS es una base de datos en tiempo real del

Departamento de Transporte de California que ofrece alrededor de 10 años de datos

de tráfico para su análisis. Para este trabajo, se ha usado una sección de la carretera

I5 en Sacramento, California, de 5.60 millas (apróx. 9 kilómetros).

Concrétamente, el tramo elegido cuenta con 13 puntos situados en la carretera

principal y 8 sensores en las entradas y salidas de la vı́a, de los cuáles también

se han recogido datos. Las medidas de tráfico son recogidas por dichos sensores

con una frecuencia de 5 minutos. La información que recogen los sensores de la

carretera principal consiste en el flujo (número de vehı́culos), la ocupación (el por-

centaje de tiempo que el sensor está activo) y la velocidad (en millas por hora). La

1 www.pems.dot.ca.gov
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4.1 Aplicación del algoritmo a problemas de predicción de tráfico

Nivel de congestión Densidad de Tráfico (ve/mi/ln) Velocidad del vehı́culo (mi/h)
Ligera [46–60] [30–50]

Moderada [60–80] [15–40]
Severa > 80 < 25
Nula Resto de casos

Tabla 4.1: Valores de congestión y su cálculo.

información que se obtiene de los sensores situados en las entradas y salidas sólo
concierne a la fluidez. Los datos se han obtenido en el intervalo de tiempo desde
las 0:00 horas del 1 de Septiembre de 2013, hasta las 23:55 del 30 de Septiem-
bre del mismo año. La Figura 4.2 muestra un esquema de la carretera ası́ como la
localización de los sensores en la misma.

Figura 4.2: Segmento de la carretera I5. Los sensores se denotan por S, las rampas de
salida por RS y las de entrada por RE.

Dado que sólo disponemos de información puntual, se utilizan los intervalos
propuestos en [Skycomp 09] y mostrados en la Tabla 4.1 para definir el nivel de
congestión en un momento dado, y poder usar estos datos para crear modelos que
lo predigan. Por otro lado, aunque la densidad de vehı́culos no es proporciona-
da por los datos de PeMS, se calcula usando los valores de velocidad y fluidez:
densidad = fluidez/velocidad. La densidad sólo es utilizada para calcular la
congestión y no se incluye como dato en los datasets.

En total, en cada instancia de un dataset completo se almacenan un total de 48
variables cada 5 minutos:

� {Fi, Oi, Vi}, para todo i = 1 . . . 13, representando el flujo, la ocupación y la
velocidad respectivamente en el correspondiente sensor de la vı́a principal.

55



4. Experimentación y resultados

� Inj e Outj}, para todo j = 1 . . . 4, representando el flujo de la correspon-

diente entrada o salida de la vı́a.

� Congestion, como variable de clase a determinar, que puede tomar los va-

lores Congestion = {Nula, Ligera,Moderada, Severa} calculados según

la Tabla 4.1.

4.1.1.1 Conjunto de datos

Con los datos de los que se ha hablado en la sección anterior, se han creado cuatro

tipos de conjuntos de datos, o datasets:

1. Dataset Punto (DP ): este conjunto de datos contiene las medidas de todos

los sensores. La congestión se calcula en un único punto de la carretera. En

este caso, se ha escogido como dicho punto el nombrado como S7.

2. Dataset Punto Simplificado (DPS): este conjunto de datos es una versión

simplificada de DP . Sólo contiene los datos del primer (S1), séptimo (S7) y

último (S13) sensor y una combinación de los valores de flujo de las rampas

de entrada y salida. Este valor es la media de los flujos antes y después del

punto de interés. El valor de la congestión se calcula de la misma forma que

enDP . La Figura 4.3 muestra la forma en la que se han obtenido estos datos.

3. Dataset Sección (DS): este dataset contiene las medidas de todos los senso-

res y la congestión se calcula como el máximo nivel de congestión que se da

en cualquiera de los sensores de la carretera.

4. Dataset Sección Simplificado (DSS): versión simplificada de DS. Sólo con-

tiene los datos del primer (S1), séptimo (S7) y último (S13) sensor y la media

del valor fluidez de las rampas de entrada y salida. La congestión se calcula

de la misma forma que en DS.

La Tabla 4.2 contiene una clasificación de los conjuntos de datos utilizados

dependiendo de los sensores de los que se han obtenido los datos y el cálculo de la

congestión en cada uno de ellos.
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4.1 Aplicación del algoritmo a problemas de predicción de tráfico

Figura 4.3: Dataset Punto Simplificado. Sólo tiene en cuenta los sensores S1, S7 y
S13, y una combinación de las rampas de entrada y salida antes y después del punto
de interés S7.

XXXXXXXXXXXXXX
Sensores

Congestión
Máximo Sección Punto

Todos DS DP
S1,S3,S7 DSS DPS

Tabla 4.2: Clasificación de los datasets según el número de sensores utilizados y el
cálculo de la congestión

El objetivo de DP y DPS es predecir la congestión en un único punto S7,

mientras que DS y DSS pretenden predecir el máximo nivel de congestión que

puede darse en la sección de carretera completa. Por otra parte, DS y DP utilizan

toda la información disponible (las 47 variables más la clase anteriormente descri-

tas) mientras que los conjuntos simplificados utilizan una versión con un menor

número de atributos, 13 atributos más la variable de clase. Estos atributos son la

fluidez, ocupación y velocidad en los sensores antes descritos (9 variables) y cuatro

valores de flujo en las entradas y salidas antes y después del punto de interés, más

la variable de clase.

Además, por cada tipo de dataset, para realizar la predicción de la congestión,

la salida deseada será un valor de congestión a ocurrir en un horizonte de tiempo

de {5, 10, 30} minutos. Por lo tanto, se utilizarán un total de 12 conjuntos de

datos que serán denotados con su acrónimo y el horizonte de tiempo. Por ejemplo,

DP5 será el correspondiente al Dataset Punto con un horizonte de 5 minutos. Otro

ejemplo podrı́a ser DSS15, que corresponderı́a al Dataset Sector Simplificado con
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Datasets No Var Nula Ligera Moderada Severa IR
DP5 47 8277→ 850 61→ 61 172→ 172 129→ 129 135.6→ 13.9
DP15 47 8275→ 866 61→ 61 172→ 172 129→ 129 135.6→ 14.1
DP30 47 8272→ 847 61→ 61 172→ 172 129→ 129 135.6→ 13.8
DPS5 13 8277→ 113 61→ 55 172→ 120 129→ 97 135.6→ 2.1
DPS15 13 8275→ 139 61→ 45 172→ 102 129→ 103 135.6→ 3.0
DPS30 13 8272→ 88 61→ 58 172→ 108 129→ 96 135.6→ 1.8

Tabla 4.3: Datasets Punto y Punto Simplificado. Los valores antes de la fecha indican
su valor original, mientras que los que aparecen después se obtienen tras la reducción.

un horizonte de predicción de 15 minutos.

Los datasets utilizados en este trabajo contienen un número muy alto de ejem-

plos libres de congestión con respecto a ejemplos con otros tipos de congestión.

Por esta razón, se puede decir que los conjuntos de datos utilizados están altamente

no balanceados. Para dar validez a dicha afirmación, se utiliza el llamado ‘Imba-

lance Ratio’ (IR) [López 13]. La Ecuación 4.1 contiene el cálculo de dicho ratio.

Además, la Tabla 4.3 muestra el número de instancias de cada tipo de congestión

incluidas en cada uno de los datasets. Estos valores, y otros como el número de

variables en cada conjunto y el número de instancias de cada clase se muestran en

la Tabla 4.3.

IR =
MAC

MIC
(4.1)

donde MAC es el número de instancias de la clase mayoritaria y MIC el número de

instancias de la clase minoritaria.

Con el objetivo de balancear los conjuntos de datos, se ha llevado a cabo un

proceso de simplificación basado en el método de los K-Vecinos [Keller 85]. La

reducción se basa en dos parámetros: k y u, donde k indica el número de vecinos

escogido y u el umbral que no se puede superar por la distancia entre el nodo ac-

tual y cualquiera de los vecinos escogidos. Si este umbral es superado, se elimina

el enésimo vecino del dataset. El método es iterativo y se detiene cuando no hay

nodos que puedan ser eliminados. Es decir, cuando ninguna de las combinaciones

entre el nodo y los vecinos supere el umbral establecido. Los resultados obtenidos
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Datasets No Var Nula Ligera Moderada Severa IR
DS5 47 4157→ 293 2776→ 473 1402→ 453 304→ 304 13.6→ 1.6
DS15 47 4155→ 290 2776→ 549 1402→ 444 304→ 304 13.6→ 1.8
DS30 47 4152→ 293 2776→ 464 1402→ 442 304→ 304 13.6→ 1.5
DSS5 11 4157→ 46 2776→ 58 1402→ 65 304→ 108 13.6→ 2.3
DSS15 11 4155→ 56 2776→ 57 1402→ 85 304→ 110 13.6→ 1.9
DSS30 11 4152→ 54 2776→ 43 1402→ 76 304→ 114 13.6→ 2.6

Tabla 4.4: Datasets Sector y Sector Simplificado. Los valores antes de la fecha indican
su valor original, mientras que los que aparecen después se obtienen tras la reducción.

aplicando esta técnica a los datasets se muestra en la Tabla 4.3 después de cada

flecha. Esta tabla también contiene el valor IR de cada conjunto para que pueda

ser comparado con los datasets completos. Como se puede observar en dicha tabla,

la clase mayoritaria siempre es Nula y la minoritaria Severa o Ligera antes de la

simplificación. Tras ella, varı́a entre los distintos valores que puede tomar la con-

gestión, llegando incluso a ser la clase mayoritaria Severa en los datasets DSS. En

el caso del valor de IR, es mucho mayor en los datasets de Punto que en los de

Sección. Posteriormente a la reducción de instancias, el IR más alto corresponde a

los datasets DP , mientras que, para el resto, ronda los mismo valores (entre 1.6 y

3.0).

Los datasets reducidos se usan como conjuntos de entrenamiento para el algo-

ritmo, con la idea de evitar sobreentrenar las clases mayoritarias, mientras que los

datasets completos se usan para testear los resultados.

4.1.2 Codificación de las soluciones

Para poder explicar varios aspectos del algoritmo y calcular diferentes valores del

cromosoma, se introduce en esta sección su estructura. El cromosoma codifica las

tres partes que se utilizarán en cada uno de los FRBS que componen un PHFRBS:

1. Jerarquı́a: se define como el subconjunto de variables seleccionados para ser

procesada por el PHFRBS, ası́ como el orden en el que estas deben ser in-

cluidas en el sistema.
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2. Funciones de pertenencia (MF): contiene la localización de las MFs utili-

zadas para codificar cada una de las variables de cada sistema FRBS en la

jerarquı́a.

3. Base de reglas (Rule Base, RB): codifica las posiciones de los singletons

usados como consecuentes de la base de reglas de un sistema FRBS en la

jerarquı́a.

A lo largo de esta tesis, llamaremos a estas partes Cjerarquia, Cetiquetas y Creglas
respectivamente. Cada una se describe con detalle a continuación.

Cjerarquia es una permutación en la cual un valor i en la posición j denota que

la i-ésima variable se inserta en el PHFRBS en la j-ésima posición. Además, un

carácter de terminación, denotado como 0, determina a partir de qué punto del

vector no se utilizan más variables. Por lo tanto, el tamaño de la permutación es de

Nvariables + 1. El número de módulos o sistemas (Nmodulos) está relacionado con

Nvariables: el valor máximo que puede tomar Nmodulos es Nvariables−1. Las Figuras

3.3 y 3.4 ilustran esta afirmación.

Cetiquetas está compuesta por dos matrices de valores reales en el intervalo [-1,

1], llamadas MF1 y MF2 , que contienen la localización de las funciones de per-

tenencia de la primera y segunda variable de cada uno de los sistemas individuales

FRBS respectivamente. De manera formal, Cetiquetas está formado por dos matrices

de Nmodulos ·Nvariables elementos. De una manera formal contamos con:

Cetiquetas = MFi(j, k) ∀i ∈ {1, 2}, ∀j ∈ {1 . . . Nmodulos}, ∀k ∈ {1 . . . Netiquetas}
(4.2)

donde cada MFi(j, k) denota la k-ésima función de pertenencia MF usada para

codificar la i-ésima entrada del j-ésimo sistema FRBS en la jerarquı́a. Además,

se usa una técnica denominada ‘lateral tuning’ presentada en [Alcalá 07] para la

codificación de las MF. Originalmente, los valores contenidos en las MF están nor-

malizados para ajustarse al intervalo [-1, 1]. Primero, se calculan las divisiones

necesarias basadas en el número de etiquetas que usa el problema. Posteriormente,

el método calcula la posición de las MFs en estas divisiones y convierte su valor en

un intervalo [min, max].
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La Figura 4.4 muestra cómo trabaja esta codificación para una estructura de

cuatro etiquetas. En gris aparecen las etiquetas si estuvieran uniformemente distri-

buidas. Podemos comprobar como, con X3 = 0.0, el punto coincide con la etiqueta

uniforme, mientras que, con valores negativos, como en X2 = −0.2, el valor se

encuentra ligeramente a la izquierda de la etiqueta correspondiente.

Figura 4.4: Ejemplo de codificación ’lateral tuning’para cuatro MFs. Cada Xi puede
tomar un valor en el intervalo [-1, 1].

Finalmente, se presentaCreglas como una matriz de valores reales en el intervalo

[0, 1]. Por cada sistema individual FRBS, su base de reglas RB tiene un tamaño de

N2
etiquetas. Hay que tener en cuenta que contamos con bases de reglas completas. Es

decir, para cada entrada, y cada etiqueta de dicha entrada, contamos con una salida.

Ası́ pues, con un sistema i de dos entradas y tres etiquetas por entrada, las reglas,

con j definida en j ∈ {1 . . . 9}, serı́an:

Si Entrada1 = ET11 y Entrada2 = ET21 entonces Regla(i)(1)

Si Entrada1 = ET11 y Entrada2 = ET22 entonces Regla(i)(2)

. . .

Si Entrada1 = ET13 y Entrada2 = ET22 entonces Regla(i)(j−1)

Si Entrada1 = ET13 y Entrada2 = ET23 entonces Regla(i)(j)

De una manera más formal, las reglas estarı́an definidas como sigue:
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4. Experimentación y resultados

Creglas = Reglasi(j) ∀i ∈ {1 . . . Nmodulos}, j ∈ {1 . . . N2
etiquetas} (4.3)

donde cada valor denota el consecuente de la regla j-ésima de la base de reglas del

i-ésimo sistema FRBS en la jerarquı́a.

Como ejemplo, la Figura 4.5 presenta una codificación de un PHFRBS con seis

variables. Como se muestra en dicho ejemplo, Cjerarquia determina el orden en el

que las variables entrarán a la jerarquı́a, ası́ como las variables que serán exclui-

das (mediante el uso del carácter de terminación). Por otro lado, las funciones de

pertenencia MF y la base de reglas RB del i-ésimo FRBS en la jerarquı́a están de-

notadas como MF1(i,m), MF2(i,m) y Reglasi(r), donde m ∈ {1, . . . Netiquetas}
y r ∈ {1 . . . N2

etiquetas}.
Es importante recalcar que tanto Cetiquetas y Creglas están limitadas respectiva-

mente a los intervalos [-1, 1] y [0, 1]. Por lo tanto, todos los operadores implemen-

tados deben tomar los valores dentro de los correspondientes intervalos.

Hay que tener en cuenta que para la optimización de un PHFRBS se han uti-

lizado dos codificaciones diferentes en el mismo individuo: la permutación de

Cjerarquia y los valores reales tanto de Cetiquetas como de Creglas. Por esta razón, se

han usado operadores especı́ficos que trabajan con estas codificaciones.

4.1.3 Operadores

En esta sección, se desarrollan los operadores utilizados en la parte genética del

algoritmo propuesto (Sección 4.1.3.1) y los operadores utilizados en la parte de la

Entropı́a Cruzada (Sección 4.1.3.2).

4.1.3.1 Operadores utilizados en el Algoritmo Genético

En este apartado se expone la explicación de los diferentes operadores usados en

la parte del GA. Es decir, la definición de los operadores de selección, cruce y

mutación utilizados en esta experimentación se encuentra en esta sección.

Se usa como operador de selección el Torneo Binario [Goldberg 91]. El ope-

rador escoge dos individuos aleatoriamente dentro de la población. El ganador del
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4.1 Aplicación del algoritmo a problemas de predicción de tráfico

Figura 4.5: Ejemplo de codificación de un PHFRBS con seis variables de entrada.

torneo es el individuo con mejor fitness. El proceso se repite, en el caso que nos

ocupa, hasta haber escogido GAtam individuos.

Aunque las etiquetas y las reglas de nuestros individuos son matrices que con-

tienen valores reales, la jerarquı́a es una permutación, como se verá en la Sección

4.1.2. Por lo tanto, son necesarios dos operadores de cruce y otros dos de mutación.

Para la permutación, se escoge una variante del Order Crossover [Deep 10],

donde sólo se selecciona un punto para realizar la operación. El operador escoge

un punto c de manera aleatoria y conserva la permutación de los padres desde la

primera posición hasta el punto elegido.

El resto de la jerarquı́a del hijo se completa de acuerdo a los valores del padre

cuyo primer segmento no se ha heredado. La decisión de usar un único punto viene
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dada por querer mantener las primeras variables a lo largo de la herencia en su
posición dado que son las que más probabilidades tienen de entrar en el PHFRBS
(siempre que estén delante del carácter de terminación). La Figura 4.6 muestra
un ejemplo. Considerando dos padres (P1 y P2), los hijos estarı́an formados en
primera instancia por {2, 3, 4} y {4, 5, 2} (cajas claras). Después, empezando por
el punto de corte c, los valores son escogidos en el orden dado por el otro padre,
obviando los valores que ya se encuentran en los hijos, marcados con una x. Por
tanto, la secuencia para O1 es {1, 6, 5} y para O2 es {6, 1, 3}. Esta secuencia se
coloca posteriormente al punto de corte en el hijo correspondiente.

Figura 4.6: Variante del cruce de orden usada en el trabajo. Primero, se elige el pun-
to de corte. Posteriormente, se selecciona el orden y finalmente se crean los nuevos
individuos.

Para la parte real de los individuos (etiquetas y reglas), se ha escogido el método
de cruce BLX-α [Herrera 98, Eshelman 93]. Dado dos padres A = (a1 . . . ai) y
B = (b1 . . . bi) por cada i, BLX-α crea dos hijos generando valores aleatorios en el
intervalo presentado en la Ecuación 4.4 con α ∈ [0,1].

[min(ai, bi)− α · |ai − bi|, max(ai, bi) + α · |ai − bi|] (4.4)

Para los operadores de mutación, también se realiza una distinción entre je-
rarquı́a, etiquetas y reglas. Para la jerarquı́a, se aplica un operador de intercambio
[Larranaga 99]: Se escogen dos posiciones dentro de la permutación y estas son
cambiadas la una por la otra. Para las etiquetas y las reglas, se aplica una mutación
BGA [Mühlenbein 93]. Dado A = (a1 . . . am), el operador devuelve ai, calculado
tal y como se presenta en la Ecuación 4.5

a′i = ai ± β ·
15∑
k=0

(αk2
−k) (4.5)
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Individuo x0 σ0

Cjerarquia 0.5 ·Nvariables 0.5 ·Nvariables

Cetiquetas 0 1
Creglas 0.5 0.5

Tabla 4.5: Valores iniciales por cada una de las partes de x and σ.

donde β define el rango de mutación. El signo (+ or -) se escoge con probabilidad

0.5, αk ∈ {0, 0.33, 0.66, 1} se genera aleatoriamente con la siguiente probabilidad:

p(αk = {0, 0.33, 0.66, 1}) =
1

4
. (4.6)

4.1.3.2 Operadores utilizados en la Entropı́a Cruzada

Como se dijo antes, deben mantenerse dos individuos a lo largo del CE: uno que

mantenga la media x̄ y otro que guarde la varianza σ. Estos individuos tienen la

misma estructura que un individuo normal (Figura 4.5) pero se inicializan de tal

manera que generar nuevos ejemplos a partir de ellos (en la primera iteración) sea

equivalente a generar individuos aleatorios. Para dicho propósito, la inicialización

de cada una de sus partes se realiza tal y como se presenta en la Tabla 4.5. Como

valor medio, se utiliza el punto medio del intervalo en el que se pueden dar los va-

lores de cada una de las partes del individuo mientras que como desviación se toma

la mitad de la amplitud de dicho intervalo. Estos valores iniciales se actualizarán

durante la ejecución del algoritmo.

Los individuos que procesa el CE son seleccionados de manera determinı́stica.

Los CEtam mejores individuos de la población constituyen la población CEpob.

Una vez que se obtengan, los individuos x̄ y σ actualizan sus valores y se generan

los nuevos ejemplos.

La actualización se realiza aplicando directamente las ecuaciones de las lı́neas

7 y 8 del Algoritmo 2 a las etiquetas (Cetiquetas) y reglas (Creglas) de los indivi-

duos. Dichas partes en los nuevos individuos se generan siguiendo una distribución

normal con x̄ y σ.

Para la permutación (Cjerarquia) de los individuos, tanto la actualización de los

valores media y varianza como la generación de los nuevos ejemplos sigue un pro-
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ceso diferente. Los vectores que representan la jerarquı́a se convierten en vectores

que guardan el orden de cada una de las variables. En el vector de orden, el va-

lor almacenado en la posición i representa la posición que ocupa el valor i en el

vector de permutación. La última posición se usa para representar la posición del

carácter de terminación. Entonces, x̄ y σ se actualizan usando estos vectores de or-

den. Finalmente, se expone a los ejemplos generados a la transformación inversa:

de vectores de orden a vectores de jerarquı́a.

Este proceso queda patente en la Figura 4.7 y funciona tal que: dados los in-

dividuos seleccionados por el CE (a), se convierten a vectores de orden en (b)

escogiendo la posición en la que se encuentra cada variable. Posteriormente, se

obtienen los valores media y varianza de dichas posiciones y se actualiza el valor

de x̄ y σ (c). Por último, se generan los nuevos ejemplos a partir de dicha media

y varianza en (d) y se realiza el proceso inverso de transformación de vectores de

orden a vectores de jerarquı́a (e).

Figura 4.7: Fases de creación de la parte Cjerarquia en un nuevo individuo.

Para explicar de manera más exhaustiva el paso de vector de jerarquı́a a vec-

tor de orden, se crea la Figura 4.8. Contando con un vector de jerarquı́a J1, cuyas

variables se encuentran de la siguiente manera J1 = {2, 4, 1, 3, 0}, éstas pasarı́an

a ocupar en el vector de orden O las posiciones que ocupan en el vector J1, es

decir, la variable 1 se encuentra en la tercera posición, la variable 2 se encuen-

tra en la primera, y ası́ sucesivamente. Por tanto, el vector O queda definido tal

que O = {3, 1, 4, 2, 5}. Para volver a crear el vector de jerarquı́a a partir de un

66



4.1 Aplicación del algoritmo a problemas de predicción de tráfico

Figura 4.8: Transformación de vector de jerarquı́a a vector de orden y viceversa

vector de orden, se realiza el paso contrario. Sea O = {3, 1, 4, 2, 5}, las varia-

bles se encontrarán en la posición que ocupan en el vector O, es decir, la varia-

ble 1 se encontrará en la posición 3 del vector de jerarquı́a, la variable 2 en la

posición 1 y ası́ sucesivamente. Por tanto, el vector de jerarquı́a J2 será igual a

J2 = {2, 4, 1, 3, 0}. Cabe destacar que la variable de terminación establecida como

0 no tiene porqué ocupar siempre el último lugar.

Los individuos generados se combinan con los que se han creado en la par-

te de GA, generando la población que se procesará en la siguiente iteración del

algoritmo.

4.1.4 Configuración y resultados

Se escogen combinaciones diferentes del número de individuos en GApob y CEpob
para realizar los experimentos y comparar sus resultados. Además, las configura-

ciones utilizadas en el GACE se comparan con un GA puro (CEtam = 0) y con un

CE puro (GAtam = 0) para comprobar los beneficios de la hibridación realizada

frente a la aplicación de los métodos por separado.

Se llevan a cabo ocho experimentos con diferente número de individuos en la

población. Cada ejecución se repite 10 veces para obtener los resultados medios.
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Para los experimentos, se ha establecido el número de generaciones a 500 y el

tamaño total de la población a 50. Las ejecuciones se nombran por el tamaño de

sus poblaciones, es decir, GAtam–CEtam. Por ejemplo, GACE50−0 se refiere a

un GA con los operadores explicados en esta memoria, y GACE0−50 corresponde

a una ejecución de una CE. El tamaño de la población del GA se encuentra en

GAtam ∈ {50, 45, 40, 35, 25, 15, 10, 0} mientras que CEtam = 50–GAtam.

El número de funciones de pertenencia usado en cada uno de los sistemas FRBS

que componen la jerarquı́a está establecido a Netiquetas = 3, por lo que el número

de reglas en cada sistema individual es igual a Nreglas = N2
etiquetas = 9. El tamaño

de la permutación depende del número de variables de cada conjunto de datos más

uno (el carácter de terminación), y varı́a entre 12 y 48 (Tablas 4.3 y 4.4).

Para la parte de la hibridación correspondiente al GA, la probabilidad de cruce

está establecida a 0.8 y la de mutación a 0.2. Tanto para el cruce BLX como la

mutación BGA, α = β = 0.5. En la parte del CE, el Learnrate se ha establecido a

0.7 para actualizar tanto x̄ como σ.

Para medir el error se aplica en primera instancia el llamado Error Medio Ab-

soluto (Mean Absolute Error, MAE). Las Tablas 4.6 y 4.7 presentan el porcentaje

medio de error en los conjuntos de test ası́ como su desviación tı́pica. Los resulta-

dos resaltados indican los dos mejores valores para cada dataset.

Se puede decir, observando dicha tabla, que en la mayorı́a de los casos, un

GACE con GAtam ∈ [35, 45] obtiene la mejor precisión frente a otros algoritmos

como GACE25−25, GA o CE. Por lo tanto, podemos afirmar que se obtiene un

rendimiento mayor por los algoritmos que usan un mayor GAtam que CEtam. Ana-

lizándolo a fondo, GACE40−10 obtiene uno de los dos mejores resultados en 7 de

los 12 casos mientras queGACE45−5 lo hace en 8 de 12 casos. Por otra parte, tanto

GACE10−40 como CE no se encuentran nunca entre los mejores resultados. Com-

parando GA con CE, GA obtiene el mejor resultado en todos los casos mientras

que CE obtiene el peor resultado en 9 de los 12 casos de estudio.

Por otro lado, MAE no tiene en cuenta qué separadas están entre sı́ la predic-

ción realizada frente a la esperada. Es decir, este error se calcula teniendo presente

que la instancia predicha no es igual a la esperada, pero no cómo difiere el tipo de

congestión predicho del esperado. Un ejemplo: no es lo mismo predecir una con-

gestión Nula y que se espere una de tipo Leve a predecir una congestión Nula y
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GACE GACE GACE GACE GACE GACE
Dataset GA 45− 5 40− 10 35− 15 25− 25 15− 35 10− 40 CE

DP5

MAE 0.014 0.009 0.009 0.010 0.012 0.017 0.017 0.040
MAEσ 0.002 0.001 0.002 0.001 0.002 0.007 0.002 0.034

DP15

MAE 0.027 0.013 0.013 0.013 0.015 0.014 0.019 0.028
MAEσ 0.039 0.002 0.001 0.001 0.001 0.001 0.006 0.009

DP30

MAE 0.018 0.017 0.016 0.016 0.018 0.029 0.021 0.027
MAEσ 0.001 0.001 0.001 0.001 0.002 0.028 0.003 0.011

DPS5

MAE 0.012 0.011 0.008 0.009 0.010 0.033 0.058 0.220
MAEσ 0.006 0.003 0.001 0.002 0.002 0.043 0.097 0.133

DPS15

MAE 0.021 0.019 0.015 0.015 0.018 0.019 0.025 0.164
MAEσ 0.015 0.007 0.003 0.002 0.005 0.004 0.018 0.144

DPS30

MAE 0.015 0.015 0.015 0.018 0.014 0.017 0.020 0.158
MAEσ 0.002 0.002 0.001 0.011 0.001 0.004 0.006 0.129

Tabla 4.6: Media de MAE y desviación en los conjuntos de prueba de cada una de las
técnicas para datasets Punto y Punto Simplificado

que la esperada sea Severa. En este ejemplo, la segunda instancia deberı́a obtener

un mayor error que la primera.

Teniendo esto en cuenta, también se ha aplicado en segunda instancia otro tipo

de error llamado sMAPE (Symmetric Mean Absolute Percentage Error) [Hyndman 06].

El cálculo de este error se muestra en la Ecuación 4.7, donde Y es el valor esperado,

Y el valor predicho, y n el número de ejemplos. Usando este error, solucionamos

el problema anterior.

sMAPE =
1

n

n∑
i=1

|Yi − Yi|
(|Yi|+ |Yi|)/2

(4.7)

Los mejores resultados por cada conjunto de datos se encuentran resaltados en

las Tablas 4.8y 4.9. Como se ve por dichas tablas, lo obtenido anteriormente queda

también constatado en estos resultados: GACE con GAsize ∈ [35, 45] obtienen

mejor resultado que el resto de configuraciones. GACE45−15 obtiene esta vez uno

de los dos mejores resultados en 9 de 12 casos de estudio, mientras queGACE40−10
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GACE GACE GACE GACE GACE GACE
Dataset GA 45− 5 40− 10 35− 15 25− 25 15− 35 10− 40 CE

DS5

MAE 0.174 0.149 0.184 0.195 0.175 0.206 0.212 0.200
MAEσ 0.066 0.062 0.047 0.053 0.036 0.017 0.026 0.030

DS15

MAE 0.176 0.130 0.182 0.169 0.198 0.194 0.218 0.219
MAEσ 0.039 0.041 0.036 0.034 0.044 0.044 0.029 0.046

DS30

MAE 0.142 0.123 0.140 0.169 0.185 0.216 0.225 0.198
MAEσ 0.047 0.029 0.056 0.057 0.048 0.048 0.028 0.030

DSS5

MAE 0.212 0.152 0.163 0.145 0.163 0.241 0.295 0.382
MAEσ 0.067 0.045 0.058 0.036 0.019 0.115 0.088 0.057

DSS15

MAE 0.135 0.123 0.154 0.140 0.134 0.201 0.231 0.286
MAEσ 0.020 0.013 0.046 0.020 0.021 0.069 0.059 0.094

DSS30

MAE 0.132 0.134 0.135 0.139 0.133 0.132 0.208 0.320
MAEσ 0.026 0.012 0.015 0.011 0.009 0.021 0.065 0.111

Tabla 4.7: Media de MAE y desviación en los conjuntos de prueba de cada una de las
técnicas para datasets Sector y Sector Simplificado

GACE GACE GACE GACE GACE GACE
Dataset GA 45− 5 40− 10 35− 15 25− 25 15− 35 10− 40 CE
DP5 0.023 0.022 0.020 0.020 0.023 0.045 0.028 0.039
DP15 0.017 0.011 0.011 0.013 0.015 0.023 0.023 0.067
DP30 0.044 0.017 0.016 0.017 0.019 0.018 0.026 0.042
DPS5 0.020 0.019 0.018 0.025 0.018 0.023 0.027 0.303
DPS15 0.017 0.016 0.011 0.012 0.015 0.060 0.109 0.434
DPS30 0.031 0.027 0.021 0.021 0.026 0.028 0.040 0.298

Tabla 4.8: Media del error sMAPE en los datasets DP y DPS por cada una de las
técnicas.
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GACE GACE GACE GACE GACE GACE
Dataset GA 45− 5 40− 10 35− 15 25− 25 15− 35 10− 40 CE
DS5 0.199 0.199 0.202 0.204 0.198 0.197 0.340 0.484
DS15 0.333 0.240 0.251 0.217 0.240 0.365 0.463 0.545
DS30 0.202 0.186 0.244 0.210 0.205 0.318 0.378 0.445
DSS5 0.237 0.201 0.234 0.296 0.327 0.375 0.396 0.355
DSS15 0.301 0.256 0.322 0.344 0.311 0.374 0.375 0.361
DSS30 0.306 0.221 0.328 0.299 0.346 0.343 0.387 0.387

Tabla 4.9: Media del error sMAPE en los datasets DS y DSS por cada una de las
técnicas.

lo hace para 7 de los 12 casos. Tanto GACE10−40 como CE no obtienen nunca uno
de los dos mejores resultados en ningún caso.

Con estos últimos resultados, y en dicha ampliación, se realizó una pequeña
comparativa con las mejores configuraciones de GACE encontradas y diversas
técnicas de la literatura. Estas técnicas fueron:

� C4.5 [Quinlan 14]: es un algoritmo que genera árboles de decisión a par-
tir de un conjunto de ejemplos proporcionados. Dicho árbol de decisión se
construye desde arriba hacia abajo. Es una mejora del algoritmo ID3.

� Linear Decreasing Weight - Particle Swarm Optimization (LDWPSO) [Sousa 04]:
Este método es un algoritmo PSO que usa como función de velocidad la fun-
ción de pesos decrecientes lineales, de donde recibe su nombre.

� Steady-State Genetic Algorithm for Extracting Fuzzy Classification Rules
(SGERD) [Mansoori 08]: Algoritmo genético de tipo steady-state (no crea
una nueva población al término de la generación). Las generaciones durante
las que se aplica el algoritmo son finitas y están ligadas a la dimensión del
problema. La selección de los individuos no es aleatoria y sólo sobreviven los
mejores. La función fitness utilizada por este método se basa en el criterio de
evaluación de reglas. SGERD se detiene cuando ningún hijo es incluido en
la población.

Los resultados de esta comparativa se muestran en la Tabla 4.10. En los casos
donde se pretende predecir la congestión en un punto (datasets DP y DPS), C4.5
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GACE GACE GACE
Dataset 45− 5 40− 10 35− 15 C4.5 LDWPSO SGERD
DP5 0.022 0.020 0.020 0.002 0.100 0.043
DP15 0.011 0.011 0.013 0.004 0.100 0.043
DP30 0.017 0.016 0.017 0.004 0.089 0.043
DPS5 0.019 0.018 0.025 0.018 0.013 0.604
DPS15 0.016 0.011 0.012 0.033 0.027 0.108
DPS30 0.027 0.021 0.021 0.052 0.027 0.029
DS5 0.199 0.202 0.204 0.048 0.606 0.202
DS15 0.240 0.251 0.217 0.140 0.604 0.396
DS30 0.186 0.244 0.210 0.176 0.602 0.395
DSS5 0.201 0.234 0.296 0.362 0.362 0.684
DSS15 0.256 0.322 0.344 0.328 0.423 0.766
DSS30 0.221 0.328 0.299 0.310 0.400 0.270

Tabla 4.10: Comparativa de las configuraciones de GACE con los algoritmos C4.5,
LDWPSO, y SGERD

es mejor que GACE en 3 de los 6 casos de estudio de estos conjuntos de datos,

mientras que GACE está presente como una de las dos mejores técnicas en todos

los datasets. En el caso de los datasets de tipo sector (DS y DSS), GACE obtiene

mejores resultados que los métodos con los que se compara en 3 de los 6 casos

de estudio propuestos. Por otro lado, LDWPSO y SGERD obtienen los mejores

valores en dos y un único caso respectivamente.

Por otro lado, es importante conocer qué porcentaje de cada tipo de congestión

ha predicho con éxito cada una de las diferentes configuraciones. Para ello, las

Figuras 4.9, 4.10, 4.11, y 4.12 muestran el porcentaje de instancias clasificadas

correctamente por cada tipo de congestión que se ha predicho en este trabajo. Cada

barra indica los valores de media y desviación de cada ejecución. Por lo tanto, hay

8 barras por cada imagen. Cada barra se denota por su GAtam en el eje X . Por lo

tanto, de izquierda a derecha los valores van desde el GA puro hasta el CE.

Si se analizan estas figuras, podemos decir que:

� En la mayorı́a de los casos, las configuraciones del GACE mejoran o igualan
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Figura 4.9: Porcentaje de instancias correctamente clasificadas por cada clase en los
datasets DP5 (arriba), DP15 (centro), y DP30 (abajo).

el rendimiento obtenido por las técnicas que lo forman, GA y CE.

� De las dos partes, el GA puro es el que muestra unos valores de error más

cercanos a los obtenidos por GACE en la mayorı́a de los conjuntos.

� Los mejores valores de predicción se obtienen cuando el margen de tiempo

es el más pequeño de los presentados (5 minutos) y cuando se quiere predecir

la congestión en un punto (datasets DP y DPS).

� Para los datasets DS y DSS ocurre todo lo contrario: una previsión de 30

minutos obtiene buenos resultados.

� Para los conjuntos de datos simplificados, se obtiene prácticamente el mismo

valor para cualquier tipo de congestión, siendo los mejores resultados los

obtenidos en DPS5.
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Figura 4.10: Porcentaje de instancias correctamente clasificadas por cada clase en los
datasets DPS5 (arriba), DPS15 (centro), y DPS30 (abajo).

� Si se predice congestión en un segmento (datasets DS y DSS), se obtie-
nen buenos resultados a la hora de predecir congestión Severa en cualquier
dataset.

� Predecir congestión Severa en un segmento obtiene valores significativamen-
te mejores que predecir congestión Nula en conjuntos de datos simplificados,
especialmente en DSS5 y DSS15, donde los resultados entre los diferentes
tipos de congestión son más estables.

Con los datos de la Tabla 4.6, donde se utiliza MAE como métrica del error, se
ha utilizado el conocido test t de Student para mostrar las diferencias estadı́sticas
que existen entre cada una de las configuraciones y algoritmos utilizados. En dicho
test, utilizamos los siguientes valores:

1. (++) en el caso de que los resultados del algoritmo A1 sean significativa-
mente mejores a los del algoritmo A2.
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Figura 4.11: Porcentaje de instancias correctamente clasificadas por cada clase en los
datasets DS5 (arriba), DS15 (centro), y DS30 (abajo).

2. (+) en el caso de que los resultados del algoritmo A1 sean mejores a los del

algoritmo A2.

3. (−) en el caso de que los resultados del algoritmo A1 sean peores estadı́sti-

camente a los obtenidos por el algoritmo A2.

4. (−−) en el caso de que los resultados del algoritmo A1 sean significativa-

mente peores estadı́sticamente a los obtenidos por el algoritmo A2.

El cálculo de este valor se realiza siguiendo la Ecuación 4.8:

t =
X1 −X2√

(n1−1)SD2
1+(n2−1)SD2

2

n1+n2−2
n1+n2

n1n2

(4.8)

Donde Xi, SDi y ni, son la media, la desviación y el número de ejecuciones

de cada técnica. En nuestro caso, ni está definido con un valor 10 para todas las
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Figura 4.12: Porcentaje de instancias correctamente clasificadas por cada clase en los
datasets DSS5 (arriba), DSS15 (centro), y DSS30 (abajo).

técnicas, mientras que los valores medios y de desviación son los obtenidos en la

Tabla 4.6. El intervalo de confianza escogido es de 0.95.

Como resultado, se incluye en las Tablas 4.11 y 4.12 el porcentaje de veces que

los resultados un algoritmo son mejores (+) o significativamente mejores que los

de otro (++), quedando demostrado lo observado en la experimentación anterior.

Realizando un análisis de dichas tablas, podemos decir que:

� La configuración GACE45−5 es mejor o significativamente mejor que el GA

puro en más del 80 % de los casos.

� Por otro lado, GACE45−5 es significativamente mejor (++) que el CE puro

en todos los casos expuestos.

� Comparando configuraciones de la propuesta, utilizando GACE40−10 se me-

jora el rendimiento obtenido por GACE45−5 en un 25 % de los casos totales,
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mientras que la aplicación de GACE45−5 supera a GACE40−10 en el 50 %

de los 48 casos.

� Por otro lado, la configuración GACE35−15 supera a GACE40−10 en el mis-

mo porcentaje total de casos en los que GACE40−10 es mejor a GACE45−5,

un 25 %.

� A su vez, GACE45−5 mejora a GACE35−15 en un porcentaje superior que a

GACE40−10 con casi un 60 % de los casos de estudio.

� Comparando los resultados obtenidos por las técnicas puras, GA es mejor o

significativamente mejor que CE en el 100 % de los casos.

� La aplicación de un GA puro es únicamente significativamente mejor (++)

que las configuraciones del algoritmoGACE15−35,GACE10−40, yCE, y ob-

tiene mejor resultado (+) en un porcentaje menor del 50 % cuando es compa-

rada con el resto de configuraciones, siendo el porcentaje más alto obtenido

al compararlo con la configuración GACE35−15 con aproximadamente un

42 %.

� GACE10−40 yGACE15−35 obtienen un resultado de ++ comparándolos con

CE en un 58 % de los casos y, a su vez, GACE15−35 obtiene un resultado de

+ y ++ comparándolo con la configuración GACE10−40 en más del 80 %

de los casos totales.

� CE sólo es mejor que las configuraciónGACE15−35 en un 25 % de los casos

y que GACE10−40 en un 16 %.

� Por último, CE no obtiene ningún valor ++ cuando es comparado con al-

guno de las configuraciones propuestas.

Para ilustrar lo obtenido por el test de Student, las Figuras 4.13, 4.14, 4.15 y

4.16 muestran los resultados generales. Los colores verde muestran cuando un al-

goritmo es mejor que otro, siendo el color verde más oscuro el correspondiente al

valor (+) y el más claro a (++). Igualmente, cuando un algoritmo es peor estadı́sti-

camente que otro, se muestran colores rojo que corresponden a (−) el más oscuro
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GA GACE45−5 GACE40−10 GACE35−15 GACE25−25 GACE15−35 GACE10−40 CE

GA X 8,33 33,33 41,67 33,3 58,33 16,67 16,67
GACE45−5 50 X 41,67 25 33,3 33,33 16,67 0
GACE40−10 41,67 8,33 X 50 25 58,33 25 16,67
GACE35−15 33,3 25 25 X 41,67 41,67 33,33 16,67
GACE25−25 41,67 25 25 33,3 X 33,3 33,33 25
GACE15−35 16,67 8,33 8,33 16,67 16,67 X 66,67 16,67
GACE10−40 8,33 0 0 0 0 8,33 X 25

CE 0 0 0 0 0 25 16,67 X

Tabla 4.11: Porcentaje de veces en los que los resultados de un algoritmo son mejores
que los obtenidos por otro (+)

GA GACE45−5 GACE40−10 GACE35−15 GACE25−25 GACE15−35 GACE10−40 CE

GA X 0 0 0 0 16,67 66,67 83,33
GACE45−5 33,33 X 8,33 33,33 33,33 50 83,33 100
GACE40−10 16,67 16,67 X 0 33,33 33,33 75 83,33
GACE35−15 25 8,33 0 X 25 41,67 66,67 83,33
GACE25−25 16,67 0 8,33 0 X 41,67 66,67 75
GACE15−35 0 0 0 0 8,33 X 16,67 58,33
GACE10−40 0 0 0 0 0 0 X 58,33

CE 0 0 0 0 0 0 0 X

Tabla 4.12: Porcentaje de veces en los que los resultados de un algoritmo son signifi-
citivamente mejores que los obtenidos por otro (++)
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y el más claro a (−−). Por último, cuando los resultados de ambos algoritmos son

iguales, se muestran casillas de color negro .

Figura 4.13: Resultados del Test de Student para los datasets DP .

Figura 4.14: Resultados del Test de Student para los datasets DPS.

Figura 4.15: Resultados del Test de Student para los datasets DS.
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Figura 4.16: Resultados del Test de Student para los datasets DSS.

GACE GACE GACE GACE GACE GACE
GA 45− 5 40− 10 35− 15 25− 25 15− 35 10− 40 CE

Nula 4.16 2.66 2.91 3.08 3.08 5.75 6.75 7.58
Ligera 4.50 4.25 4.83 5.33 5.33 3.66 3.41 4.66
Moderada 5.33 4.66 3.58 3.16 3.91 5.75 5.41 4.16
Severa 2.91 2.33 2.58 3.16 4.16 6.25 6.75 7.83
Total 4.22 3.47 3.47 3.68 4.12 5.35 5.58 6.06

Tabla 4.13: Media de posición para cada técnica cuando predice diferentes niveles de
congestión. Los dos mejores valores están resaltados para cada caso.

En estas figuras queda patente lo obtenido en la Tabla 4.6, donde las técnicas
GACE45−5 yGACE40−10 obtienen por lo general los mejores resultados. Se puede
comprobar como en todas estas figuras, su parte baja suele ser roja, lo que nos
indica que las técnicas con bajo nivel de GA son normalmente mejoradas por el
resto.

Por otro lado, la Tabla 4.13 muestra la posición que ocupa cada técnica en todos
los datasets, es decir, la posición media que ocupa cuando son ordenadas por mejor
resultado obtenido en cada conjunto. Los resultados muestran que:

� GACE45−5 es el mejor situado en 2 de los 4 tipos de congestión, cuando esta
toma los valores Nula y Severa.

� GACE40−10 se encuentra entre los dos mejores casos en los tipos de con-
gestión Nula, Moderada y Severa, ”fallando”únicamente en la congestión
Ligera.
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Nula Ligera Moderada Severa
DP5 GACE40−10 CE GACE45−5 GACE45−5

DP15 GACE35−15 CE GACE40−10 GACE45−5

DP30 GACE25−25 CE GA GACE35−15

DPS5 GACE40−10 CE CE GACE40−10

DPS15 GACE40−10 GA GACE45−5 GA
DPS30 GACE25−25 GACE15−35 GACE35−15 GACE35−15

DS5 GACE45−5 GACE15−35 CE GACE40−10

DS15 GACE45−5 GACE15−35 CE GACE45−5

DS30 GACE45−5 GACE10−40 CE GACE45−5

DSS5 GACE35−15 GACE45−5 GA GACE45−5

DSS15 GA GACE45−5 GA GACE25−25

DSS30 GACE25−25 GA GACE35−15 GA

Tabla 4.14: Mejores técnicas que predicen congestión para cada conjunto de datos.

� GACE35−15 acompaña a GACE40−10 en un único caso, siendo mejor que

este para predecir congestión Moderada.

� Las configuracionesGACE15−35 yGACE10−40 se alzan como mejor técnica

a utilizar en el caso de predecir congestión Ligera.

� CE queda como última técnica a elegir en 2 de los 4 casos, con conges-

tión Nula y Severa, mientras que en los dos restantes la última posición es

ocupada por las configuraciones GACE35−15 y GACE25−25 en el caso de

congestión Ligera, y GACE15−35 en el caso de congestión Moderada.

� En lı́neas generales, GACE45−5 y GACE40−10 están mejor situados para ser

utilizados que el resto de configuraciones, mientras que GA serı́a la cuarta

opción por encima de las configuraciones GACE15−35, GACE10−40 y CE.

Para obtener más detalles de la experimentación realizada en este apartado, se

presenta la Tabla 4.14, donde se muestran las mejores técnicas para cada dataset y

congestión. Analizando dicha tabla, podemos llegar a las siguientes conclusiones:
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� GACE obtiene mejores resultados que el resto de técnicas en 32 de 48 casos,

lo que representa que es superado por uno de los dos métodos puros, (GA

ó CE) en sólo el 33 % de los casos.

� Haciendo una división por tipo de congestión, GACE es la técnica a utilizar

en congestión Nula en 11 de 12 casos y en Severa en 10 de 12, mientras que,

para congestión Ligera y Moderada, GACE es la técnica elegida en 6 y 5

casos respectivamente.

� Destaca que GACE15−35 sea el elegido en 3 casos de congestión Ligera en

diferentes datasets dado los resultados obtenidos a lo largo de la experimen-

tación, donde las técnicas con mayor población en su parte genética obtenı́an

mejores resultados.

� CE, pese a su mal rendimiento durante toda la experimentación, es el al-

goritmo elegido en un total de 8 de 42 casos, centrándose en los datasets

completos de Punto y Sector en los tipos de congestión Ligera y Moderada.

GA, por su parte, obtiene los mismos resultados: es elegida 8 veces, sin un

patrón establecido.

� La técnica que obtiene mejores resultados un mayor número de veces ha sido

GACE con población GACE45−5, con un total de 12 de 48 casos, de los

cuáles 3 son en congestión Nula, 2 en Ligera, 2 en Moderada y 5 en Severa,

siendo en este último tipo de congestión la más elegida.

� En el caso opuesto,GACE10−40 es elegida únicamente una vez, en detección

de congestión Ligera en un dataset de tipo Sector, lo que la convierte en la

técnica menos elegida de todo el conjunto presentado.

� Finalmente, y como dato puntual, todas las técnicas han sido elegidas al me-

nos una vez a lo largo de los 48 casos de estudio.

Como conclusiones a este apartado de la experimentación realizada, podemos

determinar los siguientes hechos:
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� El uso del algoritmo propuesto con población genética en el intervaloGAtam =

[35, 45] aporta mejores resultados que el resto de configuraciones utilizadas

y los algoritmos puros, ya sea utilizando error MAE o sMAPE.

� En la comparativa con las técnica propuestas, GACE, utilizando las configu-

raciones mencionadas en el punto anterior, obtiene uno de los dos errores con

menor valor en todos los datasets.

� En lo que a instancias de los diferentes tipos de congestión bien clasificadas

se refiere, GACE mejora o iguala el rendimiento obtenido por los algoritmos

puros GA y CE.

� Estadı́sticamente hablando, las configuraciones GACE45−5, GACE40−10 y

GACE35−15 se encuentran entre las técnicas más destacadas obteniendo re-

sultados mejores o significativamente mejores frente al resto de configura-

ciones y técnicas.

� Mientras que GACE45−5 es la mejor técnica para poder predecir congestión

Nula y Severa, GACE15−35 y GACE35−15 lo son para congestiones de tipo

Ligera y Moderada respectivamente.

� Por último, y en términos generales, de los 48 casos de estudio, GACE, cual-

quiera que sea su configuración, obtiene resultados por encima de los méto-

dos puros en 32 de los casos, siendo por tanto superado únicamente en un

33 % de los casos totales.

4.2 Aplicación del algoritmo a funciones de optimiza-
ción
Esta sección se encarga de recoger toda la experimentación relacionada con la apli-

cación del algoritmo propuesto en esta tesis a funciones de optimización. Las fun-

ciones que se han utilizado quedan definidas en la Sección 4.2.1. Para poder contar

con unos valores por defecto y realizar las modificaciones de las que se ha hablado

en la Sección 3.6, se realiza un estudio de los parámetros en la Sección 4.2.2. Por
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último, la comparativa con otras técnicas de la literatura se encuentra contenida en
la Sección 4.2.3.

4.2.1 Funciones utilizadas
Un total de 24 funciones de optimización extraı́das de la plataforma Comparing
Continuous Optimisers (COCO) se han utilizado para esta parte de la experimenta-
ción. Esta plataforma se utiliza en el workshop Black Box Optimization Benchmar-
king (BBOB). En dicho workshop, que tiene lugar durante las conferencias interna-
cionales GECCO y CEC desde 2009 en adelante, se aplican algoritmos propuestos
por investigadores a las funciones anteriores con diferente número de dimensiones.
El objetivo de esta competición es probar estos algoritmos en funciones benchmark,
de cara a encontrar el mejor valor posible para la función en un tiempo predefinido.

Estas funciones están libres de ruido y son de diferentes tipos. Para no entor-
pecer la lectura del documento, ası́ como mantener la atención en el capı́tulo de
experimentación que nos ocupa, el nombre, tipo y fórmula de estas funciones se
adjuntan en el Apéndice 6. Las funciones se denotarán a lo largo de este capı́tulo
con la nomenclatura Fi, donde i toma valores desde 1 hasta 24, siendo estas de los
siguientes tipos:

� De la función F1 hasta la función F5, las funciones son de tipo separable.

� Se cuenta con un total de 4 funciones con condicionamiento bajo o modera-
do, correspondientes a los ı́ndices F6 hasta F9.

� Las funciones desde la F10 hasta la función F14 será de tipo condicionamiento
elevado y unimodales.

� Las funciones multimodales con estructura global adecuada se encuentran en
las funciones desde F15 hasta F19.

� Por último, las funciones de F20 hasta F24 serán de tipo multimodal con es-
tructura global débil.

Por tanto, contamos en total 5 funciones Separables, 4 funciones con condi-
cionamiento bajo o moderado, 5 con condicionamiento elevado y unimodales, 5
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funciones multimodales con estructura global adecuada y, por último, 5 funciones

multimodales con estructura global débil.

La razón de usar estas funciones, como ya se ha expuesto, es demostrar la adap-

tabilidad de GACE a problemas de optimización genéricos, para ası́ demostrar que

puede utilizarse de una manera sencilla en otros marcos de trabajo, garantizando

unos niveles de calidad adecuados en comparación con técnicas de optimización

encontradas en el estado del arte. Por otra parte, se busca reducir el número de

parámetros a introducir por el usuario, como es el tamaño de la población, o la

tasa de actualización del CE, y estableciendo unos valores por defecto al resto de

parámetros de la configuración, los cuales deben garantizar un grado de calidad en

las soluciones.

4.2.2 Estudio de los parámetros del algoritmo

En esta sección se detalla el estudio de los diferentes parámetros de los que consta

el algoritmo de forma que se pueda reducir su número. En primer lugar, se bus-

cará definir unos valores por defecto para dichos parámetros. Para poder fijar el

tamaño de la población de cara a futuras experimentaciones e investigación, este

modifica su valor dependiendo del valor dado a la dimensión del problema. Por

tanto, se ha definido el tamaño de población como POBtam = c · dim, donde c es

una constante que puede tomar los valores c = {2, 5, 10, 20}, y dim la dimensión,

que corresponde con el tamaño del individuo.

Para cada uno de los posibles valores de POBtam, se tienen en cuenta diferentes

porcentajes asociados al tamaño de población genética GAtam. Este parámetro,

definido como pga, toman el 25 %, 50 % y 75 % del tamaño total de la población

POBtam, es decir, pga = {0.25, 0.5, 0.75}. En la Tabla 4.15 se resumen los valores

por defecto que se han tomado para los diferentes parámetros utilizados en esta

experimentación.

En primer lugar, es necesario determinar el valor de la constante c para cada

posible valor de la dimensión dim, dado que esto determinará el tamaño de la

población en cada una de las dimensiones en las que vamos a trabajar. Siendo dim

una variable que puede tomar los valores dim = {5, 10, 20, 40}, el tamaño de la

población quedará definido en el intervalo POBtam ∈ [10, 800]. A su vez, tener
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Parámetros Valor
POBtam {2, 5, 10, 20} · dim

Porcentaje de individuos del GA pga = {0.25, 0.5, 0.75}
Porcentaje de individuos del CE pce = 1− pga

Parámetros del GA pc = 0.9, pm = 1
dim

, α = 0.5

Parámetros de CE Lr = 0.7, pup = 1

Tabla 4.15: Valores de los diferentes parámetros utilizados en la experimentación

una primera aproximación al valor que tiene que tomar pga nos ofrecerá una idea

general de los tamaños de las sub-poblaciones. Teniendo en cuenta los valores que

pga puede tomar, podemos llegar a la conclusión de que el tamaño de la población

genética se encuentra en el intervalo GAtam ∈ [3, 600] y la población a la que se

aplica la CE estarı́a contenida en el intervalo CEtam ∈ [2, 600]. Un ejemplo para

entender lo expuesto: Para dim = 5 y c = 2, GAtam tomará los valores GAtam =

{3, 5, 8} y CEtam = {7, 5, 2}, siendo CEtam calculada como se describió en la

experimentación sobre congestión, es decir CEtam = POBtam −GAtam.

Se realiza en primera instancia, por tanto, un estudio de estos dos parámetros.

Para que los resultados que se han obtenido se puedan entender de una manera sen-

cilla, la Tabla 4.16 provee los rankings prmedio obtenidos para cada dimensión. Se

ha utilizado como condición de parada para esta experimentación un total de 25000

evaluaciones. Las funciones utilizadas han sido optimizadas entre Rmin = −5 y

Rmax = 5 tal y como se indica en la documentación provista por la competición

BBOB. Lo que buscamos con este estudio es encontrar qué tamaño de población

y qué porcentaje pga aproximado es necesario para obtener los mejores resultados

posibles para la mayorı́a de las funciones. Los valores resaltados representan los

dos mejores rankings promedio en cada una de las dimensiones consideradas.

Para dim = 5, los mejores valores se consiguen en configuraciones con c =

{5, 10} y pga = {0.5, 0.75}. En el caso de dim = 10 los tres mejores valores

se dan con la constante c = 5. Para el resto de dimensiones (dim = {20, 40}),
c = 2 con todos los valores posibles de pga consiguen todos mejores rankings.

Basándonos en estos resultados, podemos decir que, para dimensiones menores o

iguales a dim = 10, la constante deberı́a tomar el valor c = 5, mientras que, para
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c = 2 c = 5 c = 10 c = 20

pga 0.25 0.5 0.75 0.25 0.5 0.75 0.25 0.5 0.75 0.25 0.5 0.75

Rankdim=5 8.38 8.33 6.33 5.25 4.50 5.83 6.13 5.50 5.08 8.29 6.25 5.13
Rankdim=10 5.17 5.58 5.63 4.50 4.75 4.54 7.38 6.29 6.29 11.00 8.79 8.04
Rankdim=20 2.63 3.29 3.92 5.17 4.42 5.46 8.63 6.58 6.88 11.67 9.88 9.50
Rankdim=40 3.25 2.67 2.75 5.25 4.33 5.38 9.00 7.33 7.54 11.25 9.83 9.42
Rankgeneral 5.00 4.75 5.00 3.75 3.00 5.00 8.50 6.50 6.25 11.50 10.25 8.25

Tabla 4.16: Ranking promedio de los diferentes algoritmos utilizados por dimensión
y valor de pga

el resto de casos, la constante deberı́a tomar el valor c = 2. De una manera más

formal, la fórmula para determinar el tamaño de la población se definirı́a como en

la Ecuación 4.9.

POBtam =

{
5 · dim si dim ≤ 10
2 · dim si dim > 10

(4.9)

Dados estos valores, y habiendo tanteado el valor óptimo para el porcentaje de

GAtam, se realiza un estudio más exhaustivo del parámetro pga. Además, no hay

que olvidar que el algoritmo divide la población en dos sub-poblaciones, donde en

una se ejecuta un GA mientras que en otra se aplica un CE. Como se explicó en

secciones anteriores, CE cuenta con un parámetro, nup, que determina el número

de individuos que utiliza para actualizar la media y la desviación previa con el fin

de crear nuevos individuos. El estudio de este parámetro, junto con el porcentaje

pga, resulta fundamental para poder encontrar la configuración óptima. Por tanto, al

igual que pga de encarga del tamaño de la población genética GAtam, se hace nece-

saria la creación de un porcentaje pup que ayudará a determinar el valor del número

de individuos nup. El valor de nup dependerá a su vez del tamaño de la población

de CE (CEtam), dado que el número de individuos utilizados para actualizar los

valores de media y desviación no podrá superar el tamaño total de la población en

la que se aplicará la CE.

Para este estudio, pup tomará los valores pup = {0.2, 0.4, 0.6, 0.8, 1}, mientras

que pga = {0, 0.05, 0.1 · · · , 1}. Se estudia cada posible par (pga, pup) para determi-

nar la mejor combinación posible. Un ejemplo: (pga, pup) = (0.4, 0.2) denotará una

ejecución en el que el 40 % de los individuos de la población POBtam formarán

87



4. Experimentación y resultados

la sub-población genética, mientras que el restante 60 % formará la sub-población

dedicada a CE. De este último 60 %, el 20 % de los mejores individuos serán los

utilizados para actualizar los valores de media y desviación asociados al método de

entropı́a cruzada.

Para mostrar el resultado, se ha hecho uso de mapas de calor que denotan el

rango que se obtiene para cada combinación de parámetros en cada dimensión.

Cuanto más oscuro sea el cuadrado, mejor será el ranking. La Figura 4.17 muestra

dichos mapas de calor mientras que la Tabla 4.17 resume los valores tomados para

los parámetros en esta parte de la experimentación.

Figura 4.17: Ranking promedio de cada dupla de valores utilizada en los posibles
valores de dimensión dim. El eje x contiene los porcentajes posibles de pga mientras
que el eje y se exponen los valores del porcentaje pup. En la parte superior se muestran
los gráficos de calor de dim = 5 (izquierda) y dim = 10 (derecha). En la parte
inferior, los correspondientes a dim = 20 (izquierda) y dim = 40 (derecha).

Con respecto a las figuras, el eje X muestra los porcentajes de GAtam mientras
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4.2 Aplicación del algoritmo a funciones de optimización

Parámetros Valor
POBtam Ecuación 4.9

Porcentaje de inviduos del GA pga = {0, 0.05, 0.1 . . . 1}
No de inviduos utilizados para actualizar pup = {0.2, 0.4 . . . 1}

Condición de parada Tmax = 25000

Tabla 4.17: Valores de los diferentes parámetros utilizados en la segunda parte de la
experimentación

que el eje Y muestra los valores de pup utilizados. Las figuras superiores muestran

los resultados para las dimensiones 5 y 10 mientras que las figuras inferiores lo ha-

cen para las dimensiones 20 y 40. En cada figura se muestra una leyenda (colocada

a la derecha) con la escala de grises y los valores a los que corresponde cada color.

Comenzando por la dimensión 5 (dim = 5), los mejores valores se encuentran

en los intervalos pup ∈ [0.6, 1] y pga ∈ [0.3, 0.7], mientras que los peores valores

están situados en la fila de pup = 0.2 y en la columna de pga = 0. Para el resto de

dimensiones, los mejores resultados quedan concentrados en los intervalos pup ∈
[0.2, 0.6] y pga ∈ [0, 0.3]. Cuando el valor de la dimensión aumenta, es fácil ver que

las mejores combinaciones de estos parámetros se obtienen con valores bajos de

ambos, dado que es donde se encuentran los cuadros más oscuros. Además, cuanto

mayor es la dimensión, más aumenta la diferencia entre los mejores y los peores

rankings. Una de las combinaciones obtenidas que obtienen un buen rendimiento

en dimensiones altas y razonablemente bueno en bajas es pup = 0.4 y pga = 0.1. Se

utilizarán estos valores para la comparativa entre técnicas existentes en la literatura

en la siguiente sección.

4.2.3 Comparativa de los resultados

Esta sección contiene la comparativa entre el método propuesto con los paráme-

tros elegidos durante los diferentes estudios realizados anteriormente y las técnicas

existentes en la literatura. Estos parámetros y el valor que toman quedan recogidos

en la Tabla 4.18.

Con la idea de evitar que tanto el algoritmo propuesto como los de la literatura

usados en la comparativa siempre converjan al mismo valor, se han utilizado un
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4. Experimentación y resultados

Parámetros Valor
POBtam Ecuación 4.9

Porcentaje de individuos del GA pga = 0.1

Porcentaje de individuos del CE pce = 0.9

Parámetros del GA pc = 0.9, pm = 1
dim

, α = 0.5

Parámetros del CE Lr = 0.7, pup = 0.4

Condición de parada Tmax = 25000

Tabla 4.18: Parámetros utilizados para la comparativa entre el algoritmo y los métodos
del estado del arte tras los estudios realizados

total de 15 instancias, todas ellas con valores óptimos diferentes. Las técnicas usa-

das para la comparativa pertenecen al workshop BBOB 2013 realizado durante la

conferencia GECCO del mismo año. Las técnicas incluyen un GA con codificación

real, dos tipos de GA celulares, un GA generacional y un un método Hill-Climber.

Se han escogido los siguientes métodos para tener una comparativa de calidad, da-

do que se utilizaron también dichas funciones. Otro motivo es el de poder alcanzar

un mejor rendimiento que técnicas como un GA como es el de codificación real,

una técnica con el mismo enfoque que la propuesta, utilizando varias poblaciones

(en el caso del GA celular) o una técnica realmente simple (como el Hill-Climber).

Las configuraciones usadas para estos métodos son las indicadas por sus autores

en sus artı́culos originales. A continuación se mencionan las caracterı́sticas de las

técnicas:

� GA con codificación real basado en proyección aumentada (PRCGA). Este

algoritmo cuenta con cinco operadores: selección por torneo, cruce blend-α,

mutación no uniforme, proyección y un mecanismo para evitar el estanca-

miento. La probabilidad de cruce se establece a 0.8, la de mutación a 0.15 y

el tamaño del torneo a 3. Para el proceso de experimentación, las conclusio-

nes o más detalles, consultar [Sawyerr 13].

� La implementación de la Evolución Diferencial (DE) aplicada en [Pošı́k 12]

en su forma estándar, con ’best/1’como operador de mutación.
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4.2 Aplicación del algoritmo a funciones de optimización

� Los GA celulares (CGA) son una variedad de los GA paralelos. Se definen

como GAs en los que la población es dividida en dos sub-poblaciones semi-

separadas. En este caso, cada individuo es su propia sub-población. Dos de

estos algoritmos se utilizan para la comparativa. Uno de ellos, llamado Grid,

se implementa en su forma estándar tal y como se describe en [Alba 09],

mientras que el otro es un “ring” CGA, desarrollado en [Holtschulte 13].

� Se utiliza un GA generacional (GGA) con selección por ranking para la com-

parativa.

� Por último, un algoritmo Hill-Climber (Hill) [Jacobson 04] es una técni-

ca de optimización iterativa que pertenece a la familia de las técnicas de

búsqueda local. En esta comparativa se utiliza la técnica desarrollada en

[Holtschulte 13].

Las Tablas 4.19–4.22 muestran el error medio. Se ha considerado el error co-

mo el mejor fitness obtenido menos el óptimo de la instancia utilizada. Es decir

error = Fmejor–Fopt. Como condición de parada para las técnicas utilizadas, se uti-

liza el mismo número de evaluaciones que se han empleado anteriormente, 25000.

Los valores en negrita representan los dos mejores valores obtenidos para cada

función. Los resultados con un asterisco ∗ indican el mejor valor para el error al-

canzado para cada función.

Para dim = 5, GACE obtiene uno de los dos resultados destacados en 11 de las

24 funciones, y el más cercano al óptimo de esos resultados en 3 de ellas. El mayor

número de resultados destacados lo obtiene la técnica DE con 16 de 24, siendo

la mejor en 14 de ellos. PRCGA, Ring y GGA muestran un rendimiento similar

con 5, 5 y 7 valores entre los mejores resultados respectivamente. Las técnicas con

peor rendimiento han sido Grid, que sólo obtiene el un resultado superior en dos

ocasiones, y Hill, que obtiene el mejor resultado en 4 funciones.

En el caso de dim = 10, Ring y Grid obtienen 1 y 4 de los resultados des-

tacados, siendo las técnicas que menos tienen en esta dimensión. Centrándonos en

DE, obtiene uno de los dos resultados destacados en 13 de 24 funciones, siendo

la técnica que obtiene el valor más cercano al óptimo en 8 de esos casos. Por otro

lado, PRCGA mejora su rendimiento hasta contar con 6 valores destacados entre
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4. Experimentación y resultados

GACE DE GGA Grid Hill Ring PRCGA
F1 0.00e+00* 7.08e-09 1.19e-04 1.03e-04 1.58e-05 2.28e-04 2.70e-05
F2 6.62e-06 6.13e-09* 1.70e+00 3.35e+00 2.09e+00 1.35e+00 1.81e-03
F3 2.72e-03 2.00e-01 5.44e-02 7.20e-02 1.49e-02* 1.24e-01 4.15e-01
F4 1.93e+00 1.89e+00 9.50e-02 2.15e-01 3.99e-02* 2.46e-01 8.67e-01
F5 -1.02e-14* -1.02e-14* -1.02e-14* -1.02e-14* -1.02e-14* -1.02e-14* 2.24e+00
F6 2.48e-01 7.58e-09* 1.53e-01 4.44e-01 9.16e-02 2.80e-01 1.60e+00
F7 6.12e-01 4.49e-09* 1.38e-01 6.98e-01 9.74e-01 2.04e-01 2.26e-01
F8 3.54e+00 5.29e-01* 1.47e+00 1.69e+00 1.40e+00 8.25e-01 1.50e+00
F9 3.85e+00 5.30e-01* 2.39e+00 3.78e+00 3.47e+00 1.76e+00 1.73e+00
F10 5.04e+02 2.61e-02* 2.88e+02 9.87e+02 8.43e+02 2.09e+02 2.06e+03
F11 2.37e+01 1.38e-03* 6.42e+00 3.54e+01 1.38e+01 8.07e+00 1.99e+01
F12 7.05e+00 1.71e+00* 7.48e+01 6.38e+01 5.73e+01 3.82e+02 5.78e+00
F13 3.76e+00 1.34e-03* 1.34e+01 1.15e+01 3.12e+01 8.34e+00 4.59e+00
F14 5.05e-04 9.94e-08* 3.14e-03 1.00e-02 9.80e-03 5.81e-03 2.90e-03
F15 3.11e+00 2.03e+00* 3.61e+00 1.12e+01 1.41e+01 5.78e+00 6.96e+00
F16 3.14e-01* 9.87e-01 4.66e-01 1.01e+00 1.59e+00 6.51e-01 5.98e-01
F17 6.24e-03 1.38e-04* 6.15e-02 4.27e-01 1.01e+00 1.40e-01 8.71e-02
F18 1.18e-01 2.24e-02* 3.31e-01 2.44e+00 2.43e+00 6.10e-01 2.72e-01
F19 1.77e-01 4.01e-01 3.83e-01 6.96e-01 6.36e-01 6.14e-01 3.04e-02*
F20 5.63e-01 2.48e-01 1.94e-01 4.80e-01 5.04e-01 1.68e-01* 8.66e-01
F21 2.35e+00 8.38e-01 6.50e-01 1.99e+00 2.80e+00 6.06e-04* 4.73e-01
F22 1.62e+00 1.09e+00 1.04e+00 2.78e+00 1.59e+00 1.49e-01* 2.32e+00
F23 9.93e-01 1.19e+00 1.00e+00 8.84e-01* 9.60e-01 9.06e-01 9.33e-01
F24 9.81e+00 9.76e+00 1.11e+01 1.21e+01 1.08e+01 1.21e+01 7.71e+00*

Tabla 4.19: Media del error de las técnicas para dim = 5

los resultados. GACE también mejora, obteniendo 14 de los mejores resultados y

siendo en 6 de ellos la que menos error ha obtenido. Esto la coloca como la segunda

técnica en lo que a resultados se refiere para esta dimensión.

Para la experimentación con una dimensión dim = 20, las técnicas que obtie-

nen más resultados destacados son PRCGA yGACE, con 9 y 18 entre los mejores

valores respectivamente. De entre las 18 funciones en las que GACE destaca, ob-
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4.2 Aplicación del algoritmo a funciones de optimización

GACE DE GGA Grid Hill Ring PRCGA
F1 0.00e+00* 8.36e-09 1.82e-03 1.42e-03 1.68e-04 1.05e-02 4.21e-06
F2 1.53e-05 8.27e-09* 1.36e+01 1.65e+01 1.30e+01 4.27e+01 1.07e-01
F3 3.02e+00 1.12e+00 6.38e-01 1.09e+00 8.14e-02* 2.54e+00 1.54e+00
F4 7.88e+00 3.08e+00 1.27e+00 1.74e+00 2.65e-01* 4.08e+00 2.47e+00
F5 5.95e-13 5.86e-15* 5.86e-15* 5.86e-15* 5.86e-15* 5.86e-15* 9.52e+00
F6 3.10e+00 1.06e-02* 1.36e+00 5.17e+00 2.49e+00 4.48e+00 1.76e+00
F7 2.18e+00 1.82e-01* 2.33e+00 7.08e+00 6.11e+00 3.23e+00 4.08e+00
F8 9.58e+00 2.38e+00 1.48e+01 2.23e+01 2.13e+00* 1.02e+01 1.12e+01
F9 2.52e+01 5.53e+00 1.15e+01 7.33e+01 5.55e+01 1.27e+01 4.76e+00*
F10 3.55e+03* 1.31e+04 4.47e+03 1.81e+04 1.84e+04 6.61e+03 6.40e+03
F11 4.64e+01 8.39e+01 3.15e+01* 9.79e+01 6.87e+01 4.26e+01 4.00e+01
F12 3.13e+00* 1.91e+02 1.28e+03 2.17e+03 1.33e+03 1.17e+04 1.71e+01
F13 6.17e+00 2.38e+00* 1.73e+01 3.65e+01 1.80e+01 3.93e+01 1.15e+01
F14 3.60e-03 7.49e-04* 1.61e-02 2.70e-02 1.44e-02 3.24e-02 4.54e-03
F15 6.79e+00* 3.85e+01 2.27e+01 5.93e+01 7.61e+01 3.87e+01 1.28e+01
F16 1.44e+00* 1.01e+01 2.40e+00 6.39e+00 6.28e+00 3.41e+00 2.43e+00
F17 1.50e-02 2.98e-03* 2.89e-01 3.11e+00 3.25e+00 9.11e-01 2.75e-01
F18 1.82e-01* 4.22e-01 1.32e+00 1.06e+01 1.61e+01 3.11e+00 1.09e+00
F19 1.27e+00 2.81e+00 2.37e+00 3.46e+00 3.21e+00 3.00e+00 3.30e-02*
F20 1.29e+00 3.55e-01* 5.16e-01 7.17e-01 6.65e-01 7.13e-01 1.30e+00
F21 3.74e+00 2.77e+00 1.92e+00 6.03e+00 1.48e+01 4.36e-01* 4.01e+00
F22 7.80e+00 2.21e+00 4.22e+00 1.47e+01 6.59e+00 7.51e-01* 4.79e+00
F23 1.66e+00 1.90e+00 1.41e+00 1.47e+00 1.32e+00* 1.38e+00 1.45e+00
F24 3.56e+01 5.03e+01 4.67e+01 6.39e+01 5.59e+01 5.56e+01 2.93e+01*

Tabla 4.20: Error medio de las técnicas para dim = 10

tiene el resultado más cercano al óptimo en 8 de ellas. Como se puede observar,

hay una diferencia entre los resultados obtenidos en las anteriores dimensiones y

la que se trata actualmente, ya que se ve aumentado el rendimiento de GACE a la

hora de obtener mejores resultados. Para este valor de dimensión, DE obtiene uno

de los dos mejores resultados sólo en 7 de 24 funciones, siendo el mejor en 5 de

ellas. En el caso de Grid y Ring, siguen obteniendo los resultados más alejados
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GACE DE GGA Grid Hill Ring PRCGA
F1 5.13e-05 8.62e-06* 2.65e-02 2.12e-02 1.33e-03 2.56e-01 1.82e-04
F2 1.13e-02* 3.94e-02 1.10e+02 2.23e+02 6.54e+01 8.76e+02 3.16e+01
F3 9.87e+00 9.45e+01 5.71e+00 7.61e+00 8.55e-01* 2.33e+01 6.20e+00
F4 2.63e+01 9.07e+01 9.90e+00 1.09e+01 1.53e+00* 3.34e+01 1.20e+01
F5 2.85e-09 -3.61e-15* 6.46e-14 6.46e-14 6.46e-14 6.46e-14 1.19e+01
F6 1.47e+01* 1.80e+02 1.49e+01 4.60e+01 2.66e+01 6.66e+01 2.57e+01
F7 1.32e+01 2.13e+01 1.22e+01* 4.14e+01 3.38e+01 2.79e+01 1.72e+01
F8 2.64e+01 2.59e+01* 7.72e+01 9.49e+01 4.80e+01 8.26e+01 6.46e+01
F9 3.66e+01 2.81e+01* 5.29e+01 9.44e+01 7.62e+01 1.01e+02 4.03e+01
F10 3.54e+04 3.27e+05 4.26e+04 8.23e+04 4.28e+04 4.68e+04 3.11e+04*
F11 8.86e+01* 2.46e+02 9.76e+01 2.04e+02 2.21e+02 1.51e+02 9.04e+01
F12 3.13e+02 3.89e+02 2.46e+04 1.90e+04 1.42e+03 2.60e+05 1.10e+02*
F13 2.16e+01 1.27e+01* 6.67e+01 6.10e+01 2.46e+01 1.49e+02 2.19e+01
F14 1.31e-02* 2.33e-02 5.25e-02 6.40e-02 2.65e-02 3.05e-01 1.88e-02
F15 2.11e+01* 1.47e+02 9.16e+01 2.29e+02 2.61e+02 1.48e+02 4.26e+01
F16 2.53e+00* 2.88e+01 7.73e+00 1.36e+01 1.35e+01 1.09e+01 5.45e+00
F17 1.75e-01* 5.70e-01 6.69e-01 8.13e+00 1.12e+01 3.29e+00 7.40e-01
F18 8.47e-01* 5.39e+00 4.76e+00 2.91e+01 4.24e+01 1.20e+01 2.70e+00
F19 2.90e+00 6.21e+00 5.24e+00 7.78e+00 7.35e+00 6.74e+00 2.06e-01*
F20 2.29e+00 2.66e+00 9.07e-01 1.17e+00 8.82e-01* 1.44e+00 1.63e+00
F21 4.61e+00 5.73e+00 5.01e+00 1.20e+01 1.86e+01 1.54e+00* 1.12e+01
F22 9.15e+00 8.80e+00 7.55e+00 2.38e+01 1.31e+01 3.33e+00* 7.93e+00
F23 2.43e+00 3.45e+00 2.66e+00 2.42e+00 2.10e+00* 2.51e+00 2.42e+00
F24 1.45e+02 1.60e+02 1.51e+02 2.38e+02 2.51e+02 2.07e+02 1.11e+02*

Tabla 4.21: Error medio de las técnicas para dim = 20

del óptimo también en esta dimensión.

Por último, para la dimensión dim = 40, las técnicas con mayor diferencia

entre el óptimo y el valor obtenido son GGA y Ring, con 3 de 24 resultados, y

DE, con sólo un valor entre los mejores. Grid sigue estando entre las técnicas que

obtienen mayores diferencias con 4 resultados mientras Hill mejora con respecto

a la dimensión anterior, con 9 de 24 posibles resultados. En este caso, la propuesta
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GACE DE GGA Grid Hill Ring PRCGA
F1 3.98e-08* 7.33e+00 4.25e-01 2.62e-01 1.17e-02 3.93e+00 7.27e-03
F2 8.52e+00* 3.12e+04 2.26e+03 2.71e+03 6.74e+02 2.35e+04 8.04e+01
F3 4.31e+01 3.98e+02 4.21e+01 3.99e+01 7.13e+00* 1.43e+02 4.51e+01
F4 6.65e+01 6.83e+02 5.77e+01 6.27e+01 1.12e+01* 2.05e+02 7.83e+01
F5 2.46e-01 1.34e-14* 1.34e-14* 1.34e-14* 1.34e-14* 1.34e-14* 3.99e+01
F6 6.77e+01* 3.44e+03 1.35e+02 4.42e+02 1.56e+02 3.95e+02 1.06e+02
F7 3.97e+01* 4.92e+02 9.57e+01 1.70e+02 1.57e+02 1.56e+02 6.61e+01
F8 5.44e+01* 3.39e+03 2.59e+02 2.45e+02 1.06e+02 8.31e+02 1.82e+02
F9 4.28e+01* 2.88e+03 2.48e+02 4.33e+02 9.38e+01 1.04e+03 1.89e+02
F10 1.12e+05* 2.94e+06 1.76e+05 3.73e+05 1.54e+05 4.18e+05 1.24e+05
F11 1.90e+02* 7.06e+02 2.91e+02 4.86e+02 4.56e+02 3.51e+02 1.99e+02
F12 5.44e+02* 2.44e+07 4.22e+05 3.36e+05 3.29e+04 5.40e+06 8.63e+03
F13 7.06e+01 9.69e+02 2.25e+02 1.90e+02 5.79e+01* 5.89e+02 9.96e+01
F14 2.65e-02* 1.91e+01 3.40e-01 2.54e-01 5.57e-02 4.02e+00 8.27e-02
F15 8.99e+01* 6.04e+02 2.96e+02 7.58e+02 8.44e+02 5.81e+02 1.47e+02
F16 1.05e+01 4.48e+01 1.52e+01 2.67e+01 2.40e+01 2.29e+01 9.34e+00*
F17 1.99e-01 7.75e+00 1.79e+00 1.34e+01 2.11e+01 7.84e+00 1.49e+00*
F18 1.01e+00* 3.01e+01 8.69e+00 5.14e+01 7.92e+01 2.73e+01 5.98e+00
F19 5.90e+00 9.50e+00 8.02e+00 1.29e+01 1.16e+01 9.68e+00 2.50e-01*
F20 3.14e+00 8.55e+01 1.57e+00 1.52e+00 8.77e-01* 2.89e+00 1.81e+00
F21 5.98e+00 4.82e+01 6.35e+00 7.15e+00 1.69e+01 5.27e+00 4.95e+00*
F22 7.83e+00 3.91e+01 9.00e+00 2.30e+01 1.74e+01 5.43e+00* 9.49e+00
F23 4.06e+00 5.97e+00 4.24e+00 3.33e+00 2.99e+00* 3.66e+00 4.39e+00
F24 3.87e+02 6.36e+02 3.80e+02* 7.68e+02 8.19e+02 6.18e+02 4.42e+02

Tabla 4.22: Error medio de las técnias para dim = 40

es la mejor técnica con 19 de 24 valores destacados, 12 de los cuales son el valor

más cercano al óptimo, seguido de PRCGA con 13.

Para resumir todos estos resultados, en un total de 96 casos de estudio (24

funciones por 4 dimensiones utilizadas), GACE obtiene uno de los dos mejores

valores en 62 casos, de los cuales alcanza el menor error en 29 de ellos. La segunda

mejor técnica ha sido DE, con un resultado entre los mejores en 37 de los 96
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GACE DE GGA Grid Hill Ring PRCGA
Rankdim=5 3.69 2.44 3.60 5.5 4.81 3.83 4.12
Rankdim=10 3.19 3.02 3.23 5.85 4.60 4.69 3.42
Rankdim=20 2.46 4.21 3.5 5.35 4.46 5.12 2.89
Rankdim=40 2.08 6.33 3.54 4.71 3.75 4.71 2.87
Rankall 2.85 4 3.47 5.35 4.41 4.59 3.33

Tabla 4.23: Resultados del test de Friedman para cada dimensión

casos, siendo el mejor en 28 de ellos. Para asegurarnos de que las diferencias que

se han encontrado en lo que a rendimiento se refiere son o no significativas, se hace

necesario el uso de test estadı́sticos. Para ello, se han utilizado dos test estadı́sticos

siguiendo las indicaciones propuestas en [Derrac 11].

En primer lugar, se aplica el test de Friedman [Derrac 11] para conocer si hay

diferencias significativas entre los métodos comparados. La Tabla 4.23 muestra los

rankings proporcionados por este test no paramétrico para cada uno de los algorit-

mos en cada dimensión y globalmente sobre todas las dimensiones.

Como se puede ver en dicha tabla, el algoritmo propuesto obtiene el mejor

ranking en dim = 20 y dim = 40, y en términos globales. Se puede apreciar

como la diferencia entre el ranking obtenido por nuestra técnica y los diferentes

algoritmos con los que se ha comparado es mayor cuando tanto las dimensiones

como, por tanto, la complejidad del problema aumentan.

Los test post-hoc de Holm [Holm 79] y Finner [Finner 93] se aplican a los

resultados obtenidos por el test de Friedman usando DE como método de control

en dim = {5, 10} y GACE en el resto de dimensiones. La Tabla 4.24 muestra

los p-values ajustados devueltos por dichos tests para cada dimensión y técnica.

Los valores que se ofrecen están redondeados a tres decimales. Para resaltar las

diferencias significativas, los p-values por debajo de 0.1 se muestran en negrita.

De manera general,GACE es significativamente mejor que el resto de métodos

excepto uno, PRCGA. En este caso, aunque la diferencia no es signifiticativa, el

nivel de confianza es alto, concretamente un 88 %.

Si nos fijamos en los resultados obtenidos en cada dimensión, para dim = 5,

DE mejora significativamente aGrid,Hill yRing. En dim = 10,DE mejora sig-
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dim = 5 dim = 10 dim = 20 dim = 40 Global
Holm Finner Holm Finner Holm Finner Holm Finner Holm Finner

GACE 0.09 0.054 1.577 0.799 DE 0.015 0.007 0 0 0.001 0
GGA 0.09 0.061 1.577 0.799 GGA 0.189 0.113 0.039 0.023 0.097 0.058
Grid 0 0 0 0 Grid 0 0 0 0 0 0
Hill 0.001 0.001 0.062 0.022 Hill 0.005 0.003 0.022 0.011 0 0
Ring 0.076 0.037 0.038 0.022 Ring 0 0 0 0 0 0

PRCGA 0.027 0.013 1.577 0.673 PRCGA 0.483 0.483 0.204 0.204 0.128 0.128

Tabla 4.24: Estadı́sticas de los test de Holm y Finner para cada dimensión y técnica

nificativamente a Grid, Hill y Ring según Finner, mientras que, según Holm, sólo

mejora a Grid y Ring. Finalmente, para las dimensiones restantes (dim = 20, 40),

ambos tests indican queGACE mejora significativamente a todos los métodos me-

nos a PRCGA. Concrétamente, en la dimensión dim = 40, se puede encontrar el

valor más cercano entre los métodos PRCGA y GACE.

Con los resultados aportados por los experimentos realizados a lo largo de esta

sección, podemos llegar a las siguientes conclusiones:

� Comenzando por el tamaño de la población general (POBtam), se ha definido

este con valores, en general, bajos, dado que va desde 25 individuos en el caso

de dim = 5 hasta 80 en el caso de dim = 40, siendo en este último donde se

dan los resultados más óptimos.

� Con respecto a los porcentajes que determinan la población genética utilizada

(pga) y la actualización de la media y desviación necesarias para CE (pup),

un valor pequeño del primero, entre el 0 y el 30 %, y uno intermedio en

el caso del segundo, entre 20 % y 60 % de la población de CE, ofrecen un

rendimiento óptimo tanto en dimensiones bajas como en altas.

� Independientemente del tipo de función, GACE trabaja de manera muy efi-

ciente en dimensiones altas, dejando atrás a técnicas del estado del arte en

optimización tan conocidas como DE.

� Sin embargo, en dimensiones bajas (dim = {5, 10}), aunque su rendimiento

se asemeja al de DE, es superado por esta técnica.
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4. Experimentación y resultados

� En general, y para todas las dimensiones utilizadas, GACE serı́a la técnica
elegida dada su posición en el ranking promedio de resultados.

� Estadı́sticamente, supera en dimensiones altas a aquellas técnicas con las que
se le ha comparado.
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Que el que llore el último llore peor.
Y que los últimos no sean los de
siempre.

Marta Martinez Carro

5
Conclusions and Future

Work

This chapter contains the conclusions from the results obtained in the experi-

mentation studies carry out along this dissertation. First, Section 5.1 contains the

reflections we can extract from the results obtained by applying the proposal to

congestion forecasting. After that, in Section 5.2, the conclusions about the diffe-

rent parameter studies made by using GACE in benchmark functions are exposed.

Finally, the answer to the hypothesis made at the beginning of this memory, and

future work lines are contained in Section 5.3.

5.1 Conclusions about Congestion Forecasting
As it has been said along the dissertation, one of the aims to create GACE was using

it to optimize the different parts of the systems that form a hierarchy of FRBSs, i.e.

variables, labels and rules. This optimization was carrying out with the objective of

predict congestion at a point or segment in a road. To do that, a total of 12 datasets

are created with data of a freeway in California. The prediction horizon takes values

of 5, 15 and 30 minutes.
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The experimentation is made focusing in the different sizes of the sub-populations

in which GA and CE are applied respectively. Different types of datasets are used

to prove the performance of the developed algorithm and the hierarchical systems.

Two error metrics are used in order to check this performance. With the first one,

MAE, GACE with higher size of GA population obtains better results than those

with the same sub-population size or more CEsize than GAsize. Also, these results

improve the obtained ones by GA and CE. While GACE40−10 obtains one of the

two best values in 7 out of 12 cases, GACE45−5 does the same in 8 out of 12 cases.

The use of other performance metric is necessary due to MAE does not take into

account the differences between the type of predicted congestion and the expected

one. As it has been said in previous sections, sMAPE is used to avoid this pro-

blem. With the results obtained with this metric, it can be said that the conclusions

obtained with MAE metrics are correct: GACE with biggerGAsize than CEsize ob-

tains the best errors. GACE45−5 obtains in this case 9 out of 12 best values while

GACE40−10 and GACE35−15 obtain 7 out of 12 best values each one.

Using sMAPE results, GACE is compared with three literature methods. Loo-

king at the results, it can be said that the proposed technique is a competitive tech-

nique, but it can improve its performance in several datasets.

Without taking into account the kind of dataset, the experiment about what

configuration of the proposed technique is better for each kind of congestion was

made. The conclusions are that GACE45−5 is the best option in Free and Severe

congestion, whileGACE40−10, despite not to be the first best option, it achieves the

second place in 3 out of 4 types of congestion. In case of configurations with low

value of GAtam, GACE15−35 and GACE10−40 are the best techniques to forecast

Light congestion. In case of the pure configurations, GA has obtained the fourth

position as algorithm to use, while CE has been the last option.

Now, taking into account the type of dataset and predicted congestion value,

GACE is the best technique to use in 32 out of 48 cases of study. As it was men-

tioned before, GACE configurations are the best to predict Null (11 out of 12) and

Severe (10 out of 12) congestion, while it is the best technique for forecast Light

and Moderate congestions in 6 and 5 out of 12 cases. Despite its bad performance,

CE is the chosen algorithm in 8 out of 42, as well as GA.
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Finally, about the kind of dataset and prediction horizon, Point Datasets (DP

and DPS) and a short-time horizon (5 minutes) obtain the best error values. In the

case of Sector Datasets (DS and DSS) is the opposite: the best values are obtained

in the 30-minutes horizon.

5.2 Conclusions about Function Optimization
The other part of the experimentation has the aim to prove the performance of the

proposed algorithm in different types of optimization functions. With this objective

in mind, a total of 24 noise-free functions have been taken from a platform used in

different international conferences.

The most important issue in this part of the experimentation was to choose

the value from different important parameters as the size of the population, the

sizes of the sub-populations, learning rate for the CE part, number of individuals

needed to update the means and deviations vectors, and so on. This is important,

not only for this problem, but the future works in other different themes. Although

it is important the tunning of the parameters depending of the problem, with this,

default values for the parameters that assure a good performance in general are

found and studied.

First, the size of the population is calculated based on a constant and the di-

mension of the problem, given as results c = 5 if dimension is less or equal to 10,

and c = 2 if dimension is greater than 10. After that, heat graphics are used to

delimitate the values of the size of GA sub-population, and, in the other hand, the

percentage of individuals to update the different parts of CE. At the end, intervals

pga ∈ [0.3, 0.7] for GA size, and pup = [0.6, 1] obtain good performance for low

dimensions, while pga ∈ [0, 0.3] for GA size, and pup = [0.2, 0.6] do the same for

high dimensions. With this, we can assure a greater number of individuals inGApob,

and practically the whole CEpob used for update if the dimension of the problem

is high, and the opposite, i.e. small values for both parameters, if the dimension of

the problem is high. For the comparative with literature methods, pup = 0.4 and

pga = 0.1 were chosen due to their good performance in high dimensions.

As a summary of the results obtained, the proposal improves its results while

the dimension of the functions is growing. For dim = 5, GACE obtains one of the
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two best values in 11 out of 24 functions, while with dim = 40, it obtains one of

the two best values in 19 out of 24 while the rest of the techniques are getting worse

results, in special the Differential Evolution. For the total 96 cases of study, GACE

obtains one of the two best values in 62 cases, while it is the best of all in 29 of

them. The second technique who obtains better results is the Differential Evolution,

with 37 out of 96, and the best so far in 28 out of 37.

Statistic tests as Friedman, Holm and Finner are used to assure the results obtai-

ned. Using DE as control algorithm for dimension 5 and 10, and GACE for the rest

of the dimensions, the result of the tests prove that GACE is significantly different

than the rest of the algorithms except for PRCGA, which obtains the closer value

to it in dim = 40.

5.3 Improvements and future lines of work
Along this chapter, the conclusions extracted from the different experimentations

made have been remarked. The algorithm and the FRBSs have obtained a good

performance in forecasting congestion, regardless of the type of dataset used, but

especially in Point and Section datasets. After that, with the parameters selected in

experimentation studies, the algorithm can reach a value closer to the optimum in

optimization functions than several well-known algorithms in the literature. The-

refore, we can conclude that the different parts of the hypothesis exposed in Intro-

duction Section have been accomplished. On the one hand, the proposal solution

exposed in this dissertation can achieve a good performance in predict the different

types of congestion that can appear in freeways and help to prevent traffic jams.

With this, the first part of the hypothesis is covered. On the other hand, the second

part of the hypothesis is concluded with the performance obtained by GACE in op-

timization function task, improving the results reached using well-known literature

algorithms as Differential Evolution. Also, values for the different parameters have

been established for future problems focusing in the dimension of these.

But, as it can be seen, the algorithm can still improve its performance in diffe-

rent themes. If we focus in general aspects of the algorithm, improvements to do

can be:
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� Take into account the parameters as values to optimize along the execution of

the algorithm. This issue converts the problem in a multiobjetive problem: it

is necessary to optimize not only the fitness function, but the different values

of the parameters needed for improving the performance.

� Diversity in the population. Due to it is possible to find the same individuals

in different sub-populations, sometimes the diversity of the general popu-

lation gets lost along the process. This problem can be fixed, for example,

increasing the mutation probability along the generations in the GA part, or

making a reboot of the individuals in the CE part for updating the mean and

deviation vectors.

In case of the congestion forecasting, main theme of this dissertation and where

the proposal has been applied with more encourage, due to its importance in real-

world problems, the algorithm and the design of the hierarchy can be improved in

the follow aspects:

� Improvements in the results obtained for Light and Moderate congestion. As

it can be seen in Experimentation chapter, some configurations of the algo-

rithm have problems for make a good forecast in these types of congestion.

This could be for the similarities between both values calculation. In future

works, the differences between the calculus of the congestion values can be

change in order to improve their correct classification.

� Use another kind of hierarchy. Serial hierarchy for congestion forecasting

has been used in previous work to this dissertation. In our case, the parallel

hierarchy has been applied and it has improved the results obtained in other

literature works, not only for the use of this kind of hierarchy, but the use of

the hybrid proposal to optimize its parts. The use of a hybrid hierarchy can

be an interested way to act in order to see the effects of a different way to

optimize the use of FRBSs.

� Data from other sources. The different datasets used in this dissertation and

the associated paper is release to anyone who wants to use it. There are not

many traffic datasets that can be obtained for free. Even so, governmental
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platforms as the used one (PeMS) allow the researches to work with the data
they collect. The use of other datasets can certify the good performance of
the proposed technique, and it can improve the quality and the different types
of traffic datasets.

� Time horizons. In this dissertation, short-term traffic congestion has been
forecasted. The time horizons used have been 5, 15 and 30 minutes. Increase
the number of time horizons, for example, 5 to 5 between 5 minutes and
60 minutes can specify when the congestion can be forecast with a bigger
precision.

In function optimization, although it is not the principal task of the proposal
technique, it has obtained good results in different kind of functions, some of them
with a high complexity. Also, it has improved the results obtained by well-known
literature algorithms as Differential Evolution. The possible action lines in this the-
me can be:

� In the experimentation, several values which the technique obtains good per-
formance in high dimensions have been used in order to have better results
in the dimensions where other techniques get worse and maintain a certain
level of results in low dimensions. The goal now is to adapt these parameters
to the dimension, and not have to choose only some of them, as well as we
did with the population size.

� The use of other types of functions, as well as improve the performance ad-
ding or adapting some characteristics of the hybrid method to the functions
and not only the operators can improve the performance and obtain a richer
experimentation.

One of the principal characteristics of the proposed technique is its adaptation
ability to other problems changing its operators and codification of the chromoso-
me. Thanks to this, the amount of problems the technique can afford is huge. One of
the problems where GACE can be applied is classification using ensembles. Clas-
sifier ensembles are sets of individual classifiers that offer a different approach to
this problem using clustering for the search space and applying the best individual
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classifiers to each one of the part of it. In this issue, GACE can be used to improve
the different centroids and weights of the areas and the classifiers respectively in
order to get a better result with the chosen classifiers of each area.

Another kind of issue, totally different from the exposed in this dissertation, is
RFID systems and its tag collision problems. Summarizing, due to the shared na-
ture of the wireless channel used by tags, these systems are prone to transmission
collisions, which occurs when two or more tags transmit different information si-
multaneously. Fuzzy Logic has been applied to this problem in [Arjona 16]. Due to
this, it is a good and different theme where GACE can help in order to find the co-
rrect values for the different parameters of Fuzzy Logic to get the best performance
possible in avoid tag collisions.

There are always problems to solve. Real world problems such as congestion
forecasting, pollution forecasting, route problems are current problems in many dif-
ferent projects, as can be found in Horizon 2020 calls, because of their importance
in everyday life. Due to that, one of the most important things to do as a researcher
is to find possible solutions to these problems. For this purpose, the improvement
and development of new algorithms that can deal with large amount of data, and
help to take decisions about important tasks like those mentioned before, are pos-
sible ways to present a solution. The proposed method in this dissertation tries to
catch these concerns, and improves the results given by other techniques. On the
other hand, the development of the proposal demonstrates that not everything is
created, and for every problem, there are one or many solutions. Some of them
are better than others. Otherwise, other solutions have not been thought yet. This
dissertation made a proof of that.
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6
Apéndice

6.1 Fórmulas de las funciones utilizadas
Cada tabla muestra las funciones utilizadas agrupadas por su tipo, y su forma ma-
temática de manera que esto pueda ayudar a su entendimiento. En las definiciones
de las funciones, se nombra un vector z que sustituye al argumento x. Este vector es
un vector de variable transformada que tiene su óptimo en zopt = 0, si no se indica
de otra manera. Para el resto de variables que aparecen en algunas funciones, como
son si, Tosz, ó Tasy, su valor se muestra en la documentación que el lector puede
encontrar en el siguiente link1.

1 http://coco.gforge.inria.fr/lib/exe/fetch.php?media=download3.6:bbobdocfunctions.pdf

107



6. Apéndice

Nombre Fórmula
Sphere F1(x) = x− xopt + Fopt

Ellipsoidal F2(x) =
∑D

i=1 106 i−1
D−1 z2i + Fopt

Rastrigin F3(x) = 10
(
D −

∑D
i=1 cos(2πzi)

)
+ ||z||2 + Fopt

Büche-Rastrigin F4(x) = 10
(
D −

∑
i = 1Dcos 2πzi

)
+
∑
i = 1D + 100fpenx+ Fopt

Linear Slope F5(x) =
∑
i = 1D5|si| − sizi + Fopt

Tabla 6.1: Funciones Separables: Nombre y fórmulas.

Nombre Fórmula
Attractive Sector F6(x) = Tosz

(∑
i = 1D(sizi)

2
)0.9

+ Fopt

Step Ellipsoidal F7(x) = 0.1max
(
|z1 |
104
,
∑
i = 1D102 i−1

D−1 z2i

)
+ fpen(x) + Fopt

Rosenbrock , original F8(x) =
∑D−1

i=1 (100(z2i − zi+1)
2 + (zi − 1)2) + Fopt

Rosenbrock , rotated F9(x) =
∑D−1

i=1 (100(z2i − zi+1)
2 + (zi − 1)2) + Fopt

Tabla 6.2: Funciones con condicionamiento bajo o moderado: Nombres y funciones.

Nombre Fórmula
Ellipsoidal F10(x) =

∑D
i=1 106 i−1

D?1 z2i + Fopt

Discus F11(x) = 106z21 +
∑D

i=2 z
2
i + Fopt

Bent Cigar F12(x) = z21 + 106
∑D

i=2 z
2
i + Fopt

Sharp Ridge F13(x) = z21 + 100
√∑D

i=2 z
2
i + Fopt

Different Powers F14(x) =

√∑D
i=1 |zi|

2+4 i−1
D−1 + Fopt

Tabla 6.3: Funciones con condicionamiento elevado y unimodales: Nombres y fórmu-
las.
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Nombre Fórmula

Rastrigin F15(x) = 10
(
D −

∑D
i=1 cos(2πzi)

)
+ ||z||2 + Fopt

Weirstrass F16(x) = 10
(

1
D

∑D
i=1

∑11
k=0

1
2

k
cos(2π3k(zi + 1

2
))− f0

)3
+

10
D
fpen(x) + Fopt

Schaffers F7 F17(x) =
(

1
D−1

∑D−1
i=1

√
si +
√
si sin

2(50s
1/5
i )
)2

+

10fpen(x) + Fopt

Schaffers F7,
moderately
ill-conditioned

F18(x) =
(

1
D−1

∑D−1
i=1

√
si +
√
si sin

2(50s
1/5
i )
)2

+

10fpen(x) + Fopt

Composite
Griewank-
Rosenbrock

F19(x) = 10
D−1

∑D−1
i=1

(
si

4000
− cos si

)
+ 10 + Fopt

Tabla 6.4: Funciones multimodales con estructura global adecuada: Nombres y fórmu-
las.

Nombre Fórmula
Schwefel F20(x) = − 1

D

∑D
i=1 zi sin(

√
|zi|) + 4.189828872724339 +

100fpen( z
100

) + Fopt

Gallagher’s
Gaussian 101-me
Peaks

F21(x) = Tosz
(
10−máx101

i=1wi exp
(
− 1

2D
(x− yi)TRTCiR(x− yi)

))2
+

fpen(x) + Fopt

Gallagher’s
Gaussian 21-hi
Peaks

F22(x) = Tosz
(
10−máx21

i=1wi exp
(
− 1

2D
(x− yi)TRTCiR(x− yi)

))2
+

fpen(x) + Fopt

Katsuura F23(x) = 10
D2

∏D
i=1

(
1 + i

∑32
j=1

|2jzi−[2jzi]|
2j

) 10
D1.2

− 10
D2 +fpen(x)

Lunacek bi-
Rastrigin

F24(x) = mı́n
(∑D

i=1 (x̂i − µ0)
2, dD + s

∑D
i=1 (x̂i − µ1)

2
)

+

10
(
D −

∑D
i=1 cos (2πzi)

)
+ 104 + fpen(x)

Tabla 6.5: Funciones multimodales con estructura global débil: Nombres y fórmulas.
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[Chen 07] Y. Chen, B. Yang, A. Abraham and L. Peng. Automatic design

of hierarchical Takagi-Sugeno type fuzzy systems using evo-

lutionary algorithms. IEEE Transactions on Fuzzy Systems,

Vol. 15, No. 3, pp. 385–397, 2007. cited By (since 1996)57

(pág. 45).

[Chen 12] C.-F. Chen, M.-C. Lai and C.-C. Yeh. Forecasting tourism

demand based on empirical mode decomposition and neural

network. Knowledge-Based Systems, Vol. 26, pp. 281–287,

2012 (pág. 6).

[Chen 14] Z. Chen and C. Wang. Research on continuous ant colony op-

timization algorithm and application in neural network mode-

ling. Journal of Multiple-Valued Logic and Soft Computing,

Vol. 22, No. 3, pp. 317–340, 2014 (pág. 31).

[Ciornei 12] I. Ciornei and E. Kyriakides. Hybrid ant colony-genetic al-

gorithm (GAAPI) for global continuous optimization. IEEE

Transactions on Systems, Man, and Cybernetics, Part B: Cy-

bernetics, Vol. 42, No. 1, pp. 234–245, 2012 (pág. 15).

[Commission 14] European Commission. Special Eurobarometer 422a, Quality

of Transport, 2014 (pág. 3).

[Cordón 01a] Oscar Cordón and Francisco Herrera. Hybridizing genetic al-

gorithms with sharing scheme and evolution strategies for de-

signing approximate fuzzy rule-based systems. Fuzzy sets and

systems, Vol. 118, No. 2, pp. 235–255, 2001 (pág. 17).

[Cordón 01b] Oscar Cordón, Francisco Herrera, F Gomide, Frank Hoff-

mann and Luis Magdalena. Ten years of genetic fuzzy systems:

current framework and new trends. In IFSA World Congress

and 20th NAFIPS International Conference, 2001. Joint 9th,

volume 3, pp. 1241–1246. IEEE, 2001 (pág. 17).

114



BIBLIOGRAFÍA
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